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본 발명은 해석할 수 있고 단순화된 딥 포레스트 분류 방법에 관한 것으로서, 보다 구체적으로는 해석할 수 있고

단순화된 딥 포레스트 분류 방법으로서, (1) 복수의 랜덤 포레스트(Random Forest, RF)를 사용해 멀티 레이어로

구성된 완전히 학습된 딥 포레스트를 생성하는 단계; (2) 상기 딥 포레스트에 대해, 특징 기여도 및 특징 빈도에 
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기초한 순차적 커버링(sequential covering)을 통해 각각의 RF의 규칙들을 의사결정 셋에 저장하는 단계; 및 (3)

상기 의사결정 셋에서 불필요한 규칙을 제거하여 상기 딥 포레스트를 단순화하는 단계를 포함하는 것을 그 구성

상의 특징으로 한다.

또한, 본 발명은 해석할 수 있고 단순화된 딥 포레스트 분류기에 관한 것으로서, 보다 구체적으로는 해석할 수

있고 단순화된 딥 포레스트 분류기로서, 복수의 랜덤 포레스트(Random Forest, RF)를 사용해 멀티 레이어로 구성

된 완전히 학습된 딥 포레스트를 생성하는 학습 모듈; 상기 딥 포레스트에 대해, 특징 기여도 및 특징 빈도에 기

초한 순차적 커버링(sequential covering)을 통해 각각의 RF의 규칙들을 의사결정 셋에 저장하는 순차적 커버링

모듈; 및 상기 의사결정 셋에서 불필요한 규칙을 제거하여 상기 딥 포레스트를 단순화하는 규칙 제거 모듈을 포

함하는 것을 그 구성상의 특징으로 한다.

본 발명에서 제안하고 있는 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기에 따르면, 의사결정 셋

형태로  완전히  학습된  딥  포레스트에  대해,  특징  기여도와  특징  빈도에  기초한  순차적  커버링(sequential

covering)을 적용해 의사결정 셋에서 불필요한 규칙을 제거함으로써, 특징 기여도를 통해 규칙을 정량적으로 해

석할 수 있고, 불필요한 규칙의 제거를 통해 강력한 성능을 유지하면서도 매개 변수와 규칙이 적은 단순화된 딥

포레스트를 구성할 수 있다.
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명 세 서

청구범위

청구항 1 

해석할 수 있고 단순화된 딥 포레스트 분류 방법으로서,

(1) 복수의 랜덤 포레스트(Random Forest, RF)를 사용해 멀티 레이어로 구성된 완전히 학습된 딥 포레스트를 생

성하는 단계;

(2) 상기 딥 포레스트에 대해, 특징 기여도 및 특징 빈도에 기초한 순차적 커버링(sequential covering)을 통해

각각의 RF의 규칙들을 의사결정 셋에 저장하는 단계; 및

(3) 상기 의사결정 셋에서 불필요한 규칙을 제거하여 상기 딥 포레스트를 단순화하는 단계를 포함하는 것을 특

징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류 방법.

청구항 2 

제1항에 있어서, 상기 딥 포레스트는,

LMRF(lightweight multilayered random forest)인 것을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트

분류 방법.

청구항 3 

제1항에 있어서, 상기 단계 (2)에서는,

상기 RF의 모든 규칙을 추출할 때까지 상기 순차적 커버링을 반복하고, 상기 순차적 커버링에 의해 각 규칙의

최종 규칙 기여도에 따라 규칙이 재정렬되는 것을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류

방법.

청구항 4 

제3항에 있어서, 상기 단계 (3)에서는,

상기 의사결정 셋에서, 미리 설정된 규칙의 비율에 따라 상기 재정렬된 규칙 중 불필요한 규칙을 제거하는 것을

특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류 방법.

청구항 5 

제3항에 있어서, 상기 단계 (2)는,

(2-1) 상기 딥 포레스트의 레이어 및 RF의 의사결정 트리에서 특징 기여도를 계산하는 단계;

(2-2) 상기 계산된 특징 기여도를 이용해 규칙 기여도를 계산하는 단계;

(2-3) 상기 규칙 및 해당 규칙에 대해 계산된 규칙 기여도를 의사결정 셋에 저장하는 단계;

(2-4) 상기 의사결정 셋에서 특징 패턴을 추출하는 단계;

(2-5) 상기 규칙 기여도 및 특징 패턴을 이용해 최종 규칙 기여도를 산출하는 단계; 및

(2-6) 상기 최종 규칙 기여도에 따라 상기 의사결정 셋의 규칙들을 정렬하는 단계를 포함하는 것을 특징으로 하
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는, 해석할 수 있고 단순화된 딥 포레스트 분류 방법.

청구항 6 

제5항에 있어서, 상기 단계 (2-1)에서는,

특징 변수에 대하여 부모 노드와 자식 노드 사이의 클래스 확률 차이를 이용해 상기 특징 기여도를 계산하는 것

을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류 방법.

청구항 7 

제6항에 있어서, 상기 단계 (2-1)에서는,

i번째 규칙의 j번째 노드의 특징 기여도 feat.contrib(i,j)를 부모 (j-1) 노드와 자식 (j) 노드 사이의 클래스

확률 Pr={pr1,…,pr#class}의 차이를 이용해 에 의해 계산하는 것을 특징

으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류 방법.

청구항 8 

제5항에 있어서, 상기 단계 (2-2)에서는,

루트 노드에서 리프 노드까지의 경로를 따라 각 노드의 모든 특징 기여도를 합산하여 상기 규칙 기여도를 계산

하는 것을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류 방법.

청구항 9 

제8항에 있어서, 상기 단계 (2-2)에서는,

t번째 트리에서 P 심도(depth)로 구성된 i번째 규칙에 대한 규칙 기여도 ri
t
를 에 의

해 계산하는 것을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류 방법.

청구항 10 

제5항에 있어서, 상기 단계 (2-5)에서는,

상기 의사결정 셋 dSet(v,l)의 최종 규칙 기여도 r
*

i를 규칙 기여도 ri와 특징 xj의 특징 패턴의 빈도 frev
l
(xj)

의 가중 조합을 통해 에 의해 산출하는 것을 특징으로 하는, 해석할 수 있고 단순화

된 딥 포레스트 분류 방법.

청구항 11 

해석할 수 있고 단순화된 딥 포레스트 분류기(10)로서,

복수의 랜덤 포레스트(Random Forest, RF)를 사용해 멀티 레이어로 구성된 완전히 학습된 딥 포레스트를 생성하

는 학습 모듈(100);

상기 딥 포레스트에 대해, 특징 기여도 및 특징 빈도에 기초한 순차적 커버링(sequential covering)을 통해 각
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각의 RF의 규칙들을 의사결정 셋에 저장하는 순차적 커버링 모듈(200); 및

상기 의사결정 셋에서 불필요한 규칙을 제거하여 상기 딥 포레스트를 단순화하는 규칙 제거 모듈(300)을 포함하

는 것을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류기(10).

청구항 12 

제11항에 있어서, 상기 딥 포레스트는,

LMRF(lightweight multilayered random forest)인 것을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트

분류기(10).

청구항 13 

제11항에 있어서, 상기 순차적 커버링 모듈(200)은,

상기 RF의 모든 규칙을 추출할 때까지 상기 순차적 커버링을 반복하고, 상기 순차적 커버링에 의해 각 규칙의

최종 규칙 기여도에 따라 규칙이 재정렬되는 것을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류기

(10).

청구항 14 

제13항에 있어서, 상기 규칙 제거 모듈(300)은,

상기 의사결정 셋에서, 미리 설정된 규칙의 비율에 따라 상기 재정렬된 규칙 중 불필요한 규칙을 제거하는 것을

특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류기(10).

청구항 15 

제13항에 있어서, 상기 순차적 커버링 모듈(200)은,

(2-1) 상기 딥 포레스트의 레이어 및 RF의 의사결정 트리에서 특징 기여도를 계산하는 단계;

(2-2) 상기 계산된 특징 기여도를 이용해 규칙 기여도를 계산하는 단계;

(2-3) 상기 규칙 및 해당 규칙에 대해 계산된 규칙 기여도를 의사결정 셋에 저장하는 단계;

(2-4) 상기 의사결정 셋에서 특징 패턴을 추출하는 단계;

(2-5) 상기 규칙 기여도 및 특징 패턴을 이용해 최종 규칙 기여도를 산출하는 단계; 및

(2-6) 상기 최종 규칙 기여도에 따라 상기 의사결정 셋의 규칙들을 정렬하는 단계를 처리하는 것을 특징으로 하

는, 해석할 수 있고 단순화된 딥 포레스트 분류기(10).

청구항 16 

제15항에 있어서, 상기 단계 (2-1)에서는,

특징 변수에 대하여 부모 노드와 자식 노드 사이의 클래스 확률 차이를 이용해 상기 특징 기여도를 계산하는 것

을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류기(10).

청구항 17 

제16항에 있어서, 상기 단계 (2-1)에서는,
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i번째 규칙의 j번째 노드의 특징 기여도 feat.contrib(i,j)를 부모 (j-1) 노드와 자식 (j) 노드 사이의 클래스

확률 Pr={pr1,…,pr#class}의 차이를 이용해 에 의해 계산하는 것을 특징

으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류기(10).

청구항 18 

제15항에 있어서, 상기 단계 (2-2)에서는,

루트 노드에서 리프 노드까지의 경로를 따라 각 노드의 모든 특징 기여도를 합산하여 상기 규칙 기여도를 계산

하는 것을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류기(10).

청구항 19 

제18항에 있어서, 상기 단계 (2-2)에서는,

t번째 트리에서 P 심도(depth)로 구성된 i번째 규칙에 대한 규칙 기여도 ri
t
를 에 의

해 계산하는 것을 특징으로 하는, 해석할 수 있고 단순화된 딥 포레스트 분류기(10).

청구항 20 

제15항에 있어서, 상기 단계 (2-5)에서는,

상기 의사결정 셋 dSet(v,l)의 최종 규칙 기여도 r
*

i를 규칙 기여도 ri와 특징 xj의 특징 패턴의 빈도 frev
l
(xj)

의 가중 조합을 통해 에 의해 산출하는 것을 특징으로 하는, 해석할 수 있고 단순화

된 딥 포레스트 분류기(10).

발명의 설명

기 술 분 야

본 발명은 딥 포레스트 분류 방법 및 분류기에 관한 것으로서, 보다 구체적으로는 해석할 수 있고 단순화된 딥[0001]

포레스트 분류 방법 및 분류기에 관한 것이다.

배 경 기 술

최근 딥 러닝은 이미지 분류, 음성인식, 주가예측, 자연어 채팅봇에 이르기까지 광범위하게 사용되는 기술로서,[0002]

신경망 및 랜덤 포레스트(Random Forest, RF)가 많이 사용된다.  그 중, 신경망은 그 특성상 설명력을 발휘해야

하는 근거들(즉, 설명력을 제공하는 근거인 해당 결과에 대한 결정 규칙들)이 특징 기반의 히든 레이어(hidden

layer)들로 분산되어 흩어지기 때문에 설명력이 약하다는 단점이 있다.

즉, DNN(Deep Neural Network) 기반의 딥 러닝은 주어진 데이터 세트에 대해 신경망 학습을 통해서 주어진 분류[0004]

문제에 대한 정확한 분류 결과를 제공 한다(예: Convolutional neural network).  이때, DNN은 분류의 정확도

와 같이 학습의 결과가 우수하지만 해당 분류를 위해서 설정된 수학적 분류기들이 주어진 문제를 다수의 경계선

으로 분리하여 주어진 데이터 들을 분류할 때의 경계선을 잘 모르게 되는 경우가 많고, 만약 알아낸다고 해도

비직교 경계선이 아니라서 말로 표현하기가 어렵다는 점이다.

따라서 실제로 여러 문제에서 우수한 결과를 나타내는 딥 러닝에 설명력을 확보할 수 있는 신규의 방법 및 시스[0006]
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템이 요구된다.

한편, 본 발명과 관련된 선행기술로서, 공개특허 제10-2019-0061431호(발명의 명칭: 설명력이 있는 딥 러닝 방[0008]

법 및 시스템, 공개 일자: 2019년 06월 05일) 등이 개시된 바 있다.

발명의 내용

해결하려는 과제

본 발명은 기존에 제안된 방법들의 상기와 같은 문제점들을 해결하기 위해 제안된 것으로서, 의사결정 셋 형태[0009]

로 완전히 학습된 딥 포레스트에 대해, 특징 기여도와 특징 빈도에 기초한 순차적 커버링(sequential coverin

g)을 적용해 의사결정 셋에서 불필요한 규칙을 제거함으로써, 특징 기여도를 통해 규칙을 정량적으로 해석할 수

있고, 불필요한 규칙의 제거를 통해 강력한 성능을 유지하면서도 매개 변수와 규칙이 적은 단순화된 딥 포레스

트를 구성할 수 있는, 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기를 제공하는 것을 그 목적으로

한다.

과제의 해결 수단

상기한 목적을 달성하기 위한 본 발명의 특징에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법은,[0010]

해석할 수 있고 단순화된 딥 포레스트 분류 방법으로서,[0011]

(1) 복수의 랜덤 포레스트(Random Forest, RF)를 사용해 멀티 레이어로 구성된 완전히 학습된 딥 포레스트를 생[0012]

성하는 단계;

(2) 상기 딥 포레스트에 대해, 특징 기여도 및 특징 빈도에 기초한 순차적 커버링(sequential covering)을 통해[0013]

각각의 RF의 규칙들을 의사결정 셋에 저장하는 단계; 및

(3) 상기 의사결정 셋에서 불필요한 규칙을 제거하여 상기 딥 포레스트를 단순화하는 단계를 포함하는 것을 그[0014]

구성상의 특징으로 한다.

바람직하게는, 상기 딥 포레스트는,[0016]

LMRF(lightweight multilayered random forest)일 수 있다.[0017]

바람직하게는, 상기 단계 (2)에서는,[0019]

상기 RF의 모든 규칙을 추출할 때까지 상기 순차적 커버링을 반복하고, 상기 순차적 커버링에 의해 각 규칙의[0020]

최종 규칙 기여도에 따라 규칙이 재정렬될 수 있다.

더욱 바람직하게는, 상기 단계 (3)에서는, [0022]

상기 의사결정 셋에서, 미리 설정된 규칙의 비율에 따라 상기 재정렬된 규칙 중 불필요한 규칙을 제거할 수 있[0023]

다.

더욱 바람직하게는, 상기 단계 (2)는,[0025]

(2-1) 상기 딥 포레스트의 레이어 및 RF의 의사결정 트리에서 특징 기여도를 계산하는 단계;[0026]

(2-2) 상기 계산된 특징 기여도를 이용해 규칙 기여도를 계산하는 단계;[0027]

(2-3) 상기 규칙 및 해당 규칙에 대해 계산된 규칙 기여도를 의사결정 셋에 저장하는 단계;[0028]

(2-4) 상기 의사결정 셋에서 특징 패턴을 추출하는 단계;[0029]
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(2-5) 상기 규칙 기여도 및 특징 패턴을 이용해 최종 규칙 기여도를 산출하는 단계; 및[0030]

(2-6) 상기 최종 규칙 기여도에 따라 상기 의사결정 셋의 규칙들을 정렬하는 단계를 포함할 수 있다.[0031]

더더욱 바람직하게는, 상기 단계 (2-1)에서는,[0033]

특징 변수에 대하여 부모 노드와 자식 노드 사이의 클래스 확률 차이를 이용해 상기 특징 기여도를 계산할 수[0034]

있다.

더더더욱 바람직하게는, 상기 단계 (2-1)에서는,[0036]

i번째 규칙의 j번째 노드의 특징 기여도 feat.contrib(i,j)를 부모 (j-1) 노드와 자식 (j) 노드 사이의 클래스[0037]

확률 Pr={pr1,…,pr#class}의 차이를 이용해 에 의해 계산할 수 있다.

더더욱 바람직하게는, 상기 단계 (2-2)에서는,[0039]

루트 노드에서 리프 노드까지의 경로를 따라 각 노드의 모든 특징 기여도를 합산하여 상기 규칙 기여도를 계산[0040]

할 수 있다.

더더더욱 바람직하게는, , 상기 단계 (2-2)에서는,[0042]

t번째 트리에서 P 심도(depth)로 구성된 i번째 규칙에 대한 규칙 기여도 ri
t
를 에 의[0043]

해 계산할 수 있다.

더더욱 바람직하게는, 상기 단계 (2-5)에서는,[0045]

상기 의사결정 셋 dSet(v,l)의 최종 규칙 기여도 r
*

i를 규칙 기여도 ri와 특징 xj의 특징 패턴의 빈도 frev
l
(xj)[0046]

의 가중 조합을 통해 에 의해 산출할 수 있다.

또한, 상기한 목적을 달성하기 위한 본 발명의 특징에 따른 해석할 수 있고 단순화된 딥 포레스트 분류기는,[0048]

복수의 랜덤 포레스트(Random Forest, RF)를 사용해 멀티 레이어로 구성된 완전히 학습된 딥 포레스트를 생성하[0049]

는 학습 모듈;

상기 딥 포레스트에 대해, 특징 기여도 및 특징 빈도에 기초한 순차적 커버링(sequential covering)을 통해 각[0050]

각의 RF의 규칙들을 의사결정 셋에 저장하는 순차적 커버링 모듈; 및

상기 의사결정 셋에서 불필요한 규칙을 제거하여 상기 딥 포레스트를 단순화하는 규칙 제거 모듈을 포함하는 것[0051]

을 그 구성상의 특징으로 한다.

바람직하게는, 상기 딥 포레스트는,[0053]

LMRF(lightweight multilayered random forest)일 수 있다.[0054]

바람직하게는, 상기 순차적 커버링 모듈은,[0056]
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상기 RF의 모든 규칙을 추출할 때까지 상기 순차적 커버링을 반복하고, 상기 순차적 커버링에 의해 각 규칙의[0057]

최종 규칙 기여도에 따라 규칙이 재정렬될 수 있다.

더욱 바람직하게는, 상기 규칙 제거 모듈은,[0059]

상기 의사결정 셋에서, 미리 설정된 규칙의 비율에 따라 상기 재정렬된 규칙 중 불필요한 규칙을 제거할 수 있[0060]

다.

더욱 바람직하게는, 상기 순차적 커버링 모듈은,[0062]

(2-1) 상기 딥 포레스트의 레이어 및 RF의 의사결정 트리에서 특징 기여도를 계산하는 단계;[0063]

(2-2) 상기 계산된 특징 기여도를 이용해 규칙 기여도를 계산하는 단계;[0064]

(2-3) 상기 규칙 및 해당 규칙에 대해 계산된 규칙 기여도를 의사결정 셋에 저장하는 단계;[0065]

(2-4) 상기 의사결정 셋에서 특징 패턴을 추출하는 단계;[0066]

(2-5) 상기 규칙 기여도 및 특징 패턴을 이용해 최종 규칙 기여도를 산출하는 단계; 및[0067]

(2-6) 상기 최종 규칙 기여도에 따라 상기 의사결정 셋의 규칙들을 정렬하는 단계를 처리할 수 있다.[0068]

더더욱 바람직하게는, 상기 단계 (2-1)에서는,[0070]

특징 변수에 대하여 부모 노드와 자식 노드 사이의 클래스 확률 차이를 이용해 상기 특징 기여도를 계산할 수[0071]

있다.

더더더욱 바람직하게는, 상기 단계 (2-1)에서는,[0073]

i번째 규칙의 j번째 노드의 특징 기여도 feat.contrib(i,j)를 부모 (j-1) 노드와 자식 (j) 노드 사이의 클래스[0074]

확률 Pr={pr1,…,pr#class}의 차이를 이용해 에 의해 계산할 수 있다.

더더욱 바람직하게는, 상기 단계 (2-2)에서는,[0076]

루트 노드에서 리프 노드까지의 경로를 따라 각 노드의 모든 특징 기여도를 합산하여 상기 규칙 기여도를 계산[0077]

할 수 있다.

더더더욱 바람직하게는, 상기 단계 (2-2)에서는,[0079]

t번째 트리에서 P 심도(depth)로 구성된 i번째 규칙에 대한 규칙 기여도 ri
t
를 에 의[0080]

해 계산할 수 있다.

더더욱 바람직하게는, 상기 단계 (2-5)에서는,[0082]

상기 의사결정 셋 dSet(v,l)의 최종 규칙 기여도 r
*

i를 규칙 기여도 ri와 특징 xj의 특징 패턴의 빈도 frev
l
(xj)[0083]

의 가중 조합을 통해 에 의해 산출할 수 있다.

발명의 효과
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본 발명에서 제안하고 있는 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기에 따르면, 의사결정 셋[0084]

형태로  완전히  학습된  딥  포레스트에  대해,  특징  기여도와  특징  빈도에  기초한  순차적  커버링(sequential

covering)을 적용해 의사결정 셋에서 불필요한 규칙을 제거함으로써, 특징 기여도를 통해 규칙을 정량적으로 해

석할 수 있고, 불필요한 규칙의 제거를 통해 강력한 성능을 유지하면서도 매개 변수와 규칙이 적은 단순화된 딥

포레스트를 구성할 수 있다.

도면의 간단한 설명

도 1은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류기의 구성을 도시한 도면.[0085]

도 2는 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법의 흐름을 도시한 도면.

도 3은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법의 단계 S100에서 생성된 딥

포레스트를 예를 들어 도시한 도면.

도 4는 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법의 단계 S100에서 생성된 딥

포레스트를 구성하는 RF를 예를 들어 도시한 도면.

도 5는 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법에서, 단계 S200의 세부적인

흐름을 도시한 도면.

도 6은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기에서, 의사결정

셋 재정렬을 예를 들어 도시한 도면.

도 7은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기에서, 특징 기여

도 및 패턴에 기반한 전체 규칙 제거 알고리즘을 도시한 도면.

도 8 및 도 9는 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기를 사용

한 IRIS 데이터 세트의 분류에서 특징 기여도를 도시한 도면.

도 10은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기를 사용하여,

ORL 데이터 세트의 특징 기여도에 기초한 시각적 주의 히트 맵(visual attention heat map)을 도시한 도면.

발명을 실시하기 위한 구체적인 내용

이하, 첨부된 도면을 참조하여 본 발명이 속하는 기술분야에서 통상의 지식을 가진 자가 본 발명을 용이하게 실[0086]

시할 수 있도록 바람직한 실시예를 상세히 설명한다.  다만, 본 발명의 바람직한 실시예를 상세하게 설명함에

있어, 관련된 공지 기능 또는 구성에 대한 구체적인 설명이 본 발명의 요지를 불필요하게 흐릴 수 있다고 판단

되는 경우에는 그 상세한 설명을 생략한다.  또한, 유사한 기능 및 작용을 하는 부분에 대해서는 도면 전체에

걸쳐 동일한 부호를 사용한다.

덧붙여, 명세서 전체에서, 어떤 부분이 다른 부분과 ‘연결’ 되어 있다고 할 때, 이는 ‘직접적으로 연결’ 되[0088]

어  있는  경우뿐만  아니라,  그  중간에  다른  소자를  사이에  두고  ‘간접적으로  연결’  되어  있는  경우도

포함한다.  또한, 어떤 구성요소를 ‘포함’ 한다는 것은, 특별히 반대되는 기재가 없는 한 다른 구성요소를 제

외하는 것이 아니라 다른 구성요소를 더 포함할 수 있다는 것을 의미한다.

도 1은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류기(100)의 구성을 도시한 도면이[0090]

다.   도  1에  도시된  바와  같이,  본  발명의  일실시예에  따른  해석할  수  있고  단순화된  딥  포레스트

분류기(10)는, 복수의 랜덤 포레스트(Random Forest, RF)를 사용해 멀티 레이어로 구성된 완전히 학습된 딥 포

레스트를 생성하는 학습 모듈(100), 딥 포레스트에 대해, 특징 기여도 및 특징 빈도에 기초한 순차적 커버링

(sequential covering)을 통해 각각의 RF의 규칙들을 의사결정 셋에 저장하는 순차적 커버링 모듈(200), 및 의

사결정 셋에서 불필요한 규칙을 제거하여 딥 포레스트를 단순화하는 규칙 제거 모듈(300)을 포함하여 구성될 수

있다.
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도 2는 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법의 흐름을 도시한 도면이다.[0092]

도 2에 도시된 바와 같이, 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법은, 복수

의 랜덤 포레스트를 사용해 멀티 레이어로 구성된 완전히 학습된 딥 포레스트를 생성하는 단계(S100), 딥 포레

스트에 대해, 특징 기여도 및 특징 빈도에 기초한 순차적 커버링을 통해 각각의 RF의 규칙들을 의사결정 셋에

저장하는 단계(S200), 및 의사결정 셋에서 불필요한 규칙을 제거하여 딥 포레스트를 단순화하는 단계(S300)를

포함하여 구현될 수 있다.

본 발명은 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기에 관한 것으로서, 의사결정 셋 형태로 완[0094]

전히 학습된 딥 포레스트에 대해, 특징 기여도와 특징 빈도에 기초한 순차적 커버링(sequential covering)을 적

용해 의사결정 셋에서 불필요한 규칙을 제거함으로써, 특징 기여도를 통해 규칙을 정량적으로 해석할 수 있고,

불필요한 규칙의 제거를 통해 강력한 성능을 유지하면서도 매개 변수와 규칙이 적은 단순화된 딥 포레스트를 구

성할 수 있다.

또한, 본 발명은 새로운 ILM(Interpreting the learning model) 기반 해석 방법에 관한 것으로서, 본 발명을[0096]

통해 심층 학습 모델을 해석하고 단순화하여, 모델 구조의 중요한 특성을 유지하고 성능을 저하시키지 않으면서

규칙을 재정의할 수 있다.  ILM 기반 접근을 통해, 특정 결정이 내려진 이유를 이해하고, 동일한 예측 성능을

유지하면서 그 결정을 설명할 수 있는 모델을 생성할 수 있다.

본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기는, 새로운 유형의 딥 모[0098]

델인 딥 랜덤 포레스트(Random Forest, RF)를 사용하는데, 딥 RF는 여러 RF를 구성요소로 복수의 레이어에 연결

하며,  학습  과정에서  역전파를  사용하지  않는다.   딥  RF는  일반적으로  DNN과  유사한  고성능을  달성할  수

있으나, 블랙박스 RF들로 구성되기 때문에 많은 규칙을 생성한다.  따라서 많은 수의 규칙이 딥 RF의 결과를 해

석하는 데 중요한 장애물이 된다.

이와 같은 문제를 해결하기 위해, 본 발명은 딥 RF가 훈련되고 여러 RF들을 사용해 멀티 레이어 네트워크가 생[0100]

성된  후,  먼저  RF의  각  의사결정  트리(decision  tree)의  예측을  수학적으로  정확한  특징  기여도(feature

contribution)로 분해할 수 있다.  의사결정 트리의 개별 예측은 의사결정 경로(decision path)를 특징 당 단일

컴포넌트로 분류하여 설명할 수 있다.  이 과정은, 전체 RF 레이어의 모든 규칙을 레이어 별로 찾기 위해 반복

적으로 적용될 수 있으며, RF의 분류 규칙 세트인 의사결정 셋(decision set 또는 decision rule set)에 저장

될 수 있다.

그 다음, 순차적 커버링(sequential covering)이 규칙 기여도 및 특징 패턴(특징의 빈도)의 조합에 기초하여,[0102]

RF의 의사결정 셋의 규칙을 반복적으로 유지 및 제거할 수 있다.  이 정규화는 의사결정에 가장 큰 영향을 미치

는 소수의 정제된 규칙만 유지하도록 할 수 있다.  순차적 커버링이 적용되면, 레이어 당 동일한 수의 의사결정

셋이 있지만, 성능 저하 없이 규칙과 특징의 수가 크게 줄어들게 된다.

이하에서는, 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기를 구성하는 각 구성요소에 대해 상세히[0104]

설명하도록 한다.

단계 S100에서는, 학습 모듈(100)이, 복수의 랜덤 포레스트(Random Forest, RF)를 사용해 멀티 레이어로 구성된[0106]

완전히 학습된 딥 포레스트를 생성할 수 있다.  이때, 딥 포레스트는, LMRF(lightweight multilayered random

forest)일 수 있다.

DNN은 인식률이 높지만, 매개 변수 조정이 필요한 지나치게 많은 하이퍼 매개 변수, 역전파에 의해 생성된 블랙[0108]
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박스 모델, 높은 처리 비용, 및 많은 학습 데이터 양 등이 DNN의 해석에 상당한 부담이 된다.  이에 대한 대안

적 접근으로, 여러 RF 또는 펀(ferns)으로 구성된 심층 앙상블 분류기가 연구되어 왔다.

그중에서, LMRF(lightweight multilayered random forest) 모델은, 레이어-투-레이어 RF로 구성된다.  DNN 레[0110]

이어의 각 뉴런은 RF로 대체되며, 각 레이어는 여러 유형의 RF로 구성될 수 있다.  각 레이어는 균일한 RF 대신

무작위로 생성된 이종의 RF로 구성되어, 다양성을 높이면서도 일반성을 유지할 수 있다.  본 발명에서는, 변환

된 특징 벡터를 결합하지 않고, 이전 레이어의 출력 특징만 다음 레이어의 새로운 입력 특징으로 사용하는 LMRF

모델을 설계하여 사용하였다.

즉, 다양한 딥 앙상블 모델 중에서, RF 뉴런과 레이어의 수가 다른 방법보다 적기 때문에 실시간 시스템에 적용[0112]

할 수 있는 LMRF에 규칙 제거 알고리즘을 적용하였다.  본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥

포레스트 분류 방법 및 분류기에 따른, 해석 가능하고 단순화된 LMRF(iLMRF)는 규칙 수가 크게 줄어들어도 성능

이 유지되는 효과가 있다.

도 3은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법의 단계 S100에서 생성된 딥[0114]

포레스트를 예를 들어 도시한 도면이다.  도 3에 도시된 바와 같이, 본 발명의 일실시예에 따른 해석할 수 있고

단순화된 딥 포레스트 분류 방법의 단계 S100에서 생성된 딥 포레스트는, 각 RF가 많은 수의 의사결정 트리로

구성되어 있다.

도 4는 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법의 단계 S100에서 생성된 딥[0116]

포레스트를 구성하는 RF를 예를 들어 도시한 도면이다.  즉, 도 4는 도 3에서 붉은색 타원형 파선으로 표시된 f

번째 RF를 도시한 것으로서, RF는 특징 기여도에 기반하여 규칙을 분해함으로써 설명 및 해석을 할 수 있다.

단계 S100에서는, 비 NN 스타일 딥 모델인 RF 앙상블을 기반으로 하는 LMRF를 학습할 수 있다.  LMRF는 도 3에[0118]

도시된 바와 같이, RF Fv
l
∈{1, …, V}의 다중 레이어 L

l
(l∈{1, …, N})로 구성되며, 각 Fv

l
은 다수의 의사결정

트리 t로 구성되고, 레이어 l에서 Fv
l
의 t번째 트리는 dtv,t

l
로 표시된다.

첫 번째 레이어에서 입력 벡터는 개별 RF, Φ
1
 = [P(Φ1

1
|F1

1
), P(Φ2

1
|F2

1
), …, P(ΦV

1
|FV

1
)]의 출력을 결합하여[0120]

변환된 특징 벡터 Φ
l
로 인코딩될 수 있다.  두 번째 레이어에서 각 레이어 L

l
(l>1)는 레이어 l-1의 인코딩 된

특징 벡터를 사용해 학습되며, 다음 레이어에 대한 새로운 특징 벡터 Φ
l
를 생성하거나 최종 레이어에서 최종 클

래스를 예측하는 데에 사용될 수 있다.

LMRF를 사용하면, DNN 레이어의 각 뉴런이 RF로 바뀌고 각 레이어는 여러 유형의 RF로 구성될 수 있다.  각 레[0122]

이어는 다양성을 장려하고 일반성을 유지하기 위해 균일한 RF 대신 무작위로 생성된 이종의 RF로 구성될 수 있

다.  레이어 확장 여부를 결정하기 위해 LMRF는 K-폴드 교차 검증을 사용하여, 과적합의 위험을 줄이면서 레이

어 수 및 매개 변수를 자동으로 결정할 수 있다.  LMRF가 K-폴드 교차 검증을 통해 수렴될 때, 최종 클래스 확

률은 각 RF에서 예측된 클래스 확률 [P(Φ1

N
|F1

N
), …, P(ΦV

N
|FV

N
)]을 평균하여 결정될 수 있고, 확률이 가장 높

은 최종 클래스 레이블로 예측할 수 있다.

단계 S200에서는, 순차적 커버링 모듈(200)이, 딥 포레스트에 대해, 특징 기여도 및 특징 빈도에 기초한 순차적[0124]

커버링(sequential covering)을 통해 각각의 RF의 규칙들을 의사결정 셋에 저장할 수 있다.  단계 S200에서는,
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RF의 모든 규칙을 추출할 때까지 순차적 커버링을 반복하고, 순차적 커버링에 의해 각 규칙의 최종 규칙 기여도

에 따라 규칙이 재정렬될 수 있다.

순차적 커버링(sequential covering)은 전체 데이터셋을 포함하는 의사결정 셋을 생성하기 위해 개별적으로 단[0126]

일 규칙을 반복적 학습하는 일반 규칙 유도 과정일 수 있다.  조밀하게 결합된 블랙박스 LMRF 모델이 구성된

후, 개별 RF의 규칙은 순차적 커버링 과정에 기초하여 의사결정 셋에 반복적으로 저장될 수 있다.

단계 S200은, 도 3 및 도 4에 도시된 바와 같은 네트워크에서 특징 인코딩 레이어(첫 번째 레이어)를 제외한 캐[0128]

스케이딩 레이어들로부터 수행될 수 있다.  여기서는, 블랙박스 구조로 구성된 iLMRF의 의사결정 프로세스가 두

가지 프로세스 즉, 특징 기여도 평가 및 중요하지 않은 규칙 제거를 통해 어떻게 설명될 수 있는지 보여줄 수

있다.

LMRF의 기본 단위 즉, 의사결정 트리는 최종값을 결정하는 의사결정 절차가 훈련된 노드가 나타내는 if-then 조[0130]

건에 의존하기 때문에 규칙 기반 모델로 간주된다.  트리의 뿌리에서 잎까지의 각 경로는 일련의 예제를 분류하

는 규칙에 해당한다.  인스턴스 Xn 및 해당 레이블 Yn (데이터셋 D={(X1, Y1), …, (XN, YN)}의 일부)이 루트 노

드에 속하면, Xn은 학습 단계에서 결정된 특정 특징에 대한 임계값을 갖는 분할 함수(split function)를 만족하

는 오른쪽 또는 왼쪽 자식 노드로 전달될 수 있다.  이러한 과정은, 주어진 데이터가 최적의 특징 공간을 생성

하는 리프 노드에 도달할 때까지 반복될 수 있다.  노드는 특정 특징 인덱스 쌍, 임계값이 있는 분할 함수, 및

클래스 분포로 구성될 수 있으며, 의사결정 트리 당 전체 노드 체인(의사결정 경로 또는 규칙)이 의사결정 셋에

저장될 수 있다.

본 발명의 단계 S200에서는, 순차적 커버링 알고리즘을 수정하여, 각 트리와 RF에서 최적의 규칙을 선택하였다.[0132]

분류  문제에서  특징  기여도(중요도)는  인스턴스가  특정  특징에  대해  분할될  때,  특징-특정  분포(feature-

specific distribution)의 변경을 나타낼 수 있다.

도 5는 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법에서, 단계 S200의 세부적인[0134]

흐름을 도시한 도면이다.  도 5에 도시된 바와 같이, 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥

포레스트 분류 방법의 단계 S200는, 딥 포레스트의 레이어 및 RF의 의사결정 트리에서 특징 기여도를 계산하는

단계(S210), 계산된 특징 기여도를 이용해 규칙 기여도를 계산하는 단계(S220), 규칙 및 해당 규칙에 대해 계산

된 규칙 기여도를 의사결정 셋에 저장하는 단계(S230), 의사결정 셋에서 특징 패턴을 추출하는 단계(S240), 규

칙 기여도 및 특징 패턴을 이용해 최종 규칙 기여도를 산출하는 단계(S250) 및 최종 규칙 기여도에 따라 의사결

정 셋의 규칙들을 정렬하는 단계(S260)를 포함하여 구현될 수 있다.

단계 S210에서는, 딥 포레스트의 레이어 및 RF의 의사결정 트리에서 특징 기여도를 계산할 수 있다.  특징 기여[0136]

도를 계산하기 위해, 의사결정 트리가 잎에 도달할 때까지 아래로 이동한다.   모든 특정 분할에 있어서, 분할

을 결정하는 특징 변수의 특징 기여도는 부모 노드와 자식 노드 사이의 클래스 확률 차이로 정의될 수 있다.

단계 S220에서는, 계산된 특징 기여도를 이용해 규칙 기여도를 계산할 수 있다.  즉, 최종 규칙 기여도를 얻기[0138]

위해, 데이터 인스턴스의 루트 노드에서 리프 노드까지의 경로를 따라 각 노드의 모든 특징 기여도를 합산할 수

있다.  이 알고리즘은 기여도 점수가 높은 최상의 규칙을 찾아 경로(규칙)를 순차적으로 추출할 수 있다.

t번째 트리에서 P 심도(depth)로 구성된 i번째 규칙에 대한 규칙 기여도 ri
t
는, 다음 수학식 1과 같이 계산될 수[0140]

있다.
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수학식 1

[0141]

여기서, i번째 규칙의 j번째 노드의 특징 기여도 feat.contrib(i,j)는 부모 (j-1) 노드와 자식 (j) 노드 사이의[0142]

클래스 확률 Pr={pr1,…,pr#class}의 차이를 이용해 다음 수학식 2와 같이 계산될 수 있다.

수학식 2

[0143]

이러한 규칙 기여도는 t번째 트리의 모든 규칙 기여도의 합으로 나눔으로써 0과 1 사이의 값으로 정규화될 수[0145]

있다.  ri의 양수 또는 음수 값이 큰 것은, 여러 특징으로 구성된 규칙이 의사결정 클래스에 크기 기여한다는 것

을 의미한다.  반대로, ri의 양수 또는 음수 값이 작은 것은, 규칙이 의사결정 클래스에 약하게 기여함을 의미한

다.  기여도에서 0값은 해당 특징이 의사결정 프로세스에 기여하지 않음을 의미한다.

단계 S230에서는, 규칙 및 해당 규칙에 대해 계산된 규칙 기여도를 의사결정 셋에 저장할 수 있다.[0147]

단계 S240에서는, 의사결정 셋에서 특징 패턴을 추출할 수 있다.  이때, 특징 패턴(feature pattern)의 pre-[0149]

mining은 규칙 기여도의 가중치로 사용될 수 있다.  특징 패턴은 특징값의 발생 빈도일 수 있다(예를 들어,

x=A).  v번째 RF 및 l번째 레이어의 의사결정 셋 dSet(v,l)에서 모든 규칙으로부터 자주 발생하는 특징 패턴을

추출할 수 있다.  특징 패턴의 빈도는 의사결정 셋에서의 지원을 지반으로 다음 수학식 3과 같이 측정될 수 있

다.

수학식 3

[0150]

여기서, |dSet|은 dSet(v,l)의 특징 카디널리티(cardinality)이고, fre(xj=A)는 dSet(v,l)의 규칙에서 특징 패[0151]

턴의 빈도의 정량화된 값이며, I는 인스턴스 k의 특징 xj가 레벨 A이면 1 값을 반환하고, 그렇지 않으면 0 값을

반환하는 인디케이터 함수이다.  특징 패턴은 dSet(v,l)에 포함된 모든 특징 중 겹치는 특징 수를 정규화한 것

일 수 있다.

단계 S250에서는, 규칙 기여도 및 특징 패턴을 이용해 최종 규칙 기여도를 산출할 수 있다.  RF 레벨에서, 의사[0153]

결정 셋 dSet(v,l)의 최종 규칙 기여도 r
*

i는 특징 기여도와 특징 패턴의 가중 조합을 통해 다음 수학식 4와 같

이 추정될 수 있다.
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수학식 4

[0154]

수학식 4에서, 각 규칙 ri에 포함된 특징 패턴이 높은 빈도를 갖는 경우, 최종 규칙 기여도 r
*

i는 특징 기여도에[0156]

비례하여 증가할 수 있다.

단계  S260에서는,  최종  규칙  기여도에  따라  의사결정  셋의  규칙들을  정렬할  수  있다.   각  RF  Fv
l
에  대한[0158]

dSet(v,l)의 규칙은 최종 규칙 기여도에 따라 오름차순으로 정렬 및 재배열될 수 있다.

단계 S200의 과정은 l번째 레이어의 RF를 다루는 모든 규칙을 추출할 때까지 반복될 수 있다.[0160]

도 6은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기에서, 의사결정[0162]

셋 재정렬을 예를 들어 도시한 도면이다.  초기 규칙은 IF 절의 특징 규칙과 THEN 절의 클래스 확률 쌍으로 구

성될 수 있다.  그러나 본 발명의 순차적 커버링 과정을 통해 각 규칙의 최종 기여도에 따라 규칙이 재정렬될

수 있다.

단계 S300에서는, 규칙 제거 모듈(300)이, 의사결정 셋에서 불필요한 규칙을 제거하여 딥 포레스트를 단순화할[0164]

수 있다.  보다 구체적으로, 단계 S300에서는, 의사결정 셋에서, 미리 설정된 규칙의 비율에 따라 재정렬된 규

칙 중 불필요한 규칙을 제거할 수 있다.

학습된 특징과 클래스 확률의 변화 사이의 상관관계를 나타내기 위해 규칙 기여도에 대한 특징 패턴을 가진 특[0166]

징 기여도를 사용할 수 있다.  이 접근 방식은 어떤 특징, 규칙 및 RF가 LMRF의 예측 결과에 영향을 미치는지

이해하는데 도움을 줄 수 있다.  그러나 LMRF는 여러 블랙박스 RF로 구성되기 때문에 많은 수의 규칙을 생성한

다.  따라서 중요하지 않은 규칙의 제거 프로세스를 통해 LMRF의 의사결정 프로세스를 설명할 수 있다.

dSet(v,l)의 약한 규칙은 주어진 최종 규칙 기여도 r
*

i에 따라 제거되며, 기여도가 높은 규칙만 유지될 수 있다.[0168]

ListdSet[l]에 포함된 규칙은 사용자 사용자 입력에 따라 각 RF에 대해 동일한 속도로 제거하거나 필요한 정확도

에 따라 각 RF에 대해 조정할 수 있다.

도 7은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기에서, 특징 기여[0170]

도 및 패턴에 기반한 전체 규칙 제거 알고리즘을 도시한 도면이다.  도 7에 도시된 바와 같이, 본 발명의 일실

시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법에서는, 단계 S100에서 iLMRF의 학습을 완료한 후

테스트 데이터는 첫 번째 특징 인코더 레이어에 입력될 수 있다.  첫 번제 레이어의 출력이 연결되고, 첫 번째

레이어에 의해 생성된 클래스 벡터로 증강된 변환된 특징 벡터는 데이터가 최종 레이어에 매핑될 때까지 l번째

레이어의 리스트 dSet(ListdSet)에 입력될 수 있다.  최종 레이어는 각 클래스의 확률값을 평균하고 확률값이 가

장 높은 클래스를 최종 클래스로 결정할 수 있다.
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실험 1[0172]

딥 포레스트 중 iLMRF 모델의 해석 및 단순화를 확인하고, 동일한 방식의 규칙 제거가 다른 심층 RF 및 DNN 기[0174]

반 방식에 적용될 때의 성능을 비교하였다.  실험을 통해 단순화된 iLMRF는, 원래 LMRF뿐만 아니라 DNN 기반 알

고리즘과 유사한 성능을 유지하면서도, 규칙의 상당 부분을 제거할 수 있음을 확인하였다.

성능의 일관성을 입증하고 단순화된/압축된 iLMRF의 해석 가능성을 조사하기 위해 5개의 데이터 세트를 사용하[0176]

여 테스트를 수행하였다.

CK+  데이터  세트는  확장된  Cohn-Kanade  데이터  세트로서,  FER(얼굴  표정  인식,  Facial  Expression[0178]

Recognition)을 위한 공개 벤치마크 데이터 세트이다.  MNIST(Modified National Institute of Standards and

Technology) 데이터 세트는, 수기 이미지를 포함하며 머신러닝 분야의 평가에 널리 사용된다.  IRIS 데이터 세

트는,  3개의  홍채  종류  및  4차원  특징  벡터가  포함되며,  150개의  샘플로  구성된다.   WDBC(The  Wisconsin

Diagnostic Breast Cancer) 데이터 세트는, 위스콘신 대학교 병원의 유방암 진단 결과를 제공한다.  ORL(The

Orivetti Research Lab) 데이터 세트는, AT & T Laboratories Cambridge에서 촬영한 얼굴 이미지 세트가 포함

된다.

실험 중에, CK+, IRIS, WDBC 데이터 세트는 특징 인코더 레이어(첫 번째 레이어) 없이 다른 유형의 특징 벡터들[0180]

을 사용하고, MNIST, ORL 데이터 세트는 특징 추출을 위해 특징 인코더 레이어에 이미지가 입력된다.

규칙 제거의 효율성을 검증하기 위해, 규칙의 비율(ratios of the rules)을 1.0에서 0.6까지 변경하면서, (1)[0182]

본 발명(iLMRF)과 대표적인 딥 랜덤 포레스트 기반 방법인 (2) gcForest (3) FTDRF를 비교하였다.

다음 표 1은 CK+ 데이터 세트, 표 2는 MNIST 데이터 세트를 이용한 성능을 비교 결과를 각각 나타낸 것으로서,[0184]

정확도, 모델에 사용된 규칙 수, 매개 변수의 수 및 연산 수를 비교하여 표시하였다.

표 1

[0185]

표 2

[0186]

보다 다양한 데이터 세트에서 알고리즘의 성능을 평가하기 위해, IRIS, WDBC, ORL 데이터 세트에서 동일한 실험[0188]
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을 수행하였으며, 그 결과를 다음 표 3(IRIS 데이터 세트), 표 4(WDBC 데이터 세트), 표 5(ORL 데이터 세트)에

정확도 및 규칙 개수를 비교하여 표시하였다.

표 3

[0189]

표 4

[0190]

표 5

[0191]

표 1 내지 표 5에서 확인할 수 있는 바와 같이, 전체적으로 세 가지 방법 모두 많은 규칙을 제거하기는 하지만,[0193]

gcForest 및 FTDRF는 여전히 iLMRF의 규칙보다 최소 1.6(gcForest of ORL)에서 최대 7.5배(gcForest of IRIS)

까지 많은 규칙을 포함하며, 정확성은 비슷하게 나타났다.  이러한 단순성은, 모델의 경량화의 지표가 될 수 있

으며, 모델의 해석 가능성을 입증하기 위한 방법 중 하나이기도 하다.

실험 2[0195]

본 발명이 얼굴 표정을 효과적으로 인식하는지 여부를 테스트하기 위해 CK+ 데이터 세트에 대한 추가 실험을 수[0197]

행하였다.  성능 비교를 위해 다른 최첨단 방법 즉, AlexNets 기반 FER 접근법, 변형 가능한 안면 행동 부분이

제한된  3D  CNN  기반  FER  접근법(3DCNN-DAP),  다중  인셉션  레이어를  사용하는  DNN  기반  방법(Multiple
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Inception), FER을 위한 LSTM을 가진 3D Inception-ResNet (3DIR) (3DIR with LSTM), 계층적 가중 RF(H-WRF)에

기초한 고속 FER, gcForest, FTDRF, 원래 LMRF를 본 발명과 비교하였다.

다음 표 6은 CK+ 데이터 세트, 표 7은 MNIST 데이터 세트를 이용한 성능을 비교 결과를 각각 나타낸 것으로서,[0199]

정확도, 매개 변수의 수 및 연산 수를 비교하여 표시하였다.

표 6

[0200]

표 7

[0201]

두 실험을 통해 본 발명이 정확도 수준을 유지하면서 매개 변수 및 연산 수 측면에서 뛰어난 압축 성능을 도출[0203]

할 수 있음을 확인할 수 있으며, 이를 통해 iLMRF 응용 프로그램의 범위를 저가형 시스템으로 확장할 수 있다.

실험 3[0205]

본 발명의 iLMRF가 해석 가능하다는 것을 나타내는 다른 예로서, 첫 번째 레이어의 두 RF 노드에서 클래스를 분[0207]

류하는 데 사용되는 특징 기여도를 살펴볼 수 있다.

도 8 및 도 9는 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기를 사용[0209]

한 IRIS 데이터 세트의 분류에서 특징 기여도를 도시한 도면이다.  도 8은 첫 번째 레이어의 첫 번째 RF, 도 9

는 첫 번째 레이어의 두 번째 RF의 특징 기여도를 각각 도시하였다.  도 8 및 도 9에 도시된 바와 같이, 분류를

위해 IRIS 데이터 세트를 사용하는 경우, petal length와 petal width는 첫 번째 RF에서 중요한 특징인 반면,

두 번째 RF에서는 petal length만이 중요한 특징으로 표시되었다.
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또한, ORL 데이터 세트를 사용하여 특징 기여도의 해석 가능성을 분석하였다.  iLMRF는 히트 맵(heat map)과 유[0211]

사하게 각 입력 변수에 관련성 점수를 할당할 때까지 로컬 특징 기여도를 사용하여 클래스 예측을 거꾸로 재분

해한다. 

도 10은 본 발명의 일실시예에 따른 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기를 사용하여,[0213]

ORL 데이터 세트의 특징 기여도에 기초한 시각적 주의 히트 맵(visual attention heat map)을 도시한 도면이다.

히트 맵은 개인의 분류에 중추적인 픽셀을 식별할 수 있다.  도 10에서 입력 이미지에서 객체를 분류하는 데 유

용한 특징 변수(픽셀)을 확인할 수 있다.  규칙 제거에 사용된 특징 기여도는 결과를 직관적으로 확인하고 해석

할 수 있는 히트 맵을 제공함을 확인할 수 있다.

본 발명에서 제안하고 있는 해석할 수 있고 단순화된 딥 포레스트 분류 방법 및 분류기에 따르면, 의사결정 셋[0215]

형태로  완전히  학습된  딥  포레스트에  대해,  특징  기여도와  특징  빈도에  기초한  순차적  커버링(sequential

covering)을 적용해 의사결정 셋에서 불필요한 규칙을 제거함으로써, 특징 기여도를 통해 규칙을 정량적으로 해

석할 수 있고, 불필요한 규칙의 제거를 통해 강력한 성능을 유지하면서도 매개 변수와 규칙이 적은 단순화된 딥

포레스트를 구성할 수 있다.

이상 설명한 본 발명은 본 발명이 속한 기술분야에서 통상의 지식을 가진 자에 의하여 다양한 변형이나 응용이[0217]

가능하며, 본 발명에 따른 기술적 사상의 범위는 아래의 특허청구범위에 의하여 정해져야 할 것이다.

부호의 설명

10: 딥 포레스트 분류기[0218]

100: 학습 모듈

200: 순차적 커버링 모듈

300: 규칙 제거 모듈

S100: 복수의 랜덤 포레스트를 사용해 멀티 레이어로 구성된 완전히 학습된 딥 포레스트를 생성하는 단계

S200: 딥 포레스트에 대해, 특징 기여도 및 특징 빈도에 기초한 순차적 커버링을 통해 각각의 RF의 규칙들을 의

사결정 셋에 저장하는 단계

S210: 딥 포레스트의 레이어 및 RF의 의사결정 트리에서 특징 기여도를 계산하는 단계

S220: 계산된 특징 기여도를 이용해 규칙 기여도를 계산하는 단계

S230: 규칙 및 해당 규칙에 대해 계산된 규칙 기여도를 의사결정 셋에 저장하는 단계

S240: 의사결정 셋에서 특징 패턴을 추출하는 단계

S250: 규칙 기여도 및 특징 패턴을 이용해 최종 규칙 기여도를 산출하는 단계

S260: 최종 규칙 기여도에 따라 의사결정 셋의 규칙들을 정렬하는 단계

S300: 의사결정 셋에서 불필요한 규칙을 제거하여 딥 포레스트를 단순화하는 단계
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도면

도면1

도면2
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도면3

도면4
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도면5

도면6
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도면7

도면8
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도면9

도면10
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