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명 세 서

청구범위

청구항 1 

컴퓨터 장치가 서로 다른 두 개의 영상 프레임을 입력받는 단계;

상기 컴퓨터 장치가 상기 두 개의 영상 프레임을 입력받는 제1 학습네트워크를 이용하여 상기 두 개의 영상 프

레임 사이의 특정 시간의 참조 프레임을 생성하는 단계; 및

상기 컴퓨터 장치가 상기 두 개의 영상 프레임 및 상기 참조 프레임을 입력받는 제2 학습네트워크를 이용하여

상기 특정 시간의 영상 프레임을 생성하는 단계를 포함하는 학습네트워크 기반의 비디오 보간 방법.

청구항 2 

제1항에 있어서,

상기 제1 학습네트워크는 시간축에서 일정한 간격을 갖는 두 개의 샘플 영상을 입력받아 상기 두 개의 샘플 영

상의 중간 시점에 위치하는 영상을 생성하는 신경망 모델이고, 

상기 제2 학습네트워크는 시간축에서 일정한 간격을 갖는 3개의 샘플 영상을 입력받아 상기 3개의 샘플 영상의

중간 시점에 위치하는 영상을 생성하는 신경망 모델인 학습네트워크 기반의 비디오 보간 방법.

청구항 3 

제1항에 있어서,

상기 제1 학습네트워크는 GAN(Generative Adversarial Network), ACN(Adaptive convolution network) 또는 컨

볼루셔널 인코더-디코더(convolutional  encoder-decoder)  중  어느  하나이고,  상기  제2  학습네트워크는 GAN,

ACN 또는 컨볼루셔널 인코더-디코더 중 어느 하나인 학습네트워크 기반의 비디오 보간 방법.

청구항 4 

제1항에 있어서,

상기 제1 학습네트워크는 

상기 두 개의 영상 프레임을 입력받아 제1 특징 벡터를 생성하는 제1 인코더;

상기 두 개의 영상 프레임의 잔차 영상을 입력받아 제2 특징 벡터를 생성하는 제2 인코더;

상기 두 개의 영상 프레임에 대한 상기 제2 특징 벡터를 입력받아 상기 두 개의 영상 프레임 사이 시간에 대한

새로운 특징 벡터를 생성하는 컨볼루션 LSTM(Long Short term memory); 및

상기 제1 특징 벡터와 상기 새로운 특징 벡터를 합산한 값을 입력받아 새로운 영상 프레임을 생성하는 디코더를

포함하는 학습네트워크 기반의 비디오 보간 방법.

청구항 5 

제1항에 있어서,

상기 제2 학습네트워크는

상기 두 개의 영상 프레임 및 상기 참조 프레임을 입력받아 제1 특징 벡터를 생성하는 제1 인코더;

상기 두 개의 영상 프레임의 잔차 영상을 입력받아 제2 특징 벡터를 생성하는 제2 인코더;

상기 두 개의 영상 프레임에 대한 상기 제2 특징 벡터를 입력받아 상기 두 개의 영상 프레임 사이 시간에 대한

새로운 특징 벡터를 생성하는 컨볼루션 LSTM(Long Short term memory); 및

상기 제1 특징 벡터와 상기 새로운 특징 벡터를 합산한 값을 입력받아 새로운 영상 프레임을 생성하는 디코더를
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포함하는 학습네트워크 기반의 비디오 보간 방법.

청구항 6 

컴퓨터에서 제1항 내지 제5항 중 어느 하나의 항에 기재된 학습네트워크 기반의 비디오 보간 방법을 실행하기

위한 프로그램을 기록한 컴퓨터로 읽을 수 있는 기록 매체.

청구항 7 

컴퓨터 장치가 서로 다른 두 개의 영상 프레임을 입력받는 단계;

상기 컴퓨터 장치가 상기 두 개의 영상 프레임을 입력받는 제1 학습네트워크를 이용하여 상기 두 개의 영상 프

레임 이후의 특정 시간의 참조 프레임을 생성하는 단계; 및

상기 컴퓨터 장치가 상기 두 개의 영상 프레임 및 상기 참조 프레임을 입력받는 제2 학습네트워크를 이용하여

상기 특정 시간의 영상 프레임을 생성하는 단계를 포함하는 학습네트워크 기반의 비디오 보외 방법.

청구항 8 

제7항에 있어서,

상기 제1 학습네트워크는 시간축에서 일정한 간격을 갖는 두 개의 샘플 영상을 입력받아 상기 두 개의 샘플 영

상 이후 시점에 위치하는 영상을 생성하는 신경망 모델이고,

상기 제2 학습네트워크는 시간축에서 일정한 간격을 갖는 3개의 샘플 영상을 입력받아 상기 3개의 샘플 영상 중

마지막 영상의 시점에 위치하는 영상을 생성하는 신경망 모델인 학습네트워크 기반의 비디오 보외 방법.

청구항 9 

제7항에 있어서,

상기 제1 학습네트워크는 GAN(Generative Adversarial Network), ACN(Adaptive convolution network) 또는 컨

볼루셔널 인코더-디코더(convolutional  encoder-decoder)  중  어느  하나이고,  상기  제2  학습네트워크는 GAN,

ACN 또는 컨볼루셔널 인코더-디코더 중 어느 하나인 학습네트워크 기반의 비디오 보외 방법.

청구항 10 

제7항에 있어서,

상기 제1 학습네트워크는 

상기 두 개의 영상 프레임을 입력받아 제1 특징 벡터를 생성하는 제1 인코더;

상기 두 개의 영상 프레임의 잔차 영상을 입력받아 제2 특징 벡터를 생성하는 제2 인코더;

상기 두 개의 영상 프레임에 대한 상기 제2 특징 벡터를 입력받아 상기 두 개의 영상 프레임 이후 시간에 대한

새로운 특징 벡터를 생성하는 컨볼루션 LSTM(Long Short term memory); 및

상기 제1 특징 벡터와 상기 새로운 특징 벡터를 합산한 값을 입력받아 새로운 영상 프레임을 생성하는 디코더를

포함하는 학습네트워크 기반의 비디오 보외 방법.

청구항 11 

제7항에 있어서,

상기 제2 학습네트워크는

상기 두 개의 영상 프레임 및 상기 참조 프레임을 입력받아 제1 특징 벡터를 생성하는 제1 인코더;

상기 두 개의 영상 프레임의 잔차 영상을 입력받아 제2 특징 벡터를 생성하는 제2 인코더;

상기 두 개의 영상 프레임에 대한 상기 제2 특징 벡터를 입력받아 상기 두 개의 영상 프레임 이후 시간에 대한

새로운 특징 벡터를 생성하는 컨볼루션 LSTM(Long Short term memory); 및

상기 제1 특징 벡터와 상기 새로운 특징 벡터를 합산한 값을 입력받아 새로운 영상 프레임을 생성하는 디코더를
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포함하는 학습네트워크 기반의 비디오 보외 방법.

발명의 설명

기 술 분 야

이하 설명하는 기술은 신경망 모델을 사용한 영상 보간법 내지 보외법에 관한 것이다.[0001]

배 경 기 술

영상 보간법(video interpolation)은 두 개의 영상 프레임을 이용하여 중간 시점의 영상을 예측하는 기법이고,[0002]

영상 보외법(video extrapolation)은 연속된 영상 프레임 이후 영상을 예측하는 기법이다. 

최근 인공신경망과 같은 기계학습 모델을 이용한 다양한 영상 처리 기법이 연구되고 있다. 신경망을 이용한 영[0003]

상 보간법 등도 연구되고 있다.

선행기술문헌

특허문헌

(특허문헌 0001) 미국공개특허 US 2018-0137389호 [0004]

발명의 내용

해결하려는 과제

이하 설명하는 기술은 인공신경망에 기반한 영상 보간법 내지 영상 보외법을 제공하고자 한다. [0005]

과제의 해결 수단

학습네트워크 기반의 비디오 보간 방법은 컴퓨터 장치가 서로 다른 두 개의 영상 프레임을 입력받는 단계, 상기[0006]

컴퓨터 장치가 상기 두 개의 영상 프레임을 입력받는 제1 학습네트워크를 이용하여 상기 두 개의 영상 프레임

사이의 특정 시간의 참조 프레임을 생성하는 단계 및 상기 컴퓨터 장치가 상기 두 개의 영상 프레임 및 상기 참

조  프레임을  입력받는  제2  학습네트워크를  이용하여  상기  특정  시간의  영상  프레임을  생성하는  단계를

포함한다.

학습네트워크 기반의 비디오 보외 방법은 컴퓨터 장치가 서로 다른 두 개의 영상 프레임을 입력받는 단계, 상기[0007]

컴퓨터 장치가 상기 두 개의 영상 프레임을 입력받는 제1 학습네트워크를 이용하여 상기 두 개의 영상 프레임

이후의 특정 시간의 참조 프레임을 생성하는 단계 및 상기 컴퓨터 장치가 상기 두 개의 영상 프레임 및 상기 참

조  프레임을  입력받는  제2  학습네트워크를  이용하여  상기  특정  시간의  영상  프레임을  생성하는  단계를

포함한다.

발명의 효과

이하 설명하는 기술은 계층적 인공신경망을 이용하여 정확한 영상 보간 내지 영상 보외가 가능하다.[0008]

도면의 간단한 설명

도 1은 컨볼루셔널 계층에 대한 예이다.[0009]

도 2는 풀링 계층에 대한 예이다. 

도 3은 컨볼루셔널 인코더-디코더에 대한 예이다. 

도 4는 인공신경망에 기반한 영상 보간 과정에 대한 예이다.

도 5는 영상 생성 네트워크에 대한 예이다.

도 6은 인공신경망에 기반한 영상 보외 과정에 대한 예이다.
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도 7은 영상 생성 네트워크에 대한 예이다.

도 8은 영상 처리 장치에 대한 구성의 예이다.

발명을 실시하기 위한 구체적인 내용

이하 설명하는 기술은 다양한 변경을 가할 수 있고 여러 가지 실시례를 가질 수 있는 바, 특정 실시례들을 도면[0010]

에 예시하고 상세하게 설명하고자 한다. 그러나, 이는 이하 설명하는 기술을 특정한 실시 형태에 대해 한정하려

는 것이 아니며, 이하 설명하는 기술의 사상 및 기술 범위에 포함되는 모든 변경, 균등물 내지 대체물을 포함하

는 것으로 이해되어야 한다.

제1, 제2, A, B 등의 용어는 다양한 구성요소들을 설명하는데 사용될 수 있지만, 해당 구성요소들은 상기 용어[0011]

들에 의해 한정되지는 않으며, 단지 하나의 구성요소를 다른 구성요소로부터 구별하는 목적으로만 사용된다. 예

를 들어,  이하 설명하는 기술의 권리 범위를 벗어나지 않으면서 제1  구성요소는 제2  구성요소로 명명될 수

있고, 유사하게 제2 구성요소도 제1 구성요소로 명명될 수 있다. 및/또는 이라는 용어는 복수의 관련된 기재된

항목들의 조합 또는 복수의 관련된 기재된 항목들 중의 어느 항목을 포함한다.

본 명세서에서 사용되는 용어에서 단수의 표현은 문맥상 명백하게 다르게 해석되지 않는 한 복수의 표현을 포함[0012]

하는 것으로 이해되어야 하고, "포함한다" 등의 용어는 설시된 특징, 개수, 단계, 동작, 구성요소, 부분품 또는

이들을 조합한 것이 존재함을 의미하는 것이지, 하나 또는 그 이상의 다른 특징들이나 개수, 단계 동작 구성요

소, 부분품 또는 이들을 조합한 것들의 존재 또는 부가 가능성을 배제하지 않는 것으로 이해되어야 한다.

도면에 대한 상세한 설명을 하기에 앞서, 본 명세서에서의 구성부들에 대한 구분은 각 구성부가 담당하는 주기[0013]

능 별로 구분한 것에 불과함을 명확히 하고자 한다. 즉, 이하에서 설명할 2개 이상의 구성부가 하나의 구성부로

합쳐지거나 또는 하나의 구성부가 보다 세분화된 기능별로 2개 이상으로 분화되어 구비될 수도 있다. 그리고 이

하에서 설명할 구성부 각각은 자신이 담당하는 주기능 이외에도 다른 구성부가 담당하는 기능 중 일부 또는 전

부의 기능을 추가적으로 수행할 수도 있으며, 구성부 각각이 담당하는 주기능 중 일부 기능이 다른 구성부에 의

해 전담되어 수행될 수도 있음은 물론이다.

또, 방법 또는 동작 방법을 수행함에 있어서, 상기 방법을 이루는 각 과정들은 문맥상 명백하게 특정 순서를 기[0014]

재하지 않은 이상 명기된 순서와 다르게 일어날 수 있다. 즉, 각 과정들은 명기된 순서와 동일하게 일어날 수도

있고 실질적으로 동시에 수행될 수도 있으며 반대의 순서대로 수행될 수도 있다.

이하 설명하는 기술은 기계학습(machine learning)모델을 사용하여 영상을 생성하는 기법이다. 이하 설명하는[0016]

기술은 기계학습모델을 사용하여 영상을 생성한다. 기계학습모델은 널리 알려진 바와 같이 다양한 모델이 있다.

설명의 편의를 위하여 이하 설명하는 기술은 인공신경망(artificial neural network)을 사용하여 영상을 생성한

다고 가정한다. 인공신경망은 다양한 모델이 있다. 예컨대, 인공신경망은 CNN(Convolutional Neural Network),

오코인토더(auto encoder), 컨볼루셔널 인코더-디코더(convolutional encoder/decoder), RNN(Recurrent Neural

Network) 등이 있다. 이하 관련 설명에서 사용가능한 인공신경망 모델을 소개한다. 다만 이하 설명에서 언급되

지 않은 다양한 다른 대체 모델을 사용하여 영상을 생성할 수 있다.

이하 인공신경망을 이용하여 영상을 생성하는 주체는 영상 처리 장치라고 설명하다. 영상 처리 장치는 일정한[0017]

데이터 처리 및 연산이 가능한 컴퓨터 장치에 해당한다. 예컨대, 영상 처리 장치는 PC, 스마트기기, 서버 등과

같은 장치로 구현될 수 있다. 영상 처리 장치는 사전에 학습된 인공신경망 모델을 이용하여 입력 영상을 처리한

다. 영상 처리 장치는 입력 영상을 기준으로 보간된(interpolated) 영상 내지 보외된(extrapolated) 영상을 생

성할 수 있다.

영상 처리 장치는 컨볼루셔널 인코더-디코더를 사용하여 입력 영상에 대한 보간된 영상 내지 보외된 영상을 생[0018]

성할 수 있다. 기본적으로 사용될 수 있는 컨볼루셔널 인코더-디코더 간략하게 설명한다.

CNN은 컨볼루셔널(합성곱) 계층 (convolution layer)와 풀링 계층 (pooling layer)이 여러 층으로 이루어진 네[0019]

트워크이다. 딥러닝 네트워크를 구현하는 모델 중 하나이다.  컨볼루셔널 계층을 통해 입력 이미지에 필터링을

수행하고 그 결과로 특징맵 (feature map)을 추출한다. 특징맵은 다음 층의 입력으로 사용하여 계층 별로 연속

하여 처리한다. 학습이 된 네트워크는 처음에는 에지(edge)같은 영상 내 단순한 구성 요소에 반응하고 계측이

깊어질수록  텍스처(texture),  사물  일부(object  parts)에  반응하는  특징을  학습하게  된다.  최근  CNN은
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AlexNet, VGG16, ResiNet 등과 같이 계층의 깊이를 점점 더해가며 개발이 되고 있다.

도 1은 컨볼루셔널 계층에 대한 예이다. 도 1은 컨볼루셔널 계층의 연산을 보여주고 있다. 컨볼루셔널 계층은[0020]

입력 이미지에 대한 컨볼루셔널 연산을 통해 특징맵(feature map)을 출력한다. 이때 컨볼루셔널 연산을 수행하

는 필터(filter)를 커널(kernel) 이라고도 부른다. 필터의 크기를 필터 크기 또는 커널 크기라고 한다. 커널을

구성하는 연산 파라미터(parameter)를 커널 파라미터(kernel  parameter),  필터 파라미터(filter  parameter),

또는  가중치(weight)라고 한다.  컨볼루셔널  계층에서는  하나의  입력에  서로  다른  종류의  필터를 사용할 수

있다. 도 1에서 필터의 개수를 n이라고 표시하였다. n은 자연수이다. 이때 하나의 필터가 입력을 처리하는 과정

을 컨볼루셔널 채널 (convolution channel)이라고 지칭한다. 

도 1은 하나의 채널에서 3x3의 커널 크기를 갖는 필터로 컨볼루셔널 연산을 수행하는 과정에 해당한다. 컨볼루[0021]

셔널 계층은 입력이미지의 특정 영역을 대상으로 컨볼루션 연산을 수행한다. 도 1에서 점선 사각형으로 표시한

영역이 컨볼루션 연산 대상이다. 연산 영역을 윈도우 (window)라고 부른다. 윈도우는 영상의 좌측 상단에서 우

측 하단까지 한 칸씩 이동할 수 있고, 한 번에 이동하는 이동 크기를 조절할 수 있다. 이동 크기를 스트라이드

(stride)라고 한다. 컨볼루셔널 계층은 입력이미지에서 윈도우를 이동하면서 입력이미지의 모든 영역에 대하여

컨볼루션 연산을 수행한다. 한편 컨볼루셔널 계층은 영상의 가장 자리에 패딩(padding)을 하여 컨볼루션 연산

후 입력 영상의 차원을 유지시킨다. 

컨볼루셔널 계층에서의 연산 결과로 얻은 특징맵을 서브 샘플링(sub sampling)하는 과정을 풀링(pooling laye[0022]

r)이라고 한다. 도 2는 풀링 계층에 대한 예이다. 도 2에서 풀링 계층은 2×2의 윈도우에서 하나의 샘플을 선택

하여 그 출력의 가로 및 세로가 입력의 절반이 되도록 한다. 풀링은 스트라이드와 윈도우의 크기가 갖도록 하는

것일 일반적이다. 도 2는 스트라이드와 윈도우 크기가 모두 2로 설정된 예이다. 풀링 연산은 최대 풀링(max

pooling)과 평균 풀링(average pooling) 등이 있다. 최대 풀링은 윈도우 내에서 가장 큰 샘플 값을 선택한다.

평균 풀링은 윈도우에 포함된 값의 평균 값으로 샘플링한다.

비선형 연산 계층(nonlinear operation layer)은 뉴런(노드)에서 출력값을 결정하는 계층이다. 비선형 연산 계[0023]

층은 전달 함수(transfer function)를 사용한다. 전달 함수는 Relu, sigmoid 함수 등이 있다.

오토인코더는  인코더(encoder)와  디코더(decoder)를  포함한다.  오토인코더는  비지도  학습(Unsupervised[0025]

Learning)에  널리  사용된다.  인코더(Encoder)는  입력  데이터(x)가  들어오면  출력으로  잠재  변수  (latent

variable)를  제공한다.  잠재  변수는  입력  x의  특징  벡터  (feature  vector)  로  사용할  수  있다.  디코더

(Decoder)에서는 잠재 변수로부터 형성한 예측 값을 출력으로 한다.

도 3은 컨볼루셔널 인코더-디코더에 대한 예이다. 컨볼루셔널 인코더-디코더는 컨볼루셔널 인코더 및  컨볼루셔[0026]

널  디코더로  구성된다.  컨볼루셔널  인코더-디코더는  컨볼루션널  계층과  역컨볼루션널  계층(deconvolutional

layer)의 쌍으로 이루어진 네트워크 구조이다. 도 3은 각각 5개의 컨볼루셔널 계층과 5개의 역컨볼루셔널 계층

을 갖는 구조이다. 컨볼루셔널 인코더는 컨볼루셔널 계층과 풀링 계층을 포함한다. 역컨볼루셔널 계층은 역 컨

볼루셔널 계층과 언풀링 계층(unpooling layer)을 포함한다.

 역컨볼루셔널 계층은 컨볼루셔널 계층의 역동작을 수행한다. 역컨볼루셔널 계층은 컨볼루셔널 계층과 반대 방[0027]

향으로 컨볼루션 연산을 수행한다. 역컨볼루셔널 계층은 입력으로 특징맵을 받아 커널을 이용한 컨볼루션 연산

으로 출력 영상을 생성한다. 스트라이드를 1로 하면 역컨볼루셔널 계층은 특징맵의 가로, 세로 크기가 출력의

가로, 세로와 동일한 영상을 출력한다. 스트라이드를 2로 하면 역컨볼루셔널 계층은 특징맵의 가로, 세로 크기

대비 절반 크기의 영상을 출력한다. 

언풀링 계층은 풀링 계층의 반대 방향으로 업샘플링(upsampling)을 진행한다. 언풀링 계층은 풀링 계층과 다르[0028]

게 반대로 차원을 확대하는 역할을 한다. 예컨대, 도 3과는 반대로 언풀링 계층은 하나의 샘플을 2×2의 윈도우

로 업 샘플링할 수 있다.

컨볼루셔널 인코더-디코더는 오토인코더와 유사하게 입력 - 특징벡터 - 출력을 제공한다. 다만 오토인코더와 다[0029]

르게 컨볼루셔널 인코더-디코더에서 컨볼루셔널 인코더는 입력 영상에 대한 특징맵을 출력하고, 컨볼루셔널 디

코더는 입력받는 특징맵에 대한 영상을 출력한다.

비디오 보간법과 보외법에 대하여 설명한다. 시간축 위치하는 특정한 영상들을 기준으로 다른 시간에 위치하는[0031]
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영상을 생성할 수 있다. (1) 비디오 보간법 (Video Interpolation)은 과거 및 미래의 비디오로부터 현재의 비디

오를 추정하는 방법이다. 비디오 보간 방법은 일반적으로 시간 t-1과 t+1의 프레임이 주어질 때 시간 t에서의

프레임을 예측하여 생성한다. (2) 비디오 보외법 (Video Extrapolation)은 과거 및 현재의 비디오로부터 미래의

비디오를 예측하는 방법이다. 미래 프레임 예측은 일반적으로 t=0부터 t=n까지의 프레임을 주어질 때 t=n+1부터

t=m까지의 프레임을 생성한다. 

영상 처리 장치는 두 개의 학습네트워크(제1 학습네트워크 및 제2 학습네트워크)를 이용하여 영상을 처리한다.[0033]

제1 학습네트워크는 시간축에서 두 개의 영상 프레임을 입력받아 영상을 생성한다. 제1 학습네트워크는 최초 입

력된 두 개의 영상 프레임을 기준으로 참조 프레임을 생성한다. 제2 학습네트워크는 최초 입력된 두 개의 영상

프레임과 함께 참조 프레임을 입력받아 최종 영상 프레임을 생성한다. 영상 처리 장치는 학습네트워크로 생성된

참조 프레임을 추가적으로 사용하여 보다 정확하게 예측된 최종 영상 프레임을 생성한다. 제1 학습네트워크 및

제2 학습네트워크는 입력영상을 기준으로 특정 영상을 생성하는 인공신경망에 해당한다. 제1 학습네트워크와 제

2 학습네트워크는 동일한 구조의 신경망 모델일 수도 있고, 서로 다른 신경망 모델일 수도 있다. 두 개의 학습

네트워크를 이용한 영상 보간법 및 영상 보외법에 대하여 설명한다.

도 4는 인공신경망에 기반한 영상 보간 과정(100)에 대한 예이다. 시간 t에서 가로 길이 w, 영상의 세로 길이[0035]

h, 색 차원 채널의 수 c의 비디오 프레임을 xt∈R
w×h×c

라고 정의한다. 이 경우 시간 0에서 t-1의 프레임으로 구

성된 비디오는 아래 수학식 1과 같이 정의할 수 있다.

수학식 1

[0037]

제1 학습네트워크(110)는 비디오를 구성하는 프레임 중 두 개의 영상 프레임을 입력받는다. 예컨대, 제1 학습네[0039]

트워크(110)는 t-1의 영상 프레임과 t+1의 영상 프레임을 이용하여 시간 t의 영상 프레임(참조 프레임)을 생성

할 수 있다. 도 4는 제1 학습네트워크(110)가 xt-n의 영상 프레임과 xt+m의 영상 프레임을 입력받아 의 영상 프

레임(참조 프레임)을 생성하는 예를 도시한다. 의 영상 프레임은 xt-n의 영상 프레임과 xt+m의 영상 프레임 사

이에 위치하는 영상 프레임이다. 의 영상 프레임은 xt-n의 영상 프레임과 xt+m을 기준으로 예측된 보간된 영상

에 해당한다.

제2 학습네트워크(120)는 3개의 영상 프레임을 입력받는다. 제2 학습네트워크(120)는 제1 학습네트워크(110)에[0040]

입력된 영상 프레임과 제1 학습네트워크(110)가 출력한 영상 프레임을 입력받는다. 즉, 제2 학습네트워크(120)

는 xt-n의 영상 프레임, xt+m의 영상 프레임 및 의 영상 프레임을 입력받는다. 구체적인 신경망 구조에 따라 다

를 수 있지만, 기본적으로 제2 학습네트워크(120)는 시간 순서에 따라 차례대로 xt-n,  및 xt+m를 입력받는다.

제2  학습네트워크(120)는 xt-n의 영상 프레임과 xt+m에 대한 보간된 영상을 생성한다. 이때 제2  학습네트워크

(120)는 제1 학습네트워크(110)가 일차적으로 예측한  영상 프레임을 더 사용하여 예측 정확도가 높다. 제2

학습네트워크(120)는 최종적으로  영상 프레임을 생성한다.  영상 프레임은 xt-n의 영상 프레임과 xt+m의

영상 프레임 사이에 위치하는 예측된 영상 프레임이다. 

제1 학습네트워크(110) 및 제2 학습네트워크(120)는 서로 다른 신경망 모델로 구현될 수 있다. 나아가 제1 학습[0041]

네트워크(110) 및 제2 학습네트워크(120)는 처리하는 영상 신호의 크기가 서로 다를 수 있다. 예컨대, 제1 학습

네트워크(110)는 입력 신호는 풀링이나 다운 샘플링을 통하여 크기를 줄여 진행을 하고, 출력 신호를 다시 업
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샘플링하여 제2 학습네트워크(120)에 전달할 수 있다. 또는 반대로 제1 학습네트워크(110)는 입력 신호를 업 샘

플링하여 크기를 크게 만들고, 출력 신호의 크기를 줄여 제2 학습네트워크(120)에 전달할 수도 있다.

제1 학습네트워크(110) 및 제2 학습네트워크(120)는 입력 영상의 특징을 기준으로 특정 영상을 생성한다. 두 개[0042]

의 입력 영상을 이용하여 특정 영상을 생성하는 인공신경망 모델은 다양하다. 몇 가지 예를 설명한다.

제1 학습네트워크(110) 및/또는 제2 학습네트워크(120)는 GAN(Generative Adversarial Network)으로 구현될 수[0044]

있다. GAN은 영상을 생성하는 생성기(generator)와 생성한 영상을 실 영상과 구분하는 판별기 (discriminator)

의 대립 쌍으로 구성된다. 생성기는 입력 정보에 기반하여 영상을 생성하는 모델이다. 판별기는 분류를 담당하

는 모델이다. GAN은 데이터를 생성하는 생성기와 만들어진 데이터를 평가하는 판별기가 서로 대립적으로 학습해

가며 성능을 점차 개선하는 개념에서 출발했다. 생성기와 판별기는 각각 다양한 신경망 중 어느 하나를 이용하

여 생성될 수 있다. 

판별기는 생성된 영상이 진짜인지 또는 가짜인지를 분류한다. 생성기는 잠재 코드 z를 입력받아 영상을 생성하[0045]

되 판별기를 속이기 위한 영상을 생성하도록 학습된다. 생성기는 G(z) 영상을 생성하고, 판별기는 G(z) 영상에

대한 판별 결과 D(G(z))를 생성한다. 생성기는 (1-D(G(z))를 최소화하는 목적함수를 갖는다. 결국 D(G(z))가 1

인 경우 최소가 되는데, 생성기는 판별기가 G(z) 영상을 본래 원본 영상이라고 착각할 수 있도록 학습 된다. 기

본적인 GAN에서 다양한 파생 모델이 연구되었다. 따라서 다양한 GAN 모델 중 어느 하나를 이용할 수 있다. 예컨

대, 기본적인 GAN, DCGAN(Deep Convolutional GAN), cGAN(Conditional GAN), CycleGAN 등과 같은 모델 중 어느

하나를 이용할 수 있다.

제1 학습네트워크(110)가 GAN으로 구현된다면, 생성기는 두 개의 영상 프레임을 입력받아 보간된 영상을 예측하[0046]

여 생성하고, 판별기는 생성된 영상과 두 개의 영상 프레임 사이(중간)에 위치한 영상과 비교한다. 학습된 제1

학습네트워크(110)는 두 개의 영상 프레임에 대한 보간된 영상을 생성하게 된다.

제2 학습네트워크(120)가 GAN으로 구현된다면, 생성기는 3개의 영상 프레임을 입력받아 보간된 영상을 예측하여[0047]

생성하고, 판별기는 생성된 영상을 두 개의 영상 프레임 사이(중간)에 위치한 영상과 비교한다. 여기서 3개의

영상은 전술한 xt-n,  및 xt+m 영상 프레임이다. 따라서 생성기는 3개의 프레임을 입력받아 xt-n 및 xt+m 영상 프

레임 사이의 보간된 영상을 생성하는 모델에 해당한다. 판별기는 xt-n 및 xt+m 영상 프레임 사이에 위치하는 영상

프레임과 생성기가 생성한 영상 프레임을 비교한다.

제1 학습네트워크(110) 및/또는 제2 학습네트워크(120)는 ACN(Adaptive  convolution  network)으로 구현될 수[0048]

있다. 종래 기법은 영상 보간을 위하여 영상 간 특징을 예측을 하고 얻은 특징점을 이용하여 픽셀 간의 보간을

적용하는 2 단계의 과정을 수행한다. 이에 반하여 ACN은 커널을 CNN을 이용하여 학습하고 종단 간 학습으로 영

상 예측과 픽셀 보간을 한 번에 진행을 한다. ACN은 커널 함수 K가 사전에 마련되어야 한다. 

제1 학습네트워크(110)가 ACN으로 구현된다면, ACN은 두 개의 영상 프레임을 이용하여 두 개의 영상 프레임 사[0049]

이의 보간된 영상을 생성한다. ACN은 두 개의 영상 프레임을 기준으로 영상 간 특징을 예측하면서, 픽셀 단위

보간을 수행하여 참조 프레임 을 생성한다. 제2 학습네트워크(110)가 ACN으로 구현된다면, ACN은 3개의 영상

프레임 xt-n,  및 xt+m을 이용하여 두 개의 영상 프레임 사이의 보간된  영상을 생성한다. ACN은 3개의 영상

프레임을 기준으로 영상 간 특징을 예측하면서, 픽셀 단위 보간을 수행하여 참조 프레임을 생성한다.

제1 학습네트워크(110) 및/또는 제2 학습네트워크(120)는 컨볼루셔널 인코더-디코더로 구현될 수 있다. 제1 학[0050]

습네트워크(110)가 컨볼루셔널 인코더-디코더로 구현된다면, 컨볼루셔널 인코더는 두 개의 영상 프레임을 입력

받아 보간된 영상에 대한 특징맵을 생성하고, 컨볼루셔널 디코더는 생성된 특징맵을 기준으로 보간된 영상 을

생성한다. 제2 학습네트워크(120)가 컨볼루셔널 인코더-디코더로 구현된다면, 컨볼루셔널 인코더는 3개의 영상

프레임 xt-n,  및 xt+m을 입력받아 보간된 영상에 대한 특징맵을 생성하고, 컨볼루셔널 디코더는 생성된 특징맵

을 기준으로 보간된 영상 를 생성한다. 

제1  학습네트워크(110)  및/또는 제2  학습네트워크(120)는 컨볼루셔널 인코더, LSTM(Long  Short  Term  Memory[0052]
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networks) 및 컨볼루셔널 디코더로 구현될 수도 있다. 도 5는 영상 생성 네트워크에 대한 예이다. 도 5의 영상

생성 네트워크는 입력 영상을 기준으로 보간된 영상을 생성하는 신경망 모델이다. 도 5는 컨볼루셔널 인코더,

LSTM 및 컨볼루셔널 디코더로 구현된 영상 생성 네트워크의 예이다. 

도 5(A)는 제1 학습네트워크(110)를 구현한 예이다. 도 5(A)의 영상 생성 네트워크를 제1 영상 생성 네트워크라[0053]

명명한다. 제1 영상 생성 네트워크(200)는 컨볼루셔널 인코더-디코더와 유사한 구조를 갖는다. 제1 영상 생성

네트워크(200)는 인코더(210), 컨볼루션 LSTM(230) 및 디코더(250)를 포함한다. 인코더(210)는 두 개의 서브 인

코더(211 및 212)를 포함한다. 두 개의 서브 인코더는 각각 복수의 컨볼루셔널 계층과 풀링 계층을 갖는 CNN 구

조이다. 두 개의 서브 인코더를 각각 제1 서브 인코더(211)과 제2 서브 인코더(212)로 명명한다. 두 개의 서브

인코더는 각각 복수의 컨볼루셔널 계층, 풀링 계층 및 비선형 연산 계층으로 구성될 수 있다. 

제1 서브 인코더(211)는 두 개의 영상 프레임 xt-n 및 xt+m을 입력받아 처리한다. 제1 서브 인코더(211)는 CNN을[0054]

통해 입력 영상의 형태(공간적 레이아웃)를 유지하려고 노력한다. 제1 서브 인코더(211)는 입력 영상에서 움직

임의 변화가 없는 객체(또는 영역)를 최대한 유지하기 위한 것이다. 제1 서브 인코더(211)는 t 시간 입력 영상

에서 배경에 해당하는 영역에 대한 특징 맵 s(t)를 출력한다. 이를 위해 제1 서브 인코더(211)는 입력 영상에서

움직임 없는 객체들을 유지할 수 있도록 사전에 학습되어야 한다. 

제2 서브 인코더(212)는 xt-n과 xt+m에 대한 잔차 영상(residual video)을 입력받는다. 제2 서브 인코더(212)는[0055]

원본 영상에서 움직임이 있는 객체(또는 영역)에 대한 특징 맵 r(t)를 생성한다. 이를 위해 제2 서브 인코더

(212)는 입력 영상의 프레임 사이의 차이(잔차 영상)를 이용하여 사전에 학습되어야 한다.

LSTM(Long Short term memory)에 대하여 먼저 간략하게 설명한다. RNN은 현재 들어온 입력 데이터와 과거에 입[0056]

력 받았던 데이터를 학습에 동시에 고려한다. RNN은 LSTM으로 구현될 수 있다. LSTM은 여러 게이트(gate)가 붙

어있는 셀(cell)로 이루어져 있다. 해당 셀에 연결된 게이트의 값 또는 가중치(weight) 을 확인하여 어떤 값을

저장할지, 언제 정보를 내보내거나 삭제할지를 결정한다. 각 셀 마다 이 가중치 값을 학습하며 학습 성능을 높

인다. 

컨볼루션 LSTM를 이용하면 시계열 정보를 학습하는 RNN의 구조에 LSTM을 활용하여 비디오 생성할 수 있다. 컨볼[0057]

루션 LSTM은 입력과 은닉벡터 간 연결을 컨볼루션 필터로 대체하여 기존 LSTM 대비 더 적은 양의 파라미터를 학

습시킬 수 있고 지역적 특성 잘 반영할 수 있다.

컨볼루션 LSTM(230)은 제2 서브 인코더(212)가 출력하는 특징 벡터를 시간 흐름을 고려하여 일정하게 변경한다.[0058]

컨볼루션 LSTM(230)은 RNN의 구조에 LSTM을 활용하여 제2 서브 인코더(212)가 출력하는 특징 벡터를 시간의 흐

름에 따라 변경하게 된다. 이를 위해 컨볼루션 LSTM(230)은 사전에 연속적인 훈련 프레임에서 이동 객체에 대한

움직임 내지 특징 벡터로 학습되어야 한다. 보다 구체적인 동작은 이하 설명한다.

영상 생성 네트워크(200)는 x0:t-1 비디오 프레임(시퀀스)를 사용한다고 가정한다. "0:t-1"은 "시간 0 ~ t-1"을[0059]

의미한다. 이때 잔차 영상 y0:t-1은 아래 수학식 2와 같이 정의될 수 있다.

수학식 2

[0061]

제1 서브 인코더(211)는 각 시간에 xt로부터 특징 벡터 st를 출력한다. 제2 서브 인코더(212)는 각 시간에 yt로[0063]

부터 특징 벡터 rt를 출력한다. 제1 서브 인코더(211)는 두 개의 영상 프레임 xt-n과 xt+m에 대한 특징 벡터 st를

출력할 수 있다. 또 제2 서브 인코더(212)는 두 개의 영상 프레임의 잔차 영상(xt+m-xt-n)으로부터 특징 벡터 rt

를 출력할 수 있다. st,rt∈ 이다. fh는 필터 맵의 높이, fw는 필터 맵의 너비, fc는 필터맵이 개수
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를 의미한다. 각 컨볼루셔널 계층에서 fw = w/2
λ
이고, fh = h/2

λ
이다. λ는 풀링 계층의 개수이다. 각 컨볼루셔

널 계층의 필터 크기는 3×3일 수 있다. 컨볼루셔널 계층에서 필터 맵의 개수는 64 × 2
λ
일 수 있다. 풀링 계층

다음에 Relu와 같은 전달 함수가 위치할 수 있다. 또한 출력되는 특징 벡터는 일정하게 후처리(normalization)

될 수도 있다. 제2 서브 인코더(212)도 제1 서브 인코더(211)와 동일한 구조를 가질 수 있다. 

컨볼루션 LSTM(230)은 제2 서브 인코더(212)가 출력하는 특징 벡터 rt를 rt+1의 추정값 으로 변경한다. rt+1[0064]

은 영상 프레임 xt-n 및 xt+m 사이(또는 중간)에 있는 프레임의 특징 벡터이다. LSTM 모듈은 메모리 셀 ct의 정보

를 보유한 상태에서 rt를 수신한다. 그리고 LSTM 모듈은 수신한 정보를 이용하여 예측을 위한 정보를 업데이트한

다. LSTM은 을 출력하고, 다음 셀 ct+1은 아래의 수학식 3과 같이 정의될 수 있다.

수학식 3

[0066]

은 시간 t+1의 잔차 영상 프레임에 대응되는 특징 벡터에 해당한다. ConvLSTM은 컨볼루션 LSTM의 동작에[0067]

해당하는 함수를 의미한다. 

디코더(250)는 제1 서브 인코더(211)의 출력 벡터  st 및 컨볼루션 LSTM(230)이 출력하는 출력 벡터 를 합[0069]

산(sum)한 값을 입력받는다. 디코더(250)는 st+  를 일정한 영상으로 재구성한다. 디코더(250)의 디코딩 함

수 DEC는 아래 수학식 4와 같다. 디코더(250)는 을 출력한다. 는 xt-n 및 xt+m 사이에 위치하는 것으로 예측

된 프레임이다. 디코더(250)는 컨볼루셔널 인코더-디코더의 디코더와 같은 구조를 가질 수 있다.

도 5(B)는 제2 학습네트워크(120)를 구현한 예이다. 도 5(B)에서 영상 생성 네트워크(300)는 컨볼루셔널 인코더[0071]

-디코더와 유사한 구조를 갖는다. 도 5(B)의 영상 생성 네트워크를 제2 영상 생성 네트워크라 명명한다. 제2 영

상 생성 네트워크(300)는 컨볼루셔널 인코더-디코더와 유사한 구조를 갖는다. 제2 영상 생성 네트워크(300)는

인코더(310),  컨볼루션  LSTM(330)  및  디코더(350)를  포함한다.  인코더(310)는  두  개의  서브 인코더(311  및

312)를 포함한다. 두 개의 서브 인코더는 각각 복수의 컨볼루셔널 계층과 풀링 계층을 갖는 CNN 구조이다. 두

개의 서브 인코더를 각각 제1 서브 인코더(311)과 제2 서브 인코더(312)로 명명한다. 두 개의 서브 인코더는 각

각 복수의 컨볼루셔널 계층, 풀링 계층 및 비선형 연산 계층으로 구성될 수 있다. 

제1 서브 인코더(311)는 3개의 영상 프레임 xt-n,  및 xt+m을 입력받아 처리한다. 제1 서브 인코더(311)는 CNN을[0072]

통해 입력 영상의 형태(공간적 레이아웃)를 유지하려고 노력한다. 제1 서브 인코더(311)는 입력 영상에서 움직

임의 변화가 없는 객체(또는 영역)를 최대한 유지하기 위한 것이다. 제1 서브 인코더(311)는 t 시간 입력 영상

에서 배경에 해당하는 영역에 대한 특징 맵 s(t)를 출력한다. 이를 위해 제1 서브 인코더(311)는 입력 영상에서

움직임 없는 객체들을 유지할 수 있도록 사전에 학습되어야 한다. 

제2 서브 인코더(312)는 xt-n과 xt+m에 대한 잔차 영상(residual video)을 입력받는다. 제2 서브 인코더(312)는[0073]

원본 영상에서 움직임이 있는 객체(또는 영역)에 대한 특징 맵 r(t)를 생성한다. 이를 위해 제2 서브 인코더

(312)는 입력 영상의 프레임 사이의 차이(잔차 영상)를 이용하여 사전에 학습되어야 한다.

컨볼루션 LSTM(330)은 제2 서브 인코더(312)가 출력하는 특징 벡터를 시간 흐름을 고려하여 일정하게 변경한다.[0074]

컨볼루션 LSTM(330)은 RNN의 구조에 LSTM을 활용하여 제2 서브 인코더(312)가 출력하는 특징 벡터를 시간의 흐

름에 따라 변경하게 된다. 이를 위해 컨볼루션 LSTM(330)은 사전에 연속적인 훈련 프레임에서 이동 객체에 대한
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움직임 내지 특징 벡터로 학습되어야 한다.

제1 서브 인코더(311)는 각 시간에 xt로부터 특징 벡터 st를 출력한다. 제2 서브 인코더(312)는 각 시간에 yt로[0075]

부터 특징 벡터 rt를 출력한다. 제1 서브 인코더(311)는 3개의 영상 프레임 xt-n,  및 xt+mm에 대한 특징 벡터 st

를 출력할 수 있다. 또 제2 서브 인코더(312)는 두 개의 영상 프레임의 잔차 영상(xt+m-xt-n)으로부터 특징 벡터

rt를 출력할 수 있다. st,rt∈ 이다. fh는 필터 맵의 높이, fw는 필터 맵의 너비, fc는 필터맵이 개

수를 의미한다. 각 컨볼루셔널 계층에서 fw = w/2
λ
이고, fh = h/2

λ
이다. λ는 풀링 계층의 개수이다. 각 컨볼루

셔널 계층의 필터 크기는 3×3일 수 있다. 컨볼루셔널 계층에서 필터 맵의 개수는 64 × 2
λ
일 수 있다. 풀링 계

층  다음에  Relu와  같은  전달  함수가  위치할  수  있다.  또한  출력되는  특징  벡터는  일정하게  후처리

(normalization)될 수도 있다. 제2 서브 인코더(312)도 제1 서브 인코더(311)와 동일한 구조를 가질 수 있다. 

컨볼루션 LSTM(330)은 제2 서브 인코더(312)가 출력하는 특징 벡터 rt를 rt+1의 추정값 으로 변경한다. rt+1[0076]

은 영상 프레임 xt-n 및 xt+m 사이(또는 중간)에 있는 프레임의 특징 벡터이다. rt+1은 와 동일한 시간의 프레임

에 대한 특징 벡터이다. 

디코더(350)는 제1 서브 인코더(311)의 출력 벡터  st 및 컨볼루션 LSTM(330)이 출력하는 출력 벡터 를 합[0077]

산(sum)한 값을 입력받는다. 디코더(350)는 st+  를 일정한 영상으로 재구성한다. 디코더(350)의 디코딩 함

수 DEC는 아래 수학식 4와 같다. 디코더(350)는 을 출력한다. 는 xt-n 및 xt+m 사이에 위치하는 것으로 예

측된 프레임이다. 디코더(350)는 컨볼루셔널 인코더-디코더의 디코더와 같은 구조를 가질 수 있다.

도 6은 인공신경망에 기반한 영상 보외 과정(400)에 대한 예이다. 제3 학습네트워크(410)는 비디오를 구성하는[0079]

프레임 중 두 개의 영상 프레임을 입력받는다. 도 6은 제3 학습네트워크(410)가 xt 영상 프레임과 xt+1 영상 프

레임을 입력받아 의 영상 프레임(참조 프레임)을 생성하는 예를 도시한다. 의 영상 프레임은 xt+1 영상

프레임 다음에 위치하는 영상 프레임이다.  영상 프레임은 xt 영상 프레임과 xt+1을 기준으로 보외된 영상에

해당한다.

제4 학습네트워크(420)는 3개의 영상 프레임을 입력받는다. 제4 학습네트워크(420)는 제3 학습네트워크(410)에[0080]

입력된 영상 프레임과 제3 학습네트워크(410)가 출력한 영상 프레임을 입력받는다. 즉, 제4 학습네트워크(420)

는 xt 영상 프레임, xt+1의 영상 프레임 및 의 영상 프레임을 입력받는다. 구체적인 신경망 구조에 따라 다

를 수 있지만, 기본적으로 제4 학습네트워크(420)는 시간 순서에 따라 차례대로 xt-n,xt+m 및 를 입력받는다.

제4 학습네트워크(420)는 xt 영상 프레임과 xt+1을 기준으로 예측되는 보외된 영상을 생성한다. 이때 제4 학습네

트워크(420)는 제3 학습네트워크(410)가 일차적으로 예측한  영상 프레임을 더 사용하여 예측 정확도가 높

다. 제4 학습네트워크(420)는 최종적으로  영상 프레임을 생성한다.  영상 프레임은 과 같이 xt+1

영상 프레임 다음에 위치하는 영상 프레임이다. 

제3 학습네트워크(410) 및 제4 학습네트워크(420)는 서로 다른 신경망 모델로 구현될 수 있다. 나아가 제3 학습[0081]

네트워크(410) 및 제4 학습네트워크(420)는 처리하는 영상 신호의 크기가 서로 다를 수 있다. 예컨대, 제3 학습

네트워크(410)는 입력 신호는 풀링이나 다운 샘플링을 통하여 크기를 줄여 진행을 하고, 출력 신호를 다시 업

샘플링하여 제4 학습네트워크(420)에 전달할 수 있다. 또는 반대로 제3 학습네트워크(410)는 입력 신호를 업 샘

플링하여 크기를 크게 만들고, 출력 신호의 크기를 줄여 제4 학습네트워크(420)에 전달할 수도 있다.

제3 학습네트워크(410) 및 제4 학습네트워크(420)는 입력 영상의 특징을 기준으로 특정 영상을 생성한다. 두 개[0082]
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의 입력 영상을 이용하여 특정 영상을 생성하는 인공신경망 모델은 다양하다. 예컨대, 제3 학습네트워크(410)

및/또는 제4 학습네트워크(420)는 GAN, ACN 또는 컨볼루셔널 인코더-디코더 중 어느 하나로 구현될 수 있다.

도 7은 영상 생성 네트워크에 대한 예이다. 도 7의 영상 생성 네트워크는 입력 영상을 기준으로 보외된 영상을[0084]

생성하는 신경망 모델이다. 도 7은 컨볼루셔널 인코더, LSTM 및 컨볼루셔널 디코더로 구현된 영상 생성 네트워

크의 예이다. 도 7(A)는 제3 학습네트워크(410)를 구현한 예이다. 도 7(A)에서 영상 생성 네트워크(200)는 컨볼

루셔널 인코더-디코더와 유사한 구조를 갖는다. 도 7(A)의 영상 생성 네트워크를 이하 제3 영상 생성 네트워크

라고 명명한다. 제3 영상 생성 네트워크(500)는 인코더(510), 컨볼루션 LSTM(530) 및 디코더(550)를 포함한다.

인코더(510)는 두 개의 서브 인코더(511 및 212)를 포함한다. 두 개의 서브 인코더는 각각 복수의 컨볼루셔널

계층과 풀링 계층을 갖는 CNN 구조이다. 두 개의 서브 인코더를 각각 제1 서브 인코더(511)과 제2 서브 인코더

(512)로 명명한다. 두 개의 서브 인코더는 각각 복수의 컨볼루셔널 계층, 풀링 계층 및 비선형 연산 계층으로

구성될 수 있다. 

제1 서브 인코더(511)는 두 개의 영상 프레임 xt 및 xt+1을 입력받아 처리한다. 제1 서브 인코더(511)는 CNN을[0085]

통해 입력 영상의 형태(공간적 레이아웃)를 유지하려고 노력한다. 제1 서브 인코더(511)는 입력 영상에서 움직

임의 변화가 없는 객체(또는 영역)를 최대한 유지하기 위한 것이다. 제1 서브 인코더(511)는 t 시간 입력 영상

에서 배경에 해당하는 영역에 대한 특징 맵 s(t)를 출력한다. 이를 위해 제1 서브 인코더(511)는 입력 영상에서

움직임 없는 객체들을 유지할 수 있도록 사전에 학습되어야 한다. 

제2 서브 인코더(512)는 xt+1과 xt에 대한 잔차 영상(residual video)을 입력받는다. 제2 서브 인코더(512)는 원[0086]

본 영상에서 움직임이 있는 객체(또는 영역)에 대한 특징 맵 r(t)를 생성한다. 이를 위해 제2 서브 인코더(51

2)는 입력 영상의 프레임 사이의 차이(잔차 영상)를 이용하여 사전에 학습되어야 한다.

컨볼루션 LSTM(530)은 제2 서브 인코더(512)가 출력하는 특징 벡터를 시간 흐름을 고려하여 일정하게 변경한다.[0087]

컨볼루션 LSTM(530)은 RNN의 구조에 LSTM을 활용하여 제2 서브 인코더(512)가 출력하는 특징 벡터를 시간의 흐

름에 따라 변경하게 된다. 이를 위해 컨볼루션 LSTM(530)은 사전에 연속적인 훈련 프레임에서 이동 객체에 대한

움직임 내지 특징 벡터로 학습되어야 한다.

제1 서브 인코더(511)는 각 시간에 xt로부터 특징 벡터 st를 출력한다. 제2 서브 인코더(512)는 각 시간에 잔차[0088]

신호 yt로부터 특징 벡터 rt를 출력한다. 제1 서브 인코더(511)는 두 개의 영상 프레임 xt과 xt+1에 대한 특징 벡

터 st를 출력할 수 있다. 또 제2 서브 인코더(512)는 두 개의 영상 프레임의 잔차 영상(xt+1-xt)으로부터 특징 벡

터 rt를 출력할 수 있다. st,rt∈ 이다. fh는 필터 맵의 높이, fw는 필터 맵의 너비, fc는 필터맵이

개수를 의미한다. 각 컨볼루셔널 계층에서 fw = w/2
λ
이고, fh = h/2

λ
이다. λ는 풀링 계층의 개수이다. 각 컨볼

루셔널 계층의 필터 크기는 3×3일 수 있다. 컨볼루셔널 계층에서 필터 맵의 개수는 64 × 2
λ
일 수 있다. 풀링

계층  다음에  Relu와  같은  전달  함수가  위치할  수  있다.  또한  출력되는  특징  벡터는  일정하게  후처리

(normalization)될 수도 있다. 제2 서브 인코더(512)도 제1 서브 인코더(511)와 동일한 구조를 가질 수 있다. 

컨볼루션 LSTM(530)은 제2 서브 인코더(512)가 출력하는 특징 벡터 rt를 rt+1의 추정값 으로 변경한다. rt+1[0089]

은  rt을  다음  프레임에  있는  특징  벡터이다.  LSTM  모듈은  메모리  셀  ct의  정보를  보유한  상태에서  rt를

수신한다. 그리고 LSTM 모듈은 수신한 정보를 이용하여 예측을 위한 정보를 업데이트한다. 은 시간 t+1의

잔차 영상 프레임에 대응되는 특징 벡터에 해당한다.

디코더(550)는 제1 서브 인코더(511)의 출력 벡터  st 및 컨볼루션 LSTM(530)이 출력하는 출력 벡터 를 합[0090]

산(sum)한 값을 입력받는다. 디코더(550)는 st+  를 일정한 영상으로 재구성한다. 디코더(550)의 디코딩 함

수 DEC는 아래 수학식 4와 같다. 디코더(550)는 을 출력한다. 는 시간 t+2에서의 추정된 프레임이다.

디코더(550)는 컨볼루셔널 인코더-디코더의 디코더와 같은 구조를 가질 수 있다.
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도 7(B)는 제4 학습네트워크(420)를 구현한 예이다. 도 7(B)에서 영상 생성 네트워크(600)는 컨볼루셔널 인코더[0091]

-디코더와 유사한 구조를 갖는다. 도 7(B)의 영상 생성 네트워크를 이하 제4 영상 생성 네트워크라고 명명한다.

제4 영상 생성 네트워크(600)는 인코더(610), 컨볼루션 LSTM(630) 및 디코더(650)를 포함한다. 인코더(610)는

두 개의 서브 인코더(611 및 312)를 포함한다. 두 개의 서브 인코더는 각각 복수의 컨볼루셔널 계층과 풀링 계

층을 갖는 CNN 구조이다. 두 개의 서브 인코더를 각각 제1 서브 인코더(611)과 제2 서브 인코더(612)로 명명한

다. 두 개의 서브 인코더는 각각 복수의 컨볼루셔널 계층, 풀링 계층 및 비선형 연산 계층으로 구성될 수 있다. 

제1 서브 인코더(611)는 3개의 영상 프레임 xt, xt+1 및 를 입력받아 처리한다. 제1 서브 인코더(611)는 CNN[0092]

을 통해 입력 영상의 형태(공간적 레이아웃)를 유지하려고 노력한다. 제1 서브 인코더(611)는 입력 영상에서 움

직임의 변화가 없는 객체(또는 영역)를 최대한 유지하기 위한 것이다. 제1 서브 인코더(611)는 t 시간 입력 영

상에서 배경에 해당하는 영역에 대한 특징 맵 s(t)를 출력한다. 이를 위해 제1 서브 인코더(611)는 입력 영상에

서 움직임 없는 객체들을 유지할 수 있도록 사전에 학습되어야 한다. 

제2 서브 인코더(612)는 xt+1과 xt에 대한 잔차 영상을 입력받는다. 제2 서브 인코더(612)는 원본 영상에서 움직[0093]

임이 있는 객체(또는 영역)에 대한 특징 맵 r(t)를 생성한다. 이를 위해 제2 서브 인코더(612)는 입력 영상의

프레임 사이의 차이(잔차 영상)를 이용하여 사전에 학습되어야 한다.

컨볼루션 LSTM(630)은 제2 서브 인코더(612)가 출력하는 특징 벡터를 시간 흐름을 고려하여 일정하게 변경한다.[0094]

컨볼루션 LSTM(630)은 RNN의 구조에 LSTM을 활용하여 제2 서브 인코더(612)가 출력하는 특징 벡터를 시간의 흐

름에 따라 변경하게 된다. 이를 위해 컨볼루션 LSTM(630)은 사전에 연속적인 훈련 프레임에서 이동 객체에 대한

움직임 내지 특징 벡터로 학습되어야 한다.

제1 서브 인코더(611)는 각 시간에 xt로부터 특징 벡터 st를 출력한다. 제2 서브 인코더(612)는 각 시간에 yt로[0095]

부터 특징 벡터 rt를 출력한다. 제1 서브 인코더(611)는 3개의 영상 프레임 xt, xt+1 및 에 대한 특징 벡터

st를 출력할 수 있다. 또 제2 서브 인코더(612)는 두 개의 영상 프레임의 잔차 영상(xt+1-xt)으로부터 특징 벡터

rt를 출력할 수 있다. st,rt∈ 이다. fh는 필터 맵의 높이, fw는 필터 맵의 너비, fc는 필터맵이 개

수를 의미한다. 각 컨볼루셔널 계층에서 fw = w/2
λ
이고, fh = h/2

λ
이다. λ는 풀링 계층의 개수이다. 각 컨볼루

셔널 계층의 필터 크기는 3×3일 수 있다. 컨볼루셔널 계층에서 필터 맵의 개수는 64 × 2
λ
일 수 있다. 풀링 계

층  다음에  Relu와  같은  전달  함수가  위치할  수  있다.  또한  출력되는  특징  벡터는  일정하게  후처리

(normalization)될 수도 있다. 제2 서브 인코더(612)도 제1 서브 인코더(611)와 동일한 구조를 가질 수 있다. 

컨볼루션 LSTM(630)은 제2 서브 인코더(612)가 출력하는 특징 벡터 rt를 rt+1의 추정값 으로 변경한다. rt+1[0096]

은 영상 프레임 xt+1n 다음에 위치하는 프레임의 특징 벡터이다. rt+1은 와 동일한 시간의 프레임에 대한 특

징 벡터이다. 

디코더(650)는 제1 서브 인코더(611)의 출력 벡터  st 및 컨볼루션 LSTM(630)이 출력하는 출력 벡터 를 합[0097]

산(sum)한 값을 입력받는다. 디코더(650)는 st+  를 일정한 영상으로 재구성한다. 디코더(650)의 디코딩 함

수 DEC는 아래 수학식 4와 같다. 디코더(650)는 을 출력한다. 는 xt+1 다음에 위치하는 것으로 예측된

프레임이다. 디코더(650)는 컨볼루셔널 인코더-디코더의 디코더와 같은 구조를 가질 수 있다.

도 8은 영상 처리 장치(700)에 대한 구성의 예이다. 영상 처리 장치(700)는 전술한 영상 보간법 내지 영상 보외[0099]

법을 실행하는 장치이다. 영상 처리 장치(700)는 물리적으로 다양한 형태로 구현될 수 있다. 예컨대, 영상 처리

장치(700)는 PC와 같은 컴퓨터 장치, 네트워크의 서버, 영상 처리 전용 칩셉 등의 형태를 가질 수 있다. 컴퓨터

장치는 스마트 기기 등과 같은 모바일 기기를 포함할 수 있다. 

영상 처리 장치(700)는 저장 장치(710), 메모리(720), 연산장치(730), 인터페이스 장치(740) 및 통신 장치(75[0100]
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0)를 포함한다.

저장 장치(710)는 영상 처리를 위한 신경망 모델을 저장한다. 예컨대, 저장 장치(710)는 영상 보간을 위하여 전[0101]

술한 제1 학습네트워크 및 제2 학습네트워크를 저장할 수 있다. 저장 장치(710)는 영상 보외를 위하여 제3 학습

네트워크 및 제4학습네트워크를 저장할 수 있다. 나아가 저장 장치(710)는 영상 처리에 필요한 프로그램 내지

소스 코드 등을 저장할 수 있다. 저장 장치(710)는 입력된 프레임 및 생성된 프레임을 저장할 수 있다.

메모리(720)는 영상 처리 장치(700)가 수신한 입력 프레임 및 영상 생성과정에서 생성되는 데이터 및 정보 등을[0102]

저장할 수 있다.

인터페이스 장치(740)는 외부로부터 일정한 명령 및 데이터를 입력받는 장치이다. 인터페이스 장치(740)는 물리[0103]

적으로 연결된 입력 장치 또는 외부 저장 장치로부터 투과 현미경 영상을 입력받을 수 있다. 인터페이스 장치

(740)는 영상 처리를 위한 각종 신경망 모델을 입력받을 수 있다. 인터페이스 장치(740)는 신경망 모델 생성을

위한 학습데이터, 정보 및 파라미터값을 입력받을 수도 있다.

통신 장치(750)는 유선 또는 무선 네트워크를 통해 일정한 정보를 수신하고 전송하는 구성을 의미한다. 통신 장[0104]

치(750)는 외부 객체로부터 입력 프레임을 수신할 수 있다. 통신 장치(750)는 각종 신경망 모델 및 모델 학습을

위한 데이터도 수신할 수 있다. 통신 장치(750)는 생성한 영상을 외부 객체로 송신할 수 있다.

통신 장치(750) 내지 인터페이스 장치(740)는 외부로부터 일정한 데이터 내지 명령을 전달받는 장치이다. 통신[0105]

장치(750) 내지 인터페이스 장치(740)를 입력장치라고 명명할 수 있다.

연산 장치(730)는 저장장치(710)에 저장된 신경망 모델 내지 프로그램을 이용하여 영상 보간 또는 영상 보외 과[0106]

정을 처리한다. 연산 장치(730)는 주어진 학습 데이터를 이용하여 영상 처리 과정에 사용되는 신경망 모델을 학

습할 수 있다. 연산 장치(730)는 전술한 과정을 통해 구축된 신경망을 이용하여 입력 영상에 대한 보간된 영상

또는 보외된 영상을 생성할 수 있다. 연산 장치(730)는 데이터를 처리하고, 일정한 연산을 처리하는 프로세서,

AP, 프로그램이 임베디드된 칩과 같은 장치일 수 있다.

또한, 상술한 바와 같은 영상 보간법 내지 영상 보외법은 컴퓨터에서 실행될 수 있는 실행가능한 알고리즘을 포[0108]

함하는  프로그램(또는  어플리케이션)으로  구현될  수  있다.  상기  프로그램은  비일시적  판독  가능  매체(non-

transitory computer readable medium)에 저장되어 제공될 수 있다.

비일시적 판독 가능 매체란 레지스터, 캐쉬, 메모리 등과 같이 짧은 순간 동안 데이터를 저장하는 매체가 아니[0109]

라 반영구적으로 데이터를 저장하며, 기기에 의해 판독(reading)이 가능한 매체를 의미한다. 구체적으로는, 상

술한 다양한 어플리케이션 또는 프로그램들은 CD, DVD, 하드 디스크, 블루레이 디스크, USB, 메모리카드, ROM

등과 같은 비일시적 판독 가능 매체에 저장되어 제공될 수 있다.

본 실시례 및 본 명세서에 첨부된 도면은 전술한 기술에 포함되는 기술적 사상의 일부를 명확하게 나타내고 있[0111]

는 것에 불과하며, 전술한 기술의 명세서 및 도면에 포함된 기술적 사상의 범위 내에서 당업자가 용이하게 유추

할 수 있는 변형 예와 구체적인 실시례는 모두 전술한 기술의 권리범위에 포함되는 것이 자명하다고 할 것이다.

부호의 설명

110 : 제1 학습네트워크[0112]

120 : 제2 학습네트워크

200 : 제1 영상 생성 네트워크

210 : 인코더

211 : 제1 인코더

212 : 제2 인코더

230 : 컨볼루션 LSTM

250 : 디코더
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300 : 제2 영상 생성 네트워크

310 : 인코더

311 : 제1 인코더

312 : 제2 인코더

330 : 컨볼루션 LSTM

350 : 디코더

410 : 제1 학습네트워크

420 : 제2 학습네트워크

500 : 제3 영상 생성 네트워크

510 : 인코더

511 : 제1 인코더

512 : 제2 인코더

530 : 컨볼루션 LSTM

550 : 디코더

600 : 제4 영상 생성 네트워크

610 : 인코더

611 : 제1 인코더

612 : 제2 인코더

630 : 컨볼루션 LSTM

650 : 디코더

700 : 영상 처리 장치

710 : 저장장치

720 : 메모리

730 : 연산장치

740 : 인터페이스장치

750 : 통신장치

공개특허 10-2020-0057844

- 16 -



도면

도면1

도면2
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도면3

도면4
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도면5
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도면6
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도면7
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도면8
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