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(57)摘要

本发明公开了一种基于Wide&Deep深度学习

模型的文本预测方法。本发明旨在解决深度学习

模型中对人工特征的充分利用以及Wide&Deep模

型预测时的计算消耗问题。本发明的实施方案

是：首先对文本数据进行标注，其次构建Wide特

征，然后对基于Wide&Deep的深度学习模型添加

辅助训练任务，最后对文本内容进行预测。本发

明提及的人工特征作为深度学习模型训练过程

中的附加任务，为模型提供了更多的有效信息，

提高了模型学习效率。并且，在文本内容预测时

不需要计算Wide特征，从而提升了模型性能。不

同宽度的卷积核卷积后，可以通过一次卷积

block获得不同距离上的信息，这有助于提升模

型性能。同时，减少调整不同卷积核的时间，通过

模型学习能自动适应不同的卷积核宽度。
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1.一种基于Wide&Deep深度学习模型的文本预测方法，其特征在于包括如下步骤：

步骤1：文本数据的预处理，进行对文本数据进行标注；

步骤2：人工特征提取，构建wide特征；

步骤3：构建Wide&Deep深度学习模型；

步骤4：对Wide&Deep深度学习模型进行训练；

步骤5：通过模型对文本内容进行预测；

步骤1具体实现如下：

1‑1.收集文本数据集X＝{x1,x2,…xN}，N为总的训练样本数量；其中，xi∈{x1,x2,…xN}，

xi表示第i个待处理的文本数据；

1‑2.利用人工对文本数据进行标记，针对文本数据集中每一个文本数据xi，标记对应的

yi，yi∈{0,1}；标记文本数据的目的在于根据业务需要利用人工经验对文本数据进行分析，

其中，1表示和业务相关，0表示不相关；

1‑3.利用Jieba分词器对文本数据集X进行分词，汇总得到所有文本数据的词表W，W＝

{w1 ,w2… ,wD}，其中D为词表的总长度；wk表示词表中第k个词；则文本数据xi表示为

其中kn表示文本数据xi中第n个词在词表W中的序号，从而用词表序号

重新表示文本数据xi＝{k1,k2…,kn}；

步骤2具体实现如下：

2‑1 .统计文本数据集X中yi＝1对应的所有文本数据xi中的词，得到出现频率最高的与

业务相关的词，并排序获得序列Ⅰ；以及yi＝0对应的所有文本数据xi中的词，得到出现频率

最高的与业务不相关的词，并排序获得序列Ⅱ；

2‑2.排除序列Ⅰ和序列Ⅱ中的语法型词汇，包括代词、冠词、连词的停用词；

2‑3.将序列Ⅰ和序列Ⅱ中出现频率最高的文本特定词、j个高频词形成的组合作为wide

特征,其中j范围为2‑4；

所述的排序通过计算如下两个公式进行：

对 和 分别进行排序获得序列Ⅰ和序列Ⅱ，获取序列Ⅰ中出现频率最大的5个词

以及序列Ⅱ出现频率最大的5个词

2‑4.获得最终的wide特征

步骤3具体实现如下：
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3‑1.对文本数据 的长度进行固定；

当文本数据的长度小于预设的固定长度时，使用“PAD”进行填充达到固定长度；

当文本数据的长度大于预设的固定长度时，丢弃超过预设的固定长度的部分；

如果文本数据中的词不在词表W中，使用“UNK”代替；

3‑2.建立每个词的embedding向量；将词表W中的所有词转化为预设的固定长度的稠密

向量；

3‑3 .获取一维卷积block；使用多个不同宽度的卷积核同时对embedding向量进行卷

积；将每个卷积核的卷积结果进行拼接，得到一维卷积block，每次卷积后保证序列长度不

变；

3‑4.多次叠加一维卷积；

利用3‑3定义的一维卷积block对wide特征进行处理，得到新的embedding向量，在每次

卷积后使用窗口大小为4，步长为4的最大池化；每一次最大池化操作后长度缩小1/4；反复

进行4次卷积和最大池化操作；获取最终序列长度变为64，特征长度为8；

3‑5.文本表示；将序列长度为64，特征长度为8的向量拉直成一个序列长度为512维的

向量，得到整个文本序列的512维特征向量的表示；

3‑6.构建损失函数；使用全连接层将512维特征向量映射成(16+1)*2维的向量，再通过

softmax函数，转化为(16+1)*2个文本数据标记yi的预测概率值，其中包括：1个文本数据标

记的预测概率值，以及16个wide特征的预测概率值；损失函数表示为：

其中，yi为文本数据标记，pi为文本数据标记yi的预测概率值，fi,k为wide特征值，qi,k为

wide特征的预测概率值，i为数据标记的索引，表示第i个文本数据。

2.根据权利要求1所述的一种基于Wide&Deep深度学习模型的文本预测方法，其特征在

于步骤4通过梯度下降算法，求得步骤3‑6中损失函数的最小化来训练模型。

3.根据权利要求2所述的一种基于Wide&Deep深度学习模型的文本预测方法，其特征在

于步骤5对需要预测的文本内容，利用步骤3计算出文本数据标记yi的预测值，得到文本内

容与业务的相关程度。
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一种基于Wide＆Deep深度学习模型的文本预测方法

技术领域

[0001] 本发明涉及深度学习模型的一种基于Wide&Deep深度学习模型的文本预测方法，

主要是深度学习模型的训练架构的设计方法。

背景技术

[0002] 目前最主要的深度学习模型包括端到端的学习、人工特征、Wide&Deep模型。在

Wide&Deep模型中，一般是先通过人工整理出有效的特征作为wide特征，以加速深度学习模

型的训练速度,提高模型的性能。然后构建深度神经网络模型得到deep特征。最后计算wide

特征和deep特征进行文本内容预测。但是,提取wide特征和deep特征是两个独立的过程，不

能充分利用对方构建深度学习过程中的完整信息。并且在模型预测时需要先计算wide特

征，再计算deep特征，使得模型的时效性较差。

发明内容

[0003] 本发明旨在解决深度学习模型中对人工特征的充分利用以及Wide&Deep模型预测

时的计算消耗问题。提出了一种基于Wide&Deep深度学习模型的文本预测方法。

[0004] 本发明首先对文本数据进行标注，其次构建wide特征，然后对基于Wide&Deep的深

度学习模型添加辅助训练任务，最后对文本内容进行预测。

[0005] 本发明解决其技术问题所采用的技术方案如下：

[0006] 步骤1：文本数据的预处理。

[0007] 1‑1 .收集文本数据集X＝{x1 ,x2 ,…xN}，N为总的训练样本数量。其中，xi∈{x1 ,

x2,…xN}，xi表示第i个待处理的文本数据。

[0008] 1‑2.利用人工对文本数据进行标记，针对文本数据集中每一个文本数据xi，标记

对应的yi，yi∈{0,1}。标记文本数据的目的在于根据业务需要利用人工经验对文本数据进

行分析，其中，1表示和业务相关，0表示不相关。

[0009] 1‑3.利用Jieba分词器对文本数据集X进行分词，汇总得到所有文本数据的词表W，

W＝{w1,w2…,wD}，其中D为词表的总长度。wk表示词表中第k个词。则文本数据xi可以表示为

其中kn表示文本数据xi中第n个词在词表W中的序号，从而可用词表序

号重新表示文本数据xi＝{k1,k2…,kn}。

[0010] 步骤2：人工特征提取，构建wide特征。

[0011] 2‑1.统计文本数据集X中yi＝1对应的所有文本数据xi中的词，得到出现频率最高

的与业务相关的词，并排序获得序列Ⅰ；以及yi＝0对应的所有文本数据xi中的词，得到出现

频率最高的与业务不相关的词，并排序获得序列Ⅱ。

[0012] 2‑2.排除序列Ⅰ和序列Ⅱ中的语法型词汇，包括代词、冠词、连词等停用词。

[0013] 2‑3.将序列Ⅰ和序列Ⅱ中出现频率最高的文本特定词、j个高频词形成的组合作为

wide特征,其中j范围为2‑4，一般取值为2。

[0014] 所述的排序通过计算如下两个公式进行：
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[0015]

[0016]

[0017] 对 和 分别进行排序获得序列Ⅰ和序列Ⅱ，获取序列Ⅰ中出现频率最大的5个词

以及序列Ⅱ出现频率最大的5个词

[0018] 2‑4.获得最终的wide特征

[0019] 步骤3：构建Wide&Deep深度学习模型。具体过程如下：

[0020] 3‑1.对文本数据 的长度进行固定；

[0021] 当文本数据的长度小于预设的固定长度时，使用“PAD”进行填充达到固定长度。

[0022] 当文本数据的长度大于预设的固定长度时，丢弃超过预设的固定长度的部分；

[0023] 如果文本数据中的词不在词表W中，使用“UNK”代替。

[0024] 比如预设的固定长度为1024个词，如果原始词序列小于1024个，则使用“PAD”进行

填充，如果长度超过1024则丢弃超过长度的部分。

[0025] 3‑2.建立每个词的embedding向量。将词表W中的所有词转化为预设的固定长度的

稠密向量，比如用128维向量。

[0026] 3‑3.获取一维卷积block。使用多个不同宽度的卷积核同时对embedding向量进行

卷积。将每个卷积核的卷积结果进行拼接，得到一维卷积block，每次卷积后保证序列长度

不变。

[0027] 比如使用宽度为1*128，3*128，5*128，7*128的卷积核，同时对embedding向量进行

卷积；

[0028] 3‑4.多次叠加一维卷积。

[0029] 利用3‑3定义的一维卷积block对wide特征进行处理，得到新的embedding向量，在

每次卷积后使用窗口大小为4，步长为4的最大池化。每一次最大池化操作后长度缩小1/4；

反复进行4次卷积和最大池化操作；获取最终序列长度变为64，特征长度为8。

[0030] 3‑5.文本表示。将序列长度为64，特征长度为8的向量拉直成一个序列长度为512

维的向量，得到整个文本序列的512维特征向量的表示。

[0031] 3‑6.构建损失函数。使用全连接层将512维特征向量映射成(16+1)*2维的向量，再

通过softmax函数，转化为(16+1)*2个文本数据标记yi的预测概率值，其中包括：1个文本数

据标记的预测概率值，以及16个wide特征的预测概率值。损失函数可以表示为：

[0032]

[0033] 其中，yi为文本数据标记，pi为文本数据标记yi的预测概率值，fi ,k为wide特征值，
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qi,k为wide特征的预测概率值，i为数据标记的索引，表示第i个文本数据。

[0034] 步骤4：模型训练。

[0035] 通过梯度下降算法，求得步骤3‑6中损失函数的最小化来训练模型。

[0036] 步骤5：模型预测。

[0037] 对需要预测的文本内容，利用步骤3计算出文本数据标记yi的预测值，得到文本内

容与业务的相关程度。

[0038] 本发明有益效果如下：

[0039] 本发明提及的人工特征作为深度学习模型训练过程中的附加任务，为模型提供了

更多的有效信息，提高了模型学习效率。并且，在文本内容预测时不需要计算wide特征，从

而提升了模型性能。

[0040] 不同宽度的卷积核卷积后，可以通过一次卷积block获得不同距离上的信息，这有

助于提升模型性能。同时，减少调整不同卷积核的时间，通过模型学习能自动适应不同的卷

积核宽度。

附图说明

[0041] 图1为本发明架构图；

[0042] 图2为本发明训练模块的整体架构；

[0043] 图3为本发明输入模块的具体流程；

[0044] 图4为输入模块的具体流程示意图；

具体实施方式

[0045] 下面结合附图和实施例对本发明作进一步说明。

[0046] 如图1‑4所示，一种基于Wide&Deep深度学习模型的文本预测方法，首先对文本数

据进行标注，其次构建wide特征，然后对基于Wide&Deep的深度学习模型添加辅助训练任

务，最后对文本内容进行预测。具体实现步骤如下：

[0047] 步骤1：文本数据的预处理。

[0048] 1‑1 .收集文本数据集X＝{x1 ,x2 ,…xN}，N为总的训练样本数量。其中，xi∈{x1 ,

x2,…xN}，xi表示第i个待处理的文本数据。

[0049] 1‑2.利用人工对文本数据进行标记，针对文本数据集中每一个文本数据xi，标记

对应的yi，yi∈{0,1}。标记文本数据的目的在于根据业务需要利用人工经验对文本数据进

行分析，其中，1表示和业务相关，0表示不相关。

[0050] 1‑3.利用Jieba分词器对文本数据集X进行分词，汇总得到所有文本数据的词表W，

W＝{w1,w2…,wD}，其中D为词表的总长度。wk表示词表中第k个词。则文本数据xi可以表示为

其中kn表示文本数据xi中第n个词在词表W中的序号，从而可用词表序

号重新表示文本数据xi＝{k1,k2…,kn}。

[0051] 步骤2：人工特征提取，构建wide特征。

[0052] 2‑1.统计文本数据集X中yi＝1对应的所有文本数据xi中的词，得到出现频率最高

的与业务相关的词，并排序获得序列Ⅰ；以及yi＝0对应的所有文本数据xi中的词，得到出现
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频率最高的与业务不相关的词，并排序获得序列Ⅱ。

[0053] 2‑2.排除序列Ⅰ和序列Ⅱ中的语法型词汇，包括代词、冠词、连词等停用词。

[0054] 2‑3.将序列Ⅰ和序列Ⅱ中出现频率最高的文本特定词、j个高频词形成的组合作为

wide特征,其中j范围为2‑4，一般取值为2。

[0055] 所述的排序通过计算如下两个公式进行：

[0056]

[0057]

[0058] 对 和 分别进行排序获得序列Ⅰ和序列Ⅱ，获取序列Ⅰ中出现频率最大的5个词

以及序列Ⅱ出现频率最大的5个词

[0059] 2‑4.获得最终的wide特征

[0060] 步骤3：构建Wide&Deep深度学习模型。具体过程如下：

[0061] 3‑1.对文本数据 的长度进行固定；

[0062] 当文本数据的长度小于预设的固定长度时，使用“PAD”进行填充达到固定长度。

[0063] 当文本数据的长度大于预设的固定长度时，丢弃超过预设的固定长度的部分；

[0064] 如果文本数据中的词不在词表W中，使用“UNK”代替。

[0065] 比如预设的固定长度为1024个词，如果原始词序列小于1024个，则使用“PAD”进行

填充，如果长度超过1024则丢弃超过长度的部分。

[0066] 3‑2.建立每个词的embedding向量。将词表W中的所有词转化为预设的固定长度的

稠密向量，比如用128维向量。

[0067] 3‑3.获取一维卷积block。使用多个不同宽度的卷积核同时对embedding向量进行

卷积。将每个卷积核的卷积结果进行拼接，得到一维卷积block，每次卷积后保证序列长度

不变。

[0068] 比如使用宽度为1*128，3*128，5*128，7*128的卷积核，同时对embedding向量进行

卷积；

[0069] 3‑4.多次叠加一维卷积。

[0070] 利用3‑3定义的一维卷积block对wide特征进行处理，得到新的embedding向量，在

每次卷积后使用窗口大小为4，步长为4的最大池化。每一次最大池化操作后长度缩小1/4；

反复进行4次卷积和最大池化操作；获取最终序列长度变为64，特征长度为8。

[0071] 3‑5.文本表示。将序列长度为64，特征长度为8的向量拉直成一个序列长度为512

维的向量，得到整个文本序列的512维特征向量的表示。

[0072] 3‑6.构建损失函数。使用全连接层将512维特征向量映射成(16+1)*2维的向量，再
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通过softmax函数，转化为(16+1)*2个文本数据标记yi的预测概率值，其中包括：1个文本数

据标记的预测概率值，以及16个wide特征的预测概率值。损失函数可以表示为：

[0073]

[0074] 其中，yi为文本数据标记，pi为文本数据标记yi的预测概率值，fi ,k为wide特征值，

qi,k为wide特征的预测概率值，i为数据标记的索引，表示第i个文本数据。

[0075] 步骤4：模型训练。

[0076] 通过梯度下降算法，求得步骤3‑6中损失函数的最小化来训练模型。

[0077] 步骤5：模型预测。

[0078] 对需要预测的文本内容，利用步骤3计算出文本数据标记yi的预测值，得到文本内

容与业务的相关程度。

[0079] 如图1所示，本发明方法能包装成3个部分，其中，第一个部分为训练数据整理，主

要是收集和清洗与任务相关的数据。第二个部分为wide特征构建，主要是通过行业知识，对

数据进行加工，产生特征词典。第三个部分为模型训练，主要是利用训练数据和wide特征构

建深度学习模型。

[0080] 本发明核心的模型训练部分又包含3个阶段，如图1所示，包括：(1)模型输入，一般

的是对文本数据进行结构化表示，具体如图3所示。(2)深度学习模型，由多个卷积block构

成，每个卷积block结构如图4所示。(3)模型输出，本发明中包含文本数据标记的预测值和

wide特征值。
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