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(54) 발명의 명칭 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법
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본 발명은 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치에 관한 것으로서, 보다 구체적으로는 트랜스

포머 기반으로 시간적 행동(temporal action)을 검출하는, 검출 장치로서, 입력 비디오로부터 추출된 특징을 사

용해 특징 피라미드 구조를 생성하여 여러 규모의 시간적 특징을 통합하고, 장기와 단기의 시간적 특징 간의 관

(뒷면에 계속)
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계를 학습하여 장단기 시간적 주의(long- and short-term temporal attention; LSTA)를 연산하는 LSTA 연산부를

포함하되,  상기  LSTA  연산부는,  상기  입력  비디오에서  추출된  특징을  사용해  장기  메모리를  생성하는

CLM(compact long-term memory, 소형 장기 메모리) 모듈; 입력 특징을 나누어 단기 시간적 특징을 생성하고, 상

기 CLM 모듈에서 구성된 장기 메모리와 상기 단기 시간적 특징을 사용해 장기와 단기의 시간적 특징 간의 관계를

학습하고 단기 시간적 특징을 강화하는 STA(short-term temporal attention) 블록 모듈; 및 장기 시간적 특징

전체에서  필요한  부분을  동적으로  학습하고  강화하는  LTA(long-term  temporal  attention)  블록  모듈을

포함하며, 상기 STA 블록 모듈이 복수의 레벨을 이루고 상위 레벨의 STA 블록 모듈은 하위 레벨의 STA 블록 모듈

의 출력 특징을 입력 특징으로 사용하며, 각 레벨의 상기 STA 블록 모듈의 입력 및 출력 특징이 상기 특징 피라

미드 구조를 이루는 것을 그 구성상의 특징으로 한다.

또한, 본 발명은 비디오의 장단기 의존성을 이용한 시간적 행동 검출 방법에 관한 것으로서, 보다 구체적으로는

트랜스포머 기반으로 시간적 행동을 검출하는, 컴퓨터에서 각 단계가 수행되는 검출 방법으로서, 입력 비디오로

부터 추출된 특징을 사용해 특징 피라미드 구조를 생성하여 여러 규모의 시간적 특징을 통합하고, 장기와 단기의

시간적 특징 간의 관계를 학습하여 장단기 시간적 주의(long- and short-term temporal attention; LSTA)를 연

산하는 LSTA 연산부를 포함하는 LSTA 모델을 학습하는 학습 단계; 및 상기 학습된 LSTA 모델을 이용해 입력 비디

오로부터 시간적 행동을 예측하는 예측 단계를 포함하되, 상기 LSTA 연산부는, 상기 입력 비디오에서 추출된 특

징을 사용해 장기 메모리를 생성하는 CLM(compact long-term memory, 소형 장기 메모리) 모듈; 입력 특징을 나

누어 단기 시간적 특징을 생성하고, 상기 CLM 모듈에서 구성된 장기 메모리와 상기 단기 시간적 특징을 사용해

장기와 단기의 시간적 특징 간의 관계를 학습하고 단기 시간적 특징을 강화하는 STA 블록 모듈; 및 장기 시간적

특징 전체에서 필요한 부분을 동적으로 학습하고 강화하는 LTA(long-term temporal attention) 블록 모듈을 포

함하며, 상기 STA 블록 모듈이 복수의 레벨을 이루고 상위 레벨의 STA 블록 모듈은 하위 레벨의 STA 블록 모듈의

출력 특징을 입력 특징으로 사용하며, 각 레벨의 상기 STA 블록 모듈의 입력 및 출력 특징이 상기 특징 피라미드

구조를 이루는 것을 그 구성상의 특징으로 한다.

본 발명에서 제안하고 있는 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에 따르면, 시퀀스

분석 작업에서 중요한 장기 및 단기 시간적 특징 간의 상호 작용을 활용하는 장단기 시간적 주의 기반의 새로운

TAD 모델을 도입하되, 장기 메모리를 고려하여 단기 시간적 특징을 학습하고 강화하는 STA 블록 모듈과, 장기 시

간적 특징 전체에서 필요한 부분을 동적으로 학습하고 강화하는 LTA 블록 모듈을 포함함으로써, 비디오의 장단기

의존성을 이용해 시간적 행동 검출의 성능을 향상시킬 수 있다.
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명 세 서

청구범위

청구항 1 

트랜스포머 기반으로 시간적 행동(temporal action)을 검출하는, 검출 장치로서,

입력 비디오로부터 추출된 특징을 사용해 특징 피라미드 구조를 생성하여 여러 규모의 시간적 특징을 통합하고,

장기와  단기의  시간적  특징  간의  관계를  학습하여  장단기  시간적  주의(long-  and  short-term  temporal

attention; LSTA)를 연산하는 LSTA 연산부(100)를 포함하되,

상기 LSTA 연산부(100)는,

상기 입력 비디오에서 추출된 특징을 사용해 장기 메모리를 생성하는 CLM(compact long-term memory, 소형 장기

메모리) 모듈(110);

입력 특징을 나누어 단기 시간적 특징을 생성하고, 상기 CLM 모듈(110)에서 구성된 장기 메모리와 상기 단기 시

간적 특징을 사용해 장기와 단기의 시간적 특징 간의 관계를 학습하고 단기 시간적 특징을 강화하는 STA(short-

term temporal attention) 블록 모듈(120); 및

장기 시간적 특징 전체에서 필요한 부분을 동적으로 학습하고 강화하는 LTA(long-term temporal attention) 블

록 모듈(130)을 포함하며,

상기 STA 블록 모듈(120)이 복수의 레벨을 이루고 상위 레벨의 STA 블록 모듈(120)은 하위 레벨의 STA 블록 모

듈(120)의 출력 특징을 입력 특징으로 사용하며, 각 레벨의 상기 STA 블록 모듈(120)의 입력 및 출력 특징이 상

기 특징 피라미드 구조를 이루는 것을 특징으로 하는,  비디오의 장단기 의존성을 이용한 시간적 행동 검출

장치.

청구항 2 

제1항에 있어서,

백본 네트워크를 통해 입력 비디오로부터 특징을 추출하고, 특징 임베딩을 통해 추출된 특징을 토큰화하는 특징

추출부(200)를 더 포함하는 것을 특징으로 하는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치.

청구항 3 

제1항에 있어서, 상기 CLM 모듈(110)은,

학습 가능한 두 개의 빈 쿼리(Query, Q)와 트랜스포머 모델의 디코더를 사용해 압축된 상기 장기 메모리를 생성

하는 것을 특징으로 하는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치.

청구항 4 

제1항에 있어서, 상기 STA 블록 모듈(120)은,

미리 정의된 단기 윈도우(short-term window)를 사용해 입력 특징을 단기 메모리 특징으로 분할하고, 상기 분할

된 단기 메모리 특징으로부터 쿼리를 계산하며, 상기 CLM 모듈(110)에서 생성된 장기 메모리로부터 키(Key, K)

및 값(Value, V)을 계산하여, 상기 쿼리, 키 및 값을 사용해 교차 주의(cross-attention) 연산을 수행하는 것을

특징으로 하는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치.
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청구항 5 

제4항에 있어서, 상기 STA 블록 모듈(120)은,

상기 교차 주의 연산을 통해, 상기 단기 메모리 특징을 강화하면서 상기 장기 메모리와 단기 메모리의 관계를

학습하여, 장기 시간 의존성을 인코딩하는 단기 시간적 특징을 생성하는 것을 특징으로 하는, 비디오의 장단기

의존성을 이용한 시간적 행동 검출 장치.

청구항 6 

제5항에 있어서, 상기 STA 블록 모듈(120)은,

상기 분할 모듈에서 분할된 모든 상기 단기 메모리 특징에 대해 생성된 상기 단기 시간적 특징을 연결하여 출력

특징을 얻는 것을 특징으로 하는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치.

청구항 7 

제1항에 있어서, 상기 LTA 블록 모듈(130)은,

상기 입력 비디오로부터 추출된 특징에 대한 기준점(reference point) 및 오프셋(offset)을 사용해 선택된 토큰

으로부터 키와 값을 계산하고, 상기 STA 블록 모듈(120)의 출력 특징에서 생성된 쿼리 및 상기 계산된 키와 값

을 사용해 교차 주의 연산을 적용해 장기 시간적 특징을 강화하는 것을 특징으로 하는, 비디오의 장단기 의존성

을 이용한 시간적 행동 검출 장치.

청구항 8 

제1항에 있어서,

상기  LTA  블록  모듈(130)의  출력으로부터  행동  레이블을  예측하는  분류  헤드(310)와  행동  경계(action

boundary)를 예측하는 회귀 헤드(320)를 포함하여 구성되는 예측 헤드부(300)를 더 포함하는 것을 특징으로 하

는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치.

청구항 9 

트랜스포머 기반으로 시간적 행동을 검출하는, 컴퓨터에서 각 단계가 수행되는 검출 방법으로서,

입력 비디오로부터 추출된 특징을 사용해 특징 피라미드 구조를 생성하여 여러 규모의 시간적 특징을 통합하고,

장기와  단기의  시간적  특징  간의  관계를  학습하여  장단기  시간적  주의(long-  and  short-term  temporal

attention; LSTA)를 연산하는 LSTA 연산부(100)를 포함하는 LSTA 모델(10)을 학습하는 학습 단계(S100); 및

상기 학습된 LSTA 모델(10)을 이용해 입력 비디오로부터 시간적 행동을 예측하는 예측 단계(S200)를 포함하되,

상기 LSTA 연산부(100)는,

상기 입력 비디오에서 추출된 특징을 사용해 장기 메모리를 생성하는 CLM(compact long-term memory, 소형 장기

메모리) 모듈(1100;

입력 특징을 나누어 단기 시간적 특징을 생성하고, 상기 CLM 모듈(110)에서 구성된 장기 메모리와 상기 단기 시

간적 특징을 사용해 장기와 단기의 시간적 특징 간의 관계를 학습하고 단기 시간적 특징을 강화하는 STA(short-

term temporal attention) 블록 모듈(120); 및

장기 시간적 특징 전체에서 필요한 부분을 동적으로 학습하고 강화하는 LTA(long-term temporal attention) 블

록 모듈(130)을 포함하며,

상기 STA 블록 모듈(120)이 복수의 레벨을 이루고 상위 레벨의 STA 블록 모듈(120)은 하위 레벨의 STA 블록 모
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듈(120)의 출력 특징을 입력 특징으로 사용하며, 각 레벨의 상기 STA 블록 모듈(120)의 입력 및 출력 특징이 상

기 특징 피라미드 구조를 이루는 것을 특징으로 하는,  비디오의 장단기 의존성을 이용한 시간적 행동 검출

방법.

청구항 10 

제9항에 있어서, 상기 LSTA 모델(10)은,

백본 네트워크를 통해 입력 비디오로부터 특징을 추출하고, 특징 임베딩을 통해 추출된 특징을 토큰화하는 특징

추출부(200)를 더 포함하는 것을 특징으로 하는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 방법.

청구항 11 

제9항에 있어서, 상기 CLM 모듈(110)은,

학습 가능한 두 개의 빈 쿼리(Query, Q)와 트랜스포머 모델의 디코더를 사용해 압축된 상기 장기 메모리를 생성

하는 것을 특징으로 하는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 방법.

청구항 12 

제9항에 있어서, 상기 STA 블록 모듈(120)은,

미리 정의된 단기 윈도우(short-term window)를 사용해 입력 특징을 단기 메모리 특징으로 분할하고, 상기 분할

된 단기 메모리 특징으로부터 쿼리를 계산하며, 상기 CLM 모듈(110)에서 생성된 장기 메모리로부터 키(Key, K)

및 값(Value, V)을 계산하여, 상기 쿼리, 키 및 값을 사용해 교차 주의(cross-attention) 연산을 수행하는 것을

특징으로 하는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 방법.

청구항 13 

제12항에 있어서, 상기 STA 블록 모듈(120)은,

상기 교차 주의 연산을 통해, 상기 단기 메모리 특징을 강화하면서 상기 장기 메모리와 단기 메모리의 관계를

학습하여, 장기 시간 의존성을 인코딩하는 단기 시간적 특징을 생성하는 것을 특징으로 하는, 비디오의 장단기

의존성을 이용한 시간적 행동 검출 방법.

청구항 14 

제13항에 있어서, 상기 STA 블록 모듈(120)은,

상기 분할 모듈에서 분할된 모든 상기 단기 메모리 특징에 대해 생성된 상기 단기 시간적 특징을 연결하여 출력

특징을 얻는 것을 특징으로 하는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 방법.

청구항 15 

제9항에 있어서, 상기 LTA 블록 모듈(130)은,

상기 입력 비디오로부터 추출된 특징에 대한 기준점(reference point) 및 오프셋(offset)을 사용해 선택된 토큰

으로부터 키와 값을 계산하고, 상기 STA 블록 모듈(120)의 출력 특징에서 생성된 쿼리 및 상기 계산된 키와 값

을 사용해 교차 주의 연산을 적용해 장기 시간적 특징을 강화하는 것을 특징으로 하는, 비디오의 장단기 의존성

을 이용한 시간적 행동 검출 방법.
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청구항 16 

제9항에 있어서, 상기 LSTA 모델(10)은,

상기  LTA  블록  모듈(130)의  출력으로부터  행동  레이블을  예측하는  분류  헤드(310)와  행동  경계(action

boundary)를 예측하는 회귀 헤드(320)를 포함하여 구성되는 예측 헤드부(300)를 더 포함하는 것을 특징으로 하

는, 비디오의 장단기 의존성을 이용한 시간적 행동 검출 방법.

발명의 설명

기 술 분 야

본 발명은 시간적 행동 검출에 관한 것으로서, 보다 구체적으로는 비디오의 장단기 의존성을 이용한 시간적 행[0001]

동 검출 장치 및 방법에 관한 것이다.

배 경 기 술

이 부분에 기술된 내용은 단순히 본 발명의 일실시예에 대한 배경 정보를 제공할 뿐 종래기술을 구성하는 것은[0002]

아니다.

TAD(시간적 행동 검출, Temporal Action Detection)는 인간의 행동을 예측하고 비디오 시퀀스의 시작 및 끝 프[0004]

레임을 로컬화하는 것을 목표로 한다.  TAD는 비디오 이해 분야에서 도전적이지만 필수적인 알고리즘으로 자율

주행 및 비디오 분석과 같은 분야에서 널리 사용된다.  비디오의 시간적 특성을 이해하는 것은 인간의 행동과

그 경계를 예측할 때 특히 인공 지능 모델에 중요하다.  이러한 이해를 달성하기 위해 시간적 특성의 학습 및

예측과 관련하여 앵커 및 제안 기반, 순환(recurrent) 및 컨볼루션(convolution)  모델과 같은 다양한 접근법이

연구되었다.  최근 긴-범위(long-range) 의존성 학습에서 다중 헤드 자기-주의 (Multi  head  self-attetion;

MHSA) (비특허문헌 0009)를 통합한 변압기(transformer) 기반 연구 (비특허문헌 0006, 0012)가 수행되었다.

비디오 시퀀스에서 여러 동작을 인식하려면, 발생할 수 있는 다양한 시간 연속성에 대한 깊은 이해가 필요하다.[0006]

이러한 시간 연속성은 긴 기간 동안 유지되는 장기 시간 특징(long-term temporal features)과 상대적으로 짧은

기간 동안 유지되는 단기 시간 특징(short-term temporal features)을 기반으로 결정되거나 예측된다.  장기 시

간 특징은 먼 과거의 사건이 현재의 사건에 영향을 미칠 때 중요하다.  예를 들어, 이전 동작으로서의 ‘요리’

는 ‘음식을 먹는’ 동작을 예측하기 위한 중요한 단서이다.  단기 시간 특징은 TAD에서도 중요하다.  예를 들

어, 각 프레임 또는 클립에서 발생하는 특정 동작은 비디오 시퀀스에서 동작 인식에 중요하다. 

시간적 행동 검출과 관련하여, TAD는 객체 검출 모델과 유사하며 크게 1단계(one-stage) 방법(비특허문헌 0001,[0008]

0006, 0012)과 2단계(two-stage) 방법(비특허문헌 0008, 0011)으로 분류될 수 있다.  앵커 기반 방법과 같은 2

단계 방법에서는 먼저 움직임 경계 후보를 생성한 후 움직임 예측을 수행한다.  2단계 방법은 속도 및 모델 크

기 측면에서 추가적인 서브 모델의 요구로 인해 비효율적이다.  따라서 최근 연구에서는 2단계 접근법과 대조적

으로 행동과 그 경계를 모두 직접 예측하는 1단계 방법을 사용하고 있다.  1단계 방법은 행동 경계를 추정할 때

모든 프레임에 대해 행동을 개별적으로 예측한다.

한편, 트랜스포머(비특허문헌 0009)는 자연어 처리 작업에서 상당한 성공을 거두었고, 비전 트랜스포머(ViT) 아[0010]

키텍처를 사용하여 비전 작업에 성공적으로 적용되었다.  MHSA (multi-head self-attention) 메커니즘은 모든

입력 특징 간의 관계를 학습하여 긴-범위의 종속성(dependency)을 모델링하는 이점을 트랜스포머에 제공한다.

따라서 트랜스포머는 시간적 학습(temporal learning)에 매우 적합하다.  ActionFormer  (비특허문헌 0012)를

포함한  많은  트랜스포머  기반  TAD  모델  (비특허문헌 0006,  0012)은  이러한 이점을 활용하도록 제안되었다.

ActionFormer는 특징 피라미드 구조와 경량 컨볼루션 디코더를 사용하여 성능을 향상시킨다.  ActionFormer에

기반한 많은 모델이 제안되었다.  특히 ActionFormer 기반 모델인 TriDet (비특허문헌 0006)는 우수한 성능을
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달성하기 위해 상대적 경계 모델링 기술을 추가한다.

전술한 배경 기술은 발명자가 본 발명의 도출을 위해 보유하고 있었거나, 본 발명의 도출 과정에서 습득한 기술[0012]

정보로서, 반드시 본 발명의 출원 전에 일반 공중에게 공개된 공지 기술이라 할 수는 없다.
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발명의 내용

해결하려는 과제

본 발명은 기존에 제안된 방법들의 상기와 같은 문제점들을 해결하기 위해 제안된 것으로서, 시퀀스 분석 작업[0014]

에서 중요한 장기 및 단기 시간적 특징 간의 상호 작용을 활용하는 장단기 시간적 주의(long- and short-term

temporal attention; LSTA) 기반의 새로운 TAD 모델을 도입하되, 장기 메모리를 고려하여 단기 시간적 특징을

학습하고 강화하는 STA(short-term temporal attention) 블록 모듈과, 장기 시간적 특징 전체에서 필요한 부분

을 동적으로 학습하고 강화하는 LTA(long-term temporal attention) 블록 모듈을 포함함으로써, 비디오의 장단

기 의존성을 이용해 시간적 행동 검출의 성능을 향상시킬 수 있는, 비디오의 장단기 의존성을 이용한 시간적 행

동 검출 장치 및 방법을 제공하는 것을 그 목적으로 한다.

다만, 본 발명이 이루고자 하는 기술적 과제는 상기한 바와 같은 기술적 과제로 한정되지 않으며, 또 다른 기술[0016]

적 과제들이 존재할 수 있고, 명시적으로 언급하지 않더라도 과제의 해결수단이나 실시 형태로부터 파악될 수

있는 목적이나 효과도 이에 포함됨은 물론이다.

과제의 해결 수단

상기한 목적을 달성하기 위한 본 발명의 특징에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치[0017]

는,

트랜스포머 기반으로 시간적 행동(temporal action)을 검출하는, 검출 장치로서,[0018]

입력 비디오로부터 추출된 특징을 사용해 특징 피라미드 구조를 생성하여 여러 규모의 시간적 특징을 통합하고,[0019]

장기와  단기의  시간적  특징  간의  관계를  학습하여  장단기  시간적  주의(long-  and  short-term  temporal

attention; LSTA)를 연산하는 LSTA 연산부를 포함하되,

상기 LSTA 연산부는,[0020]

상기 입력 비디오에서 추출된 특징을 사용해 장기 메모리를 생성하는 CLM(compact long-term memory, 소형 장기[0021]

메모리) 모듈;

입력 특징을 나누어 단기 시간적 특징을 생성하고, 상기 CLM 모듈에서 구성된 장기 메모리와 상기 단기 시간적[0022]

특징을 사용해 장기와 단기의 시간적 특징 간의 관계를 학습하고 단기 시간적 특징을 강화하는 STA(short-term

temporal attention) 블록 모듈; 및

장기 시간적 특징 전체에서 필요한 부분을 동적으로 학습하고 강화하는 LTA(long-term temporal attention) 블[0023]

록 모듈을 포함하며,

상기 STA 블록 모듈이 복수의 레벨을 이루고 상위 레벨의 STA 블록 모듈은 하위 레벨의 STA 블록 모듈의 출력[0024]

특징을 입력 특징으로 사용하며, 각 레벨의 상기 STA 블록 모듈의 입력 및 출력 특징이 상기 특징 피라미드 구

조를 이루는 것을 그 구성상의 특징으로 한다.

바람직하게는,[0026]

백본 네트워크를 통해 입력 비디오로부터 특징을 추출하고, 특징 임베딩을 통해 추출된 특징을 토큰화하는 특징[0027]

추출부를 더 포함할 수 있다.

바람직하게는, 상기 CLM 모듈은,[0029]
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학습 가능한 두 개의 빈 쿼리(Query, Q)와 트랜스포머 모델의 디코더를 사용해 압축된 상기 장기 메모리를 생성[0030]

할 수 있다.

바람직하게는, 상기 STA 블록 모듈은,[0032]

미리 정의된 단기 윈도우(short-term window)를 사용해 입력 특징을 단기 메모리 특징으로 분할하고, 상기 분할[0033]

된 단기 메모리 특징으로부터 쿼리를 계산하며, 상기 CLM 모듈에서 생성된 장기 메모리로부터 키(Key, K) 및 값

(Value, V)을 계산하여, 상기 쿼리, 키 및 값을 사용해 교차 주의(cross-attention) 연산을 수행할 수 있다.

더욱 바람직하게는, 상기 STA 블록 모듈은,[0035]

상기 교차 주의 연산을 통해, 상기 단기 메모리 특징을 강화하면서 상기 장기 메모리와 단기 메모리의 관계를[0036]

학습하여, 장기 시간 의존성을 인코딩하는 단기 시간적 특징을 생성할 수 있다.

더더욱 바람직하게는, 상기 STA 블록 모듈은,[0038]

상기 분할 모듈에서 분할된 모든 상기 단기 메모리 특징에 대해 생성된 상기 단기 시간적 특징을 연결하여 출력[0039]

특징을 얻을 수 있다.

바람직하게는, 상기 LTA 블록 모듈은,[0041]

상기 입력 비디오로부터 추출된 특징에 대한 기준점(reference point) 및 오프셋(offset)을 사용해 선택된 토큰[0042]

으로부터 키와 값을 계산하고, 상기 STA 블록 모듈의 출력 특징에서 생성된 쿼리 및 상기 계산된 키와 값을 사

용해 교차 주의 연산을 적용해 장기 시간적 특징을 강화할 수 있다.

바람직하게는,[0044]

상기 LTA 블록 모듈의 출력으로부터 행동 레이블을 예측하는 분류 헤드와 행동 경계(action boundary)를 예측하[0045]

는 회귀 헤드를 포함하여 구성되는 예측 헤드부를 더 포함할 수 있다.

상기한 목적을 달성하기 위한 본 발명의 특징에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 방법[0047]

은,

트랜스포머 기반으로 시간적 행동을 검출하는, 컴퓨터에서 각 단계가 수행되는 검출 방법으로서,[0048]

입력 비디오로부터 추출된 특징을 사용해 특징 피라미드 구조를 생성하여 여러 규모의 시간적 특징을 통합하고,[0049]

장기와  단기의  시간적  특징  간의  관계를  학습하여  장단기  시간적  주의(long-  and  short-term  temporal

attention; LSTA)를 연산하는 LSTA 연산부를 포함하는 LSTA 모델을 학습하는 학습 단계; 및

상기 학습된 LSTA 모델을 이용해 입력 비디오로부터 시간적 행동을 예측하는 예측 단계를 포함하되,[0050]

상기 LSTA 연산부는,[0051]

상기 입력 비디오에서 추출된 특징을 사용해 장기 메모리를 생성하는 CLM(compact long-term memory, 소형 장기[0052]

메모리) 모듈;

입력 특징을 나누어 단기 시간적 특징을 생성하고, 상기 CLM 모듈에서 구성된 장기 메모리와 상기 단기 시간적[0053]

특징을 사용해 장기와 단기의 시간적 특징 간의 관계를 학습하고 단기 시간적 특징을 강화하는 STA 블록 모듈;

및

장기 시간적 특징 전체에서 필요한 부분을 동적으로 학습하고 강화하는 LTA(long-term temporal attention) 블[0054]

록 모듈을 포함하며,
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상기 STA 블록 모듈이 복수의 레벨을 이루고 상위 레벨의 STA 블록 모듈은 하위 레벨의 STA 블록 모듈의 출력[0055]

특징을 입력 특징으로 사용하며, 각 레벨의 상기 STA 블록 모듈의 입력 및 출력 특징이 상기 특징 피라미드 구

조를 이루는 것을 그 구성상의 특징으로 한다.

바람직하게는, 상기 LSTA 모델은,[0057]

백본 네트워크를 통해 입력 비디오로부터 특징을 추출하고, 특징 임베딩을 통해 추출된 특징을 토큰화하는 특징[0058]

추출부를 더 포함할 수 있다.

바람직하게는, 상기 CLM 모듈은,[0060]

학습 가능한 두 개의 빈 쿼리(Query, Q)와 트랜스포머 모델의 디코더를 사용해 압축된 상기 장기 메모리를 생성[0061]

할 수 있다.

바람직하게는, 상기 STA 블록 모듈은,[0063]

미리 정의된 단기 윈도우(short-term window)를 사용해 입력 특징을 단기 메모리 특징으로 분할하고, 상기 분할[0064]

된 단기 메모리 특징으로부터 쿼리를 계산하며, 상기 CLM 모듈에서 생성된 장기 메모리로부터 키(Key, K) 및 값

(Value, V)을 계산하여, 상기 쿼리, 키 및 값을 사용해 교차 주의(cross-attention) 연산을 수행할 수 있다.

더욱 바람직하게는, 상기 STA 블록 모듈은,[0066]

상기 교차 주의 연산을 통해, 상기 단기 메모리 특징을 강화하면서 상기 장기 메모리와 단기 메모리의 관계를[0067]

학습하여, 장기 시간 의존성을 인코딩하는 단기 시간적 특징을 생성할 수 있다.

더더욱 바람직하게는, 상기 STA 블록 모듈은,[0069]

상기 분할 모듈에서 분할된 모든 상기 단기 메모리 특징에 대해 생성된 상기 단기 시간적 특징을 연결하여 출력[0070]

특징을 얻을 수 있다.

바람직하게는, 상기 LTA 블록 모듈은,[0072]

상기 입력 비디오로부터 추출된 특징에 대한 기준점(reference point) 및 오프셋(offset)을 사용해 선택된 토큰[0073]

으로부터 키와 값을 계산하고, 상기 STA 블록 모듈의 출력 특징에서 생성된 쿼리 및 상기 계산된 키와 값을 사

용해 교차 주의 연산을 적용해 장기 시간적 특징을 강화할 수 있다.

바람직하게는, 상기 LSTA 모델은,[0075]

상기 LTA 블록 모듈의 출력으로부터 행동 레이블을 예측하는 분류 헤드와 행동 경계(action boundary)를 예측하[0076]

는 회귀 헤드를 포함하여 구성되는 예측 헤드부를 더 포함할 수 있다.

발명의 효과

본 발명에서 제안하고 있는 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에 따르면, 시퀀스[0077]

분석 작업에서 중요한 장기 및 단기 시간적 특징 간의 상호 작용을 활용하는 장단기 시간적 주의 기반의 새로운

TAD 모델을 도입하되, 장기 메모리를 고려하여 단기 시간적 특징을 학습하고 강화하는 STA 블록 모듈과, 장기

시간적 특징 전체에서 필요한 부분을 동적으로 학습하고 강화하는 LTA 블록 모듈을 포함함으로써, 비디오의 장

단기 의존성을 이용해 시간적 행동 검출의 성능을 향상시킬 수 있다.
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더불어, 본 발명의 다양하면서도 유익한 장점과 효과는 상술한 내용에 한정되지 않으며, 본 발명의 구체적인 실[0079]

시 형태를 설명하는 과정에서 보다 쉽게 이해될 수 있을 것이다.

도면의 간단한 설명

도 1은 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치의 LSTA 모델 구성[0080]

을 도시한 도면.

도 2는 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치의 LSTA 모델 구조

를 도시한 도면.

도 3은 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 방법의 흐름을 도시한

도면.

도 4는 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, CLM

모듈의 메커니즘을 도시한 도면.

도 5는 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, STA

블록 모듈의 메커니즘을 도시한 도면.

도 6은 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, LTA

블록 모듈의 메커니즘을 도시한 도면.

도 7은 THUMOS14 데이터셋에서 IoU 임곗값의 변화에 따른 mAP(mean average precision) 값을 비교하여 표시한

도면.

도 8은 ActivityNet-1.3 데이터셋에서 IoU 임곗값의 변화에 따른 mAP 값을 비교하여 표시한 도면.

도 9는 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, 각

모듈의 효과를 나타낸 도면.

도 10은 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, STA

블록 모듈에서 사용하는 단기 윈도우 크기에 따른 효과를 나타낸 도면.

도 11은 THUMOS14 데이터셋에 대한 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동

검출 장치 및 방법의 시각화 결과를 도시한 도면.

발명을 실시하기 위한 구체적인 내용

아래에서는 첨부한 도면을 참조하여 본 발명이 속하는 기술 분야에서 통상의 지식을 가진 자가 용이하게 실시할[0081]

수  있도록  본  발명의  실시예를  상세히  설명한다.   그러나  본  발명은  여러  가지  상이한  형태로  구현될  수

있으며, 여기에서 설명하는 실시예에 한정되지 않는다.  그리고 도면에서 본 발명을 명확하게 설명하기 위해서

설명과 관계없는 부분은 생략하였으며, 명세서 전체를 통하여 유사한 부분에 대해서는 유사한 도면 부호를 붙였

다.

명세서 전체에서, 어떤 부분이 다른 부분과 "연결"되어 있다고 할 때, 이는 "직접적으로 연결"되어 있는 경우뿐[0083]

아니라, 그 중간에 다른 소자를 사이에 두고 "간접적으로 연결"되어 있는 경우도 포함한다.  또한 어떤 부분이

어떤 구성요소를 "포함"한다고 할 때, 이는 특별히 반대되는 기재가 없는 한 다른 구성요소를 제외하는 것이 아

니라 다른 구성요소를 더 포함할 수 있는 것을 의미하며, 하나 또는 그 이상의 다른 특징이나 숫자, 단계,

동작, 구성요소, 부분품 또는 이들을 조합한 것들의 존재 또는 부가 가능성을 미리 배제하지 않는 것으로 이해

되어야 한다.

이하의 실시예는 본 발명의 이해를 돕기 위한 상세한 설명이며, 본 발명의 권리 범위를 제한하는 것이 아니다.[0085]

따라서 본 발명과 동일한 기능을 수행하는 동일 범위의 발명 역시 본 발명의 권리 범위에 속할 것이다.
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또한, 본 발명의 각 실시예에 포함된 각 구성, 과정, 공정 또는 방법 등은 기술적으로 상호간 모순되지 않는 범[0087]

위 내에서 공유될 수 있다.

또한, 본 발명에 있어서 단말, 장치 또는 디바이스가 수행하는 것으로 기술된 동작이나 기능 중 일부는 해당 단[0089]

말, 장치 또는 디바이스와 연결된 서버에서 대신 수행될 수 있다. 마찬가지로, 서버가 수행하는 것으로 기술된

동작이나 기능 중 일부도 해당 서버와 연결된 단말, 장치 또는 디바이스에서 수행될 수도 있다.

특히, 본 발명의 각 실시예에 따른 시스템을 실행시키기 위한 수단으로는 애플리케이션(Application), 또는 웹[0091]

서버일 수 있으며, 이 애플리케이션, 또는 웹 서버를 기록한 기록매체를 읽을 수 있는 수단인 단말로는, 일반적

인 데스크톱이나 노트북 등의 일반 PC뿐만 아니라, 스마트 폰, 태블릿 PC, 등의 모바일 단말기를 포함할 수 있

다.

이하, 첨부된 도면을 참고하여 본 발명의 실시예들을 상세히 설명하도록 한다.[0093]

도 1은 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치의 LSTA 모델(10)[0095]

구성을 도시한 도면이고, 도 2는 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검

출 장치의 LSTA 모델(10) 구조를 도시한 도면이다.  도 1 및 도 2에 도시된 바와 같이, 본 발명의 일실시예에

따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치는, 입력 비디오로부터 추출된 특징을 사용해 특

징 피라미드 구조를 생성하여 여러 규모의 시간적 특징을 통합하고, 장기와 단기의 시간적 특징 간의 관계를 학

습하여 장단기 시간적 주의(LSTA)를 연산하는 LSTA  연산부(100)를 포함하여 구성될 수 있으며, 특징 추출부

(200) 및 예측 헤드부(300)를 더 포함하여 구성될 수 있다.  보다 구체적으로, 본 발명의 일실시예에 따른 비디

오의 장단기 의존성을 이용한 시간적 행동 검출 장치는, LSTA 연산부(100), 특징 추출부(200) 및 예측 헤드부

(300)를 포함하는 LSTA 모델(10)을 통해 입력 비디오로부터 시간적 행동을 예측할 수 있다.

여기서, LSTA 연산부(100)는, 입력 비디오에서 추출된 특징을 사용해 장기 메모리를 생성하는 CLM 모듈(110);[0097]

입력 특징을 나누어 단기 시간적 특징을 생성하고, CLM 모듈(110)에서 구성된 장기 메모리와 단기 시간적 특징

을 사용해 장기와 단기의 시간적 특징 간의 관계를 학습하고 단기 시간적 특징을 강화하는 STA 블록 모듈(120);

및 장기 시간적 특징을 학습하고 강화하는 LTA 블록 모듈(130)을 포함하며, STA 블록 모듈(120)이 복수의 레벨

을 이루고 상위 레벨의 STA 블록 모듈(120)은 하위 레벨의 STA 블록 모듈(120)의 출력 특징을 입력 특징으로 사

용하며, 각 레벨의 STA 블록 모듈(120)의 입력 및 출력 특징이 특징 피라미드 구조를 이룰 수 있다.

즉, 도 2에 도시된 바와 같이, LSTA 모델(10)은 행동을 예측하고 행동 경계를 추정하기 위해 장기 및 단기 시간[0099]

특징을 학습할 수 있다.  먼저, 특징 추출부(200)가 비디오 클립에서 특징 세트를 추출할 수 있다.  추출된 특

징은 단기 특징을 향상시키기 위해 STA 블록 모듈(120)에 의해 생성된 L 레벨의 특징 피라미드를 사용하여 다양

한 시간 척도를 고려할 수 있다.  그런 다음 특징 피라미드는 LTA 블록 모듈(130)을 통해 장기 특징이 강화되고

최종 출력이 생성될 수 있다.  마지막으로 공유된 예측 헤드부(300)는 분류 헤드(310) 및 회귀 헤드(320)를 포

함하여, 모든 단계에서 작업 후보를 생성하는 데 사용될 수 있다.

도 3은 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 방법의 흐름을 도시한[0101]

도면이다.  도 3에 도시된 바와 같이, 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행

동  검출  방법은,  트랜스포머  기반으로  시간적  행동을  검출하는  컴퓨터에서  각  단계가  수행되는  검출

방법으로서, 입력 비디오로부터 추출된 특징을 사용해 특징 피라미드 구조를 생성하여 여러 규모의 시간적 특징

을 통합하고, 장기와 단기의 시간적 특징 간의 관계를 학습하여 장단기 시간적 주의(LSTA)를 연산하는 LSTA 연

산부(100)를 포함하는 LSTA 모델(10)을 학습하는 학습 단계(S100); 및 학습된 LSTA 모델(10)을 이용해 입력 비
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디오로부터 시간적 행동을 예측하는 예측 단계(S200)를 포함하여 구현될 수 있다.

본 발명에서는, 장기 및 단기 시간적 특징을 활용하기 위해 장기 및 단기 시간적 주의(long- and short-term[0103]

temporal attention; LSTA)라고 불리는 새로운 메커니즘을 제안한다.  시퀀스 분석 작업에서 시간적 장기 및 단

기 특징 간의 상호 작용의 중요성을 고려하여 LSTA 모델(10)을 설계했다.  이러한 메커니즘은 각 시간 단계에서

장기 및 단기 표현을 모두 통합하고 상호 작용을 수행하여 시간적 특징을 향상시켜 TAD 모델이 더 나은 성능을

달성할 수 있도록 한다.  본 발명의 LSTA 모델(10)은 기존 모델의 접근 방식을 따라 3D CNN 백본을 활용하여 다

듬어지지 않은 비디오로부터 비디오 클립 특징을 구성할 수 있다.  그 후 비디오 클립 특징을 다운샘플링 하여

특징 피라미드 구조를 생성하여, 다중-시간 규모(multi-temporal scale) 특징의 계산을 용이하게 할 수 있다.

장기 및 단기 시간적 특징의 학습을 더욱 향상시키기 위해 STA 블록 모듈(120)과 LTA 블록 모듈(130)을 이 프로[0105]

세스에 통합할 수 있다.  STA 블록 모듈(120)은 먼저 백본 네트워크에 의해 추출된 특징을 임의의 크기의 블록

으로 나누어 단기 특징을 생성할 수 있다.  STA 블록 모듈(120)에서는, 생성된 단기 특징과 CLM 모듈(110)에서

생성된 추가적인 소형 장기 메모리(CLM)를 활용하여 장기 및 단기 특징 간의 관계를 효과적으로 학습할 수

있다.  이 프로세스를 통해 STA 블록 모듈(120)은 장기 및 단기 시간적 특징 간의 관계를 학습하고 단기 특징을

강화할 수 있다.  이어서 LTA 블록 모듈(130)은 장기 관계에 중요한 특징을 효율적으로 학습하고 강화할 수 있

다.  이를 통해 LTA 블록 모듈(130)은 출력의 중요한 특징을 다시 학습할 수 있다.

본 발명은, 각 특징을 학습하고 향상시키기 위해 시퀀스 분석 작업에서 중요한 장기 및 단기 시간적 특징 간의[0107]

상호 작용을 활용하는 LSTA 기반의 새로운 TAD 모델을 도입하되, 장기 메모리를 고려하여 단기 시간적 특징을

학습하고 강화하는 STA 블록 모듈(120)과, 장기 시간적 특징 전체에서 필요한 부분을 동적으로 학습하고 강화하

는 LTA 블록 모듈(130)을 포함함으로써, 비디오의 장단기 의존성을 이용해 시간적 행동 검출의 성능을 향상시킬

수 있다.

이하에서는, LSTA 모델(10)의 세부적인 구성에 대해 상세히 설명하도록 한다.[0109]

특징 추출부(200)는, 백본 네트워크를 통해 입력 비디오로부터 특징을 추출하고, 특징 임베딩을 통해 추출된 특[0111]

징을 토큰화할 수 있다.  도 2에 도시된 바와 같이, LSTA 모델(10)은 미리 학습된 백본 네트워크를 사용하여 입

력  비디오에  대한  특징  을  추출할  수  있다.   여기서,  T는  추출된  특징의  시간적  차원을

나타내고, C는 채널 차원을 나타낸다.  특징 임베딩을 통해, F는 로 토큰화되어 특징 피라미드

구조를 만드는 데 사용될 수 있다.

LSTA 연산부(100)는, 입력 비디오로부터 추출된 특징을 사용해 특징 피라미드 구조를 생성하여 여러 규모의 시[0113]

간적 특징을 통합하고,  장기와 단기의 시간적 특징 간의 관계를 학습하여 장단기 시간적 주의를 연산할 수

있다.  보다 구체적으로, LSTA 연산부(100)는, 특징 피라미드 구조를 사용하여 여러 규모의 시간적 특징을 통합

하고 단기 시간적 특징을 학습하고 강화하기 위해 새로운 STA 메커니즘을 사용할 수 있다.

도 1 및 도 2에 도시된 바와 같이, LSTA 연산부(100)는 CLM 모듈(110), STA 블록 모듈(120), LTA 블록 모듈[0115]

(130)을 포함하여 구성될 수 있다.  여기서, STA 블록 모듈(120)은 소형 장기 메모리(CLM)를 사용하여 구성할

수 있는 장기 메모리 E를 사용하여 단기 시간적 특징을 학습하고 강화할 수 있다.  그런 다음 이러한 특징은

LTA 블록 모듈(130)에 의해 처리되어 장기 시간적 특징을 동적으로 학습하고 강화하여 출력 을 생성할 수 있

다.  이하에서는, LSTA 연산부(100)의 세부적인 구성에 대해 상세히 설명하도록 한다.
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CLM 모듈(110)은, 입력 비디오에서 추출된 특징을 사용해 장기 메모리를 생성할 수 있다.  보다 구체적으로,[0117]

CLM 모듈(110)은, 학습 가능한 두 개의 빈 쿼리(Query, Q)와 트랜스포머 모델의 디코더를 사용해 압축된 장기

메모리를 생성할 수 있다.

도 4는 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, CLM[0119]

모듈(110)의 메커니즘을 도시한 도면이다.  도 4에 도시된 바와 같이, 본 발명의 일실시예에 따른 비디오의 장

단기 의존성을 이용한 시간적 행동 검출 장치 및 방법의 CLM 모듈(110)은, 단기 메모리와 장기 메모리 간의 관

계를 학습하기 위해 특징 임베딩 F를 사용하여 장기 메모리 E를 생성할 수 있다.  F를 직접 사용하면 T
2
의 시간

복잡성이  발생하여  계산  시간이  크게  증가한다.   따라서  LSTR(Long  Short-term  TRansformer)  (비특허문헌

0010)에서 영감을 받아 전체 시간 특성을 나타내는 학습 가능한 빈 쿼리 Q1 및 Q2(Q2<Q1<T)를 사용하여 압축된

장기 메모리 E를 구성할 수 있다.

수학식 1

[0121]

수학식 1에서 Decoder는 LSTR을 따르는 트랜스포머 모델 (비특허문헌 0009)의 디코더를 의미한다.[0123]

STA 블록 모듈(120)은, 입력 특징을 나누어 단기 시간적 특징을 생성하고, CLM 모듈(110)에서 구성된 장기 메모[0125]

리와 생성된 단기 시간적 특징을 사용해 장기와 단기의 시간적 특징 간의 관계를 학습하고 단기 시간적 특징을

강화할 수 있다.  보다 구체적으로, STA 블록 모듈(120)은, 미리 정의된 단기 윈도우를 사용해 입력 특징을 단

기 메모리 특징으로 분할하고, 분할된 단기 메모리 특징으로부터 쿼리를 계산하며, CLM 모듈(110)에서 생성된

장기 메모리로부터 키(Key, K) 및 값(Value, V)을 계산하여, 쿼리, 키 및 값을 사용해 교차 주의 연산을 수행할

수 있다.  STA 블록 모듈(120)은, 교차 주의 연산을 통해, 단기 메모리 특징을 강화하면서 장기 메모리와 단기

메모리의 관계를 학습하여, 장기 시간 의존성을 인코딩하는 단기 시간적 특징을 생성할 수 있다.  STA 블록 모

듈(120)은, 분할 모듈에서 분할된 모든 단기 메모리 특징에 대해 생성된 단기 시간적 특징을 연결하여 출력 특

징을 얻을 수 있다.

도 5는 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, STA[0127]

블록 모듈(120)의 메커니즘을 도시한 도면이다.  도 5에 도시된 바와 같이, 본 발명의 일실시예에 따른 비디오

의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법의 STA 블록 모듈(120)은, 단기 시간적 특징을 학습

하고 강화하기 위해 단기 시간적 주의(Short-term attention; STA)를 학습할 수 있다.  임의의 크기의 시간 윈

도우를 사용하는 것과 같은 단순한 접근법을 학습에 사용할 수도 있지만, 본 발명에서는 단기 및 장기 시간 정

보 간의 상호 작용을 학습하기 위해 장기 메모리 쿼리를 적용할 수 있다.

먼저, 입력 Z는 크기 S의 미리 정의된 단기 윈도우를 사용하여 단기 메모리 특징 Zshort={Zi}
I

i=1으로 분할되며, 여[0129]

기서 I=T/S는 STA 연산에서 쿼리 Q로 사용될 수 있다.  STA에서는 교차 주의 연산을 통해 단기 메모리 특징이

강화되는 동안, 단기 메모리와 장기 메모리의 관계를 학습할 수 있다.  이때, 장기 메모리 E는 키(K)와 값(V)

쌍으로 사용되고, 분할된 단기 메모리 특징 Zshort는 쿼리 Q로 사용될 수 있다.  이 연산은 다음 수학식 2 및 3과

같이 공식화될 수 있다.
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수학식 2

[0131]

수학식 3

[0133]

여기서, K, V는 학습 가능한 매개 변수 Wk 및 Wv를 갖는 선형 투영 층(linear projection layer)을 사용하여 E[0135]

로부터 계산될 수 있다.  또한, Zshort는 학습 가능한 매개 변수 Wq를 갖는 선형 투영 층을 통해 적용되는 Q로 사

용될 수 있다.  또한 Q, K 및 V는 교차 주의 연산을 수행하여 장기 시간 의존성을 인코딩하는 단기 시간적 특징

이 생성될 수 있다.  이 프로세스를 I번 반복한 후 모든 출력된 단기 시간적 특징을 연결하여 최종 출력 특징 Z

를 얻을 수 있다.

LTA 블록 모듈(130)은, 장기 시간적 특징 전체에서 필요한 부분을 동적으로 학습하고 강화할 수 있다.  보다 구[0137]

체적으로, LTA 블록 모듈(130)은, 입력 비디오로부터 추출된 특징에 대한 기준점(reference point) 및 오프셋

(offset)을 사용해 선택된 토큰으로부터 키와 값을 계산하고, STA 블록 모듈(120)의 출력 특징에서 생성된 쿼리

및 계산된 키와 값을 사용해 교차 주의 연산을 적용해 장기 시간적 특징을 강화할 수 있다.

도 6은 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, LTA[0139]

블록 모듈(130)의 메커니즘을 도시한 도면이다.  도 6에 도시된 바와 같이, 본 발명의 일실시예에 따른 비디오

의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법의 LTA 블록 모듈(130)은, 특징 임베딩 F에 대한 장

기 시간적 특징을 강화하기 위해 STA 블록 모듈(120)에서 강화된 단기 시간적 특징을 활용할 수 있다.  앞서 언

급한 바와 같이 STA 블록 모듈(120)에서 F에 대해 전체 시간 T에 걸쳐 주의를 적용하는 것은 계산 비용이 많이

든다.  따라서 본 발명에서는 F에 영향을 미치는 필수 토큰을 유연하게 선택할 수 있는 변형 주의(deformable

attention)를 가진 LTA를 제안한다.

먼저, 전체 특징 F에 대한 기준점 p를 생성하고 컨볼루션 레이어에서 학습된 오프셋 θ를 사용하여 필요한 토큰[0141]

좌푯값을 생성하여 K와 V를 계산할 수 있다.  그런 다음 STA 블록 모듈(120)의 출력인 Z에서 생성된 Q와 앞서

계산된 K, V로 교차 주의를 적용하여 장기 시간적 특징을 강화할 수 있다.  LTA는 다음 수학식 4 내지 7을 통해

정의할 수 있다:

수학식 4

[0143]

공개특허 10-2025-0023864

- 15 -



수학식 5

[0145]

수학식 6

[0147]

수학식 7

[0149]

여기서, φ는 기준점 p와 오프셋 θ를 이용하여 토큰 좌표값을 학습하고 생성하는 함수이며, , , [0151]

는 Q, K, V를 생성하기 위해 사용되는 학습 가능한 파라미터이다.  LTA 블록 모듈(130)의 출력, 즉 로부터

이하에서 상세히 설명할 예측 헤드부(300)가 행동 클래스 레이블과 행동 경계를 예측하기 위해 두 개의 헤드를

사용할 수 있다.

예측 헤드부(300)는, LTA 블록 모듈(130)의 출력으로부터 행동 레이블을 예측하는 분류 헤드(310)와 행동 경계[0153]

(action boundary)를 예측하는 회귀 헤드(320)를 포함할 수 있다.  여기서, 분류 헤드(310)는 를 사용하여

행동 레이블을 예측하고, 회귀 헤드(320)는 를 사용하여 행동 경계를 예측할 수 있다.  최종 결과는 Y=(yt,

y
s

t, y
e

t)로 표현되며, 여기서 yt는 시간 t에서의 행동 레이블의 예측 확률이고 y
s

t와 y
e

t는 시간 t에서 행동의 시

작과 종료까지의 예측 거리를 각각 나타낸다.

분류 헤드(310)는, 세 개의 컨볼루션, 두 개의 계층 놈(norm), ReLU 활성화 함수로 구성될 수 있으며, 각 프레[0155]

임에 대한 C  행동 클래스를 예측할 수 있다.  이진 분류를 위해 초점 손실(focal  loss)  Lclass  (비특허문헌

0002)를 이용해 이 헤드를 학습시킬 수 있는데, 이는 데이터 불균형에 강건하다.

회귀 헤드(320)는, 분류 헤드(310)와 유사한 구조를 가지며 각 프레임에서 행동 경계까지의 거리를 예측할 수[0157]

있다.  회귀 헤드(320)는 DIoU  손실 (비특허문헌 0005)을 사용하는 Lreg로 정규화될 수 있다.  총 학습 손실

Ltotal에 대한 공식은 다음과 같이 정의될 수 있다:
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수학식 8

[0159]

여기서, T+는 양의 샘플 수를 나타내고, 는 시간 스텝 t에서 전경과 배경을 구분하는 지시 함수이다.[0161]

실험[0163]

여기서는 실험에 사용된 데이터세트와 제안된 모델의 하이퍼 파라미터 등 구현 세부 사항을 소개한다.  제안된[0164]

LSTA 모델(10)의 경쟁력 있는 성능을 입증하기 위해 기존 SoTA 모델을 사용하여 비교 실험을 수행했다.  또한

LSTA 모델(10)의 각 모듈을 분석하기 위해 절제 연구를 수행했다.

(1) 실험 설정[0166]

데이터세트[0167]

본 발명에서는 THUMOS14 데이터세트 및 ActivityNet-1.3 데이터세트를 사용하여 실험을 수행했다.  THUMOS14 데[0168]

이터세트는 20개의 행동 클래스와 413개의 비디오 시퀀스로 구성된다.  데이터세트는 유효성 검사 세트를 사용

하여 200개의 비디오 시퀀스와 테스트 세트를 사용하여 평가되었다.  ActivityNet-1.3 데이터세트는 20,000개의

비디오 시퀀스와 200개의 행동 클래스를 포함하는 대규모 데이터세트이다.  데이터세트는 학습용 10,024개, 유

효성 검사용 4,926개, 테스트용 5,044개의 비디오로 구성된다.

구현 세부 정보[0170]

이 실험에서는 PyTorch 소프트웨어를 사용하여 제안된 LSTA 모델(10)을 구현했다.  ActionFormer (비특허문헌[0171]

0012)와 유사하게, 본 실험에서는 사전 학습된 two-stream I3D 및 R(2+1)D에서 사전 추출된 특징을 사용했다.

THUMOS14 데이터세트 실험의 경우 AdamW를 옵티마이저로 선택하고 배치 크기 8, 학습률 0.0001, weight decay

0.05로 30개의 에포크에 대해 모델을 학습했다.  ActivityNet-1.3 데이터세트 실험의 경우 배치 크기 32, 학습

률 0.001, weight decay 0.05, 10개의 에포크에 대해 학습했다.  Soft-NMS를 후처리에 사용했으며, 실험은 단

일 GeForce RTX 3090 GPU가 있는 시스템을 사용하여 수행되었다.

평가 메트릭[0173]

본 실험에서는 IoU(intersection over union) 임곗값과 mAP(mean average precision)를 사용하여 성능을 평가[0174]

했다.  THUMOS14 데이터세트의 경우 IoU 임곗값을 [0.3:0.1:0.7]로  보고했다.  ActivityNet-1.3 데이터세트의

경우 IoU 임곗값 [0.5,0.75,0.95]에서의 결과를 보고하고, 평균 mAP를 [0.5:0.05:0.95]에서 계산했다.

(2) 최첨단 방법과의 비교[0176]

ThUMOS14 데이터세트[0177]

도 7은 THUMOS14 데이터셋에서 IoU 임곗값의 변화에 따른 mAP 값을 비교하여 표시한 도면이다.  표에서 “[ ]”[0178]

안의 숫자는 선행기술문헌 번호를 나타낸다.  여기서, THUMOS14 데이터세트에 대한 실험을 위해 백본 네트워크

로 I3D를 사용했다.  도 7에 나타난 바와 같이 제안된 LSTA 모델(10)(“LS-TAD”)은 기존 SoTA 모델과 비교하여

경쟁력 있는 성능을 보여줌을 확인할 수 있다.  특히 LSTA 모델(10)은 평균 mAP가 68.2%로 차이가 나서 두 번째

로 높은 성능을 보였고, 트랜스포머 기반 TAD의 기준 모델인 ActionFormer(비특허문헌 0012)와 비교할 때 1.4%

성능이 더 좋았다.  제안된 모델은 최고 성능의 TriDet 모델보다 1.1% 낮은 성능을 보였지만 큰 차이는 없었으
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며, IoU 임곗값을 0.6 또는 0.7로 설정했을 때도 비슷한 성능이 관찰되었다.

ActivityNet-1.3 데이터세트[0180]

도  8은  ActivityNet-1.3  데이터셋에서  IoU  임곗값의  변화에  따른  mAP  값을  비교하여  표시한  도면이다.[0181]

ActivityNet-1.3 데이터세트에서 수행된 실험의 경우 R(2+1)D를 백본 네트워크로 사용했다.  전체적으로 본 발

명의  LSTA  모델(10)은  기존  SoTA  모델과  비교하여  경쟁력  있는  성능을  달성했다.   LSTA  모델(10)은

ActivityNet-1.3에서 TriDet보다 평균 mAP가 0.3% 더 높았다.  이 결과는 THUMOS14와 ActivityNet-1.3 사이의

데이터세트 특성의 차이 때문으로 생각된다.  장기 및 단기 시간적 특징을 학습할 때는 더 복잡한 시간 패턴을

학습해야 하므로, 데이터가 많을수록 모델은 더 정확한 시간적 특징을 학습할 수 있고, 작은 데이터세트의 경우

모델이 일반화하기가 어려워 성능이 저하된다.  따라서 실험 결과를 통해 볼 수 있듯이 THUMOS14 데이터세트보

다 ActivityNet-1.3 데이터세트에서 수행된 실험은 더 나은 성능을 보일 것이다.  학습을 위해 SlowFast를 백본

네트워크로 사용하는 2단계 모델인 TCANet(비특허문헌 0004)이 가장 좋은 성능을 보였다.  더 나은 백본 네트워

크를 사용할 때 성능 향상을 기대할 수 있으므로, 본 발명의 LSTA 모델(10)에 SlowFast를 백본으로 적용하였을

때 더 나은 성능을 달성할 것으로 기대된다.

(3) 절제 실험(Ablation study)[0183]

여기서는, 여러 절제 실험의 결과를 바탕으로 LSTA 모델(10)의 성능을 검증한다.[0184]

각 모듈의 효과[0186]

도 9는 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, 각[0187]

모듈의 효과를 나타낸 도면으로, CLM 모듈(110), STA 블록 모듈(120), LSTA 블록 모듈(120) 각각이 전체 성능에

어떠한 영향을 미치는지를 나타낸 것이다.  도 9에서 확인할 수 있는 바와 같이, 제안한 모든 모듈을 함께 사용

하였을 때 ActivityNet-1.3에서 가장 좋은 평균 mAP 성능인 37.1%를 달성하였다.  구체적으로는 CLM 모듈(11

0)을 적용하였을 때 성능이 다소 향상되었으며, STA 블록 모듈(120)과 LTA 블록 모듈(130)을 별도로 사용하였을

때보다 두 모듈을 함께 사용하였을 때 성능이 더 좋아졌다.  따라서 STA와 LTA를 유연하게 결합하여 장기적인

시간적 특징을 효과적으로 학습할 수 있다고 결론지을 수 있다.

단기 창 크기 수의 효과[0189]

도 10은 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방법에서, STA[0190]

블록 모듈(120)에서 사용하는 단기 윈도우 크기에 따른 효과를 나타낸 도면이다.  도 10에서 확인할 수 있는 바

와 같이, 실험 결과는 단기 윈도우의 크기가 12일 때 LSTA 모델(10)의 성능이 가장 우수하며, 윈도우 크기가 12

에서 벗어날수록 성능이 점차 감소하는 것으로 나타났다.  따라서 본 발명에서는 고정된 윈도우 크기인 12를 이

용하여 실험을 진행하였다.  비디오 시퀀스에서 동작의 길이는 데이터셋에 따라 다를 수 있기 때문에 각 데이터

셋의 특성에 따라 다른 윈도우 크기가 성능에 영향을 줄 수 있다.

시각화[0192]

도 11은 THUMOS14 데이터셋에 대한 본 발명의 일실시예에 따른 비디오의 장단기 의존성을 이용한 시간적 행동[0193]

검출 장치 및 방법의 시각화 결과를 도시한 도면이다.  도 11에서 보라색 막대와 노란색 막대는 각각 행동 경계

에 대한 실제 값과 LSTA 모델(10)의 예측 결과를 나타낸다.  실험 결과로부터 모델이 행동 경계에 대한 세밀한

예측을 생성하여 행동과 행동 경계 모두에 대한 정확한 예측을 보여줌을 알 수 있다.

전술한 바와 같이, 본 발명에서 제안하고 있는 비디오의 장단기 의존성을 이용한 시간적 행동 검출 장치 및 방[0195]

법에 따르면, 시퀀스 분석 작업에서 중요한 장기 및 단기 시간적 특징 간의 상호 작용을 활용하는 장단기 시간

적 주의 기반의 새로운 TAD 모델을 도입하되, 장기 메모리를 고려하여 단기 시간적 특징을 학습하고 강화하는
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STA 블록 모듈(120)과, 장기 시간적 특징 전체에서 필요한 부분을 동적으로 학습하고 강화하는 LTA 블록 모듈

(130)을 포함함으로써, 비디오의 장단기 의존성을 이용해 시간적 행동 검출의 성능을 향상시킬 수 있다.

한편, 본 발명은 다양한 통신 단말기로 구현되는 동작을 수행하기 위한 프로그램 명령을 포함하는 컴퓨터에서[0197]

판독 가능한 매체를 포함할 수 있다.  예를 들어, 컴퓨터에서 판독 가능한 매체는, 하드 디스크, 플로피 디스크

및 자기 테이프와 같은 자기 매체(magnetic media), CD_ROM, DVD와 같은 광기록 매체(optical media), 플롭티

컬 디스크(floptical disk)와 같은 자기-광 매체(magneto-optical media) 및 롬(ROM), 램(RAM), 플래시 메모리

등과 같은 프로그램 명령을 저장하고 수행하도록 특별히 구성된 하드웨어 장치를 포함할 수 있다.

이와 같은 컴퓨터에서 판독 가능한 매체는 프로그램 명령, 데이터 파일, 데이터 구조 등을 단독으로 또는 조합[0199]

하여 포함할 수 있다.  이때, 컴퓨터에서 판독 가능한 매체에 기록되는 프로그램 명령은 본 발명을 구현하기 위

하여 특별히 설계되고 구성된 것들이거나 컴퓨터 소프트웨어 당업자에게 공지되어 사용 가능한 것일 수도 있다.

예를 들어, 컴파일러에 의해 만들어지는 것과 같은 기계어 코드뿐만 아니라 인터프리터 등을 사용해서 컴퓨터에

의해 실행될 수 있는 고급 언어 코드를 포함할 수 있다.

전술한 본 발명의 설명은 예시를 위한 것이며, 본 발명이 속하는 기술분야의 통상의 지식을 가진 자는 본 발명[0201]

의 기술적 사상이나 필수적인 특징을 변경하지 않고서 다른 구체적인 형태로 쉽게 변형이 가능하다는 것을 이해

할 수 있을 것이다.  그러므로 이상에서 기술한 실시예들은 모든 면에서 예시적인 것이며 한정적이 아닌 것으로

이해해야만 한다.  예를 들어, 단일형으로 설명된 각 구성요소는 분산되어 실시될 수도 있으며, 마찬가지로 분

산된 것으로 설명된 구성 요소들도 결합된 형태로 실시될 수 있다.

본 발명의 범위는 상기 상세한 설명보다는 후술하는 특허청구범위에 의하여 나타내어지며, 특허청구범위의 의미[0203]

및 범위 그리고 그 균등 개념으로부터 도출되는 모든 변경 또는 변형된 형태가 본 발명의 범위에 포함되는 것으

로 해석되어야 한다.

부호의 설명

10: LSTA 모델[0204]

100: LSTA 연산부

110: CLM 모듈

120: STA 블록 모듈

130: LTA 블록 모듈

200: 특징 추출부

300: 예측 헤드부

310: 분류 헤드

320: 회귀 헤드

S100: 학습 단계

S200: 예측 단계
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