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본 발명은 다양한 클라이언트 단말과 서버가 연합하여 연합 학습을 수행하고, 특정 클라이언트 단말에 적합하도

록 개인화 작업을 수행하는 기술에 관한 것이다. 보다 구체적으로 본 발명은, 로컬 모델을 저장하고, 서비스 제

공자 서버로부터 글로벌 모델을 수신하며, 상기 수신된 글로벌 모델을 복제한 연합 모델과 상기 수신된 글로벌

모델과 상기 로컬 모델을 혼합한 개인화 모델을 생성하고, 상기 생성된 개인화 모델에 기초하여 상기 수신된 글

로벌 모델을 학습시킨 연합 모델을 생성하며, 상기 생성된 연합 모델을 상기 서비스 제공자 서버로 전송하는 연

합 학습 기술에 관한 것이다.

대 표 도 - 도6

공개특허 10-2023-0041133

- 1 -

공개특허 10-2023-0041133



(52) CPC특허분류

     G06N 3/08 (2023.01)

청구범위유예 :  있음 

임시명세서출원 :  있음 

공개특허 10-2023-0041133

- 2 -



명 세 서

청구범위

청구항 1 

연합 학습을 수행하는 단말의 제어 방법에 있어서,

로컬 모델을 저장하는 단계;

서비스 제공자 서버로부터 글로벌 모델을 수신하는 단계;

상기 수신한 글로벌 모델을 복제하여 연합 모델로 설정하는 단계;

상기 연합 모델과 상기 로컬 모델을 혼합한 개인화 모델을 생성하는 단계;

상기 생성된 개인화 모델에 기초하여 상기 연합 모델을 학습시키는 단계; 및

상기 학습된 연합 모델을 상기 서비스 제공자 서버로 전송하는 단계를 포함하는,

연합 학습을 수행하는 단말의 제어 방법.

청구항 2 

제 1 항에 있어서,

상기 생성된 개인화 모델에 기초하여 상기 저장된 로컬 모델과 상기 연합 모델을 업데이트하는 단계를 더 포함

하는,

연합 학습을 수행하는 단말의 제어 방법.

청구항 3 

제 1 항에 있어서, 상기 개인화 모델을 생성하는 단계는,

난수를 생성하는 단계; 및

상기 생성된 난수에 기초하여 상기 복제된 연합 모델과 상기 로컬 모델을 혼합하여 개인화 모델을 구성하는 단

계를 포함하는,

연합 학습을 수행하는 단말의 제어 방법.

청구항 4 

제 1 항에 있어서, 상기 연합 모델을 생성하는 단계는,

손실 함수를 계산하는 단계; 및

상기 손실 함수를 최소화하ㄴ는 방향으로 상기 개인화 모델을 학습하는 단계를 포함하되,

상기 손실 함수는, 상기 연합 모델과 상기 로컬 모델의 직교성을 유도하기 위한 제1규제항을 포함하는,

연합 학습을 수행하는 단말의 제어 방법.

청구항 5 

제 4 항에 있어서, 상기 제1규제항은,
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상기 연합 모델과 상기 로컬 모델의 코사인 유사도를 포함하는,

연합 학습을 수행하는 단말의 제어 방법.

청구항 6 

제 4 항에 있어서, 상기 손실 함수는,

상기 연합 모델과 상기 로컬 모델 간에 거리를 제한하는 제2규제항을 포함하는,

연합 학습을 수행하는 단말의 제어 방법.

청구항 7 

제 1 항에 있어서,

학습 사이클이 충분히 반복되었는지 판단하는 단계를 더 포함하되,

상기 판단 결과 충분히 반복되지 않은 경우, 상기 수신하는 단계 내지 상기 전송하는 단계의 학습 사이클을 반

복적으로 수행하는,

연합 학습을 수행하는 단말의 제어 방법.

청구항 8 

연합 학습을 수행하는 단말에 있어서,

로컬 모델을 저장하는 모델 저장부;

서비스 제공자 서버와 데이터를 주고받기 위한 통신부; 및

연합 학습을 수행하는 제어부를 포함하되,

상기 제어부는,

상기 서비스 제공자 서버로부터 글로벌 모델을 수신하고,

상기 수신된 글로벌 모델을 복제하여 연합 모델을 생성하고,

상기 연합 모델과 상기 로컬 모델을 혼합한 개인화 모델을 생성하며,

상기 생성된 개인화 모델에 기초하여 상기 연합 모델을 학습시키고,

상기 학습된 연합 모델을 상기 서비스 제공자 서버로 전송하는,

연합 학습을 수행하는 단말.

청구항 9 

제 8 항에 있어서, 상기 제어부는,

상기 생성된 개인화 모델에 기초하여 상기 저장된 로컬 모델과 연합 모델을 업데이트하는,

연합 학습을 수행하는 단말.

청구항 10 

제 8 항에 있어서, 상기 제어부는 상기 개인화 모델을 학습하는데 있어서,
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난수를 생성하고, 상기 생성된 난수에 기초하여 상기 연합 모델과 상기 로컬 모델을 혼합하는,

연합 학습을 수행하는 단말.

청구항 11 

제 8 항에 있어서, 상기 제어부는 상기 연합 모델을 생성하는데 있어서,

손실 함수를 계산하고,

상기 손실 함수를 최소화하는 방향으로 상기 개인화 모델을 학습하되,

상기 손실 함수는, 상기 연합 모델과 상기 로컬 모델의 직교성을 유도하기 위한 제1규제항을 포함하는,

연합 학습을 수행하는 단말.

청구항 12 

제 11 항에 있어서, 상기 제1규제항은,

상기 연합 모델과 상기 로컬 모델의 코사인 유사도를 포함하는,

연합 학습을 수행하는 단말.

청구항 13 

제 11 항에 있어서, 상기 손실 함수는,

상기 연합 모델과 상기 수신된 글로벌 모델 간에 거리를 제한하는 제2규제항을 포함하는,

연합 학습을 수행하는 단말.

청구항 14 

제 8 항에 있어서, 상기 제어부는,

학습 사이클이 충분히 반복되었는지 판단하되,

상기 판단 결과 충분히 반복되지 않은 경우, 상기 수신하는 단계 내지 상기 전송하는 단계의 학습 사이클을 반

복적으로 수행하는,

연합 학습을 수행하는 단말.

청구항 15 

연합 학습을 수행하는 시스템에 있어서,

상기 적어도 하나의 클라이언트 단말에 글로벌 모델을 제공하는 서비스 제공자 서버; 및

상기 서비스 제공자 서버로부터 글로벌 모델을 수신하고, 수신된 글로벌 모델을 복제하여 연합 모델을 구성한

뒤 업데이트하는 적어도 하나의 클라이언트 단말을 포함하되,

상기 클라이언트 단말 각각은,

로컬 모델, 상기 연합 모델 및 상기 글로벌 모델을 저장하고,

상기 복제한 연합 모델과 상기 로컬 모델을 혼합한 개인화 모델을 생성하며,
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상기 생성된 개인화 모델에 기초하여 상기 연합 모델을 학습시키고,

상기 학습된 연합 모델을 상기 서비스 제공자 서버로 전송하는,

연합 학습을 수행하는 시스템.

발명의 설명

기 술 분 야

본 발명은 데이터 분산 환경에서 모델을 학습할 수 있는 기술에 관한 것으로, 보다 구체적으로 개인 정보가 존[0001]

재할 수 있는 민감한 데이터가 다양한 곳에서 생성됨에 따라 분산되어 저장되어 있는 환경에서 여러 클라이언트

가 연합하여 모델에 대한 학습 및 모델의 개인화를 수행하는 기술에 관한 것이다.

배 경 기 술

인공지능(AI, Artificial Intelligence) 기반 서비스의 핵심은 방대한 양의 학습 데이터에 기반하여 충분하게[0003]

인공지능 모델을 학습하는 것이다. 인공지능 모델의 성능은 충분한 학습에 기반하기 때문이다.

첨단 통신 기술과 컴퓨팅 기술의 비약적인 발전으로 인하여 보급된 방대한 수의 클라이언트 단말 각각은 데이터[0004]

생산자이자 동시에 데이터 보관자로 기능한다. 그렇기 때문에 데이터 중앙 집중 식 환경에서 인공지능 모델(머

신 러닝이나 딥 러닝 등)을 훈련하는 것은 효과적이지 못하다. 특히, 이러한 데이터에는 다른 장소로 공유하거

나 전송할 수 없는 개인 정보가 포함되어 있기 때문에, 어느 한 곳에서 수집하는 것이 불가능하기 때문이다.

이와 같이 인공지능 모델을 학습하기 위한 학습 데이터는 다양한 곳에서 생성되고 저장되기 때문에, 이러한 데[0005]

이터 분산 환경에서의 학습은 많은 AI  기반 서비스 제공업체의 관심 과제이다. 이러한 상황에서 연합 학습

(Federated Learning)이 주요 솔루션으로 자리 잡았지만 개인화 측면에서는 여전히 개선의 여지가 있다.

연합 학습 시스템에 있어서의 학습은 일반적으로 모든 클라이언트 장치에 동일하게 배포되는 ㄴ글로벌 모델을[0006]

최적화하는데 중점을 둔다. 그러나 로컬 데이터의 분포가 클라이언트 간에 서로 다르다는 가정하에 단일 글로벌

모델은 각 클라이언트의 개인화 성능을 이끌어내기에 충분하지 못할 것이다.

이에 따라, 연합 학습 시스템을 통하여 학습된 인공지능 모델에 대해서 각 클라이언트에 효과적으로 개인화가[0007]

가능한 모델을 형성하는 기술에 대한 연구가 요구되는 실정이다.

발명의 내용

해결하려는 과제

본 발명이 해결하고자 하는 과제는 연합 학습 시스템에서 학습된 글로벌 모델에 대해서 각 클라이언트 단말에[0009]

최적화된 개인화 모델을 구성하는 방법을 제공하는 것이다.

본 발명이 해결하고자 하는 다른 과제는 글로벌 모델과 로컬 모델의 두 끝점 사이에 저 손실 부분 공간(low-[0010]

loss subspace) 연속체를 통하여 개인화 모델의 학습 방법을 제공하는 것이다.

본 발명에서 이루고자 하는 기술적 과제들은 이상에서 언급한 기술적 과제들로 제한되지 않으며, 언급하지 않은[0011]

또 다른 기술적 과제들은 아래의 기재로부터 본 발명이 속하는 기술분야에서 통상의 지식을 가진 자에게 명확하

게 이해될 수 있을 것이다.

과제의 해결 수단

상기 또는 다른 과제를 해결하기 위해 본 발명의 일 측면에 따르면, 연합 학습을 수행하는 단말의 제어 방법에[0013]

있어서, 로컬 모델을 저장하는 단계; 서비스 제공자 서버로부터 글로벌 모델을 수신하는 단계; 상기 수신된 글
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로벌 모델을 복제하여 연합 모델로 설정하는 단계; 상기 연합 모델과 상기 로컬 모델을 혼합한 개인화 모델을

생성하는 단계;  상기 생성된 개인화 모델에 기초하여 상기 수신된 연합 모델과 로컬 모델을 업데이트 하는

단계; 및 상기 생성된 연합 모델을 상기 서비스 제공자 서버로 전송하는 단계; 서비스 제공자 서버가 연합 모델

들을 클라이언트로부터 취합하여 새로운 글로벌 모델을 구성하는 단계를 포함하는, 연합 학습을 수행하는 단말

의 제어 방법을 제공한다.

상기 생성된 개인화 모델에 기초하여 상기 저장된 로컬 모델을 업데이트하는 단계를 더 포함할 수 있다.[0014]

상기 개인화 모델을 생성하는 단계는, 난수를 생성하는 단계; 및 상기 생성된 난수에 기초하여 상기 구성된 연[0015]

합 모델과 상기 로컬 모델을 혼합하여 개인화 모델을 구성하는 단계를 포함할 수 있다.

상기 개인화 모델을 훈련하는 단계는, 손실 함수를 계산하는 단계; 및 상기 손실 함수를 최소화하는 방향으로[0016]

상기 연합 모델과 로컬 모델을 동시에 학습하는 단계를 포함하되, 상기 손실 함수는, 상기 연합 모델과 상기 로

컬 모델의 직교성을 유도하기 위한 제1규제항을 포함할 수 있다.

상기 제1규제항은, 상기 연합 모델과 상기 로컬 모델의 코사인 유사도를 0으로 강제하는 것을 포함할 수 있다.[0017]

상기 손실 함수는, 상기 연합 모델과 상기 로컬 모델 간에 거리를 제한하는 제2규제항을 포함할 수 있다.[0018]

학습 사이클이 충분히 반복되었는지 판단하는 단계를 더 포함하되, 상기 판단 결과 충분히 반복되지 않은 경우,[0019]

상기 수신하는 단계 내지 상기 전송하는 단계의 학습 사이클을 반복적으로 수행할 수 있다.

상기 또는 다른 과제를 해결하기 위해 본 발명의 다른 측면에 따르면, 연합 학습을 수행하는 단말에 있어서, 로[0021]

컬 모델을 저장하는 모델 저장부; 서비스 제공자 서버와 모델을 주고받기 위한 통신부; 및 연합 학습을 수행하

는 제어부를 포함하되, 상기 제어부는, 상기 서비스 제공자 서버로부터 글로벌 모델을 수신하고, 상기 수신된

글로벌 모델을 복제하여 구성한 연합 모델을 혼합한 개인화 모델을 생성하며, 상기 생성된 개인화 모델에 기초

하여 상기 수신된 연합 모델과 로컬 모델을 업데이트하고, 상기 생성된 연합 모델을 상기 서비스 제공자 서버로

전송하는, 연합 학습을 수행하는 단말을 제공한다.

상기 제어부는, 상기 생성된 개인화 모델에 기초하여 상기 저장된 로컬 모델과 연합 모델을 동시에 업데이트할[0022]

수 있다. 상기 제어부는 상기 개인화 모델을 생성하는데 있어서, 난수를 생성하고, 상기 생성된 난수에 기초하

여 상기 연합 모델과 상기 로컬 모델을 혼합하여 개인화 모델을 구성할 수 있다.

상기 제어부는 상기 개인화 모델을 업데이트 하는데 있어서, 손실 함수를 계산하고, 상기 손실 함수를 최소화하[0023]

는 방향으로 상기 연합 모델과 로컬 모델을 학습하되, 상기 손실 함수는, 상기 연합 모델과 상기 로컬 모델의

직교성을 유도하기 위한 제1규제항을 포함할 수 있다.

상기 제1규제항은, 상기 연합 모델과 상기 로컬 모델의 코사인 유사도를 포함할 수 있다.[0024]

상기 손실 함수는, 상기 연합 모델과 상기 수신된 글로벌 모델 간에 거리를 제한하는 제2규제항을 포함할 수 있[0025]

다.

상기 제어부는, 학습 사이클이 충분히 반복되었는지 판단하되, 상기 판단 결과 충분히 반복되지 않은 경우, 상[0026]

기 수신하는 단계 내지 상기 전송하는 단계의 학습 사이클을 반복적으로 수행할 수 있다.

상기 또는 다른 과제를 해결하기 위해 본 발명의 다른 측면에 따르면, 연합 학습을 수행하는 시스템에 있어서,[0028]

상기 적어도 하나의 클라이언트 단말에 글로벌 모델을 제공하는 서비스 제공자 서버; 및 상기 서비스 제공자 서

버로부터 글로벌 모델을 수신하고, 수신된 글로벌 모델을 복제하여 연합 모델을 설정하고 로컬 모델과 함께 혼

합하여 개인화 모델을 생성하는 적어도 하나의 클라이언트 단말을 포함하되, 상기 클라이언트 단말 각각은, 로

컬 모델을 저장하고, 상기 연합 모델과 상기 로컬 모델을 혼합한 개인화 모델을 생성하며, 상기 생성된 개인화

모델에 기초하여 상기 연합 모델을 업데이트 하고, 상기 생성된 연합 모델을 상기 서비스 제공자 서버로 전송하

는, 연합 학습을 수행하는 시스템을 제공한다.

발명의 효과
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본 발명에 따른 개인화 연합 학습의 효과에 대해 설명하면 다음과 같다.[0030]

본 발명의 실시 예들 중 적어도 하나에 의하면, 각 클라이언트 단말에 분산되어 있는 로컬 데이터를 학습에 활[0031]

용하여 보다 정확한 글로벌 모델을 생성할 수 있다는 장점이 있다.

또한, 본 발명의 실시 예들 중 적어도 하나에 의하면, 각 클라이언트에 있는 데이터가 통계적으로 동일하지 않[0032]

기 때문에 발생될 수 있는 클라이언트 단말마다 고유한 차이를 극복한 개인화된 인공지능 모델을 각각 생성할

수 있다는 장점이 있다.

본 발명의 적용 가능성의 추가적인 범위는 이하의 상세한 설명으로부터 명백해질 것이다. 그러나 본 발명의 사[0033]

상 및 범위 내에서 다양한 변경 및 수정은 당업자에게 명확하게 이해될 수 있으므로, 상세한 설명 및 본 발명의

바람직한 실시 예와 같은 특정 실시 예는 단지 예시로 주어진 것으로 이해되어야 한다.

도면의 간단한 설명

도 1 및 도 2는 본 발명의 일실시예에 따른 연합 학습 시스템(10)이 연합 단계를 수행하는 개념도를 도시하는[0035]

도면이다.

도 3은 본 발명의 일실시예에 따른 서비스 제공자 서버(100)의 블록도를 도시하는 도면이다.

도 4는 본 발명의 일실시예에 따른 클라이언트 단말(200)의 블록도를 도시하는 도면이다.

도 5는 본 발명의 일실시예에 따른 연합 모델, 로컬 모델 및 글로벌 모델 간의 관계를 설명하는 개념도이다.

도 6은 본 발명의 일실시예에 따른 클라이언트 단말(200) 상에서 개인화 단계의 제어 순서도를 도시하는 도면이

다.

도 7은 본 발명의 일실시예에 따른 연합 단계 및 개인화 단계의 개념을 설명하기 위한 도면이다.

도 8은 본 발명의 일실시예에 따른 i번째 클라이언트 단말(200-i)에서 형성되는 저 손실 부분 공간의 개념을 설

명하는 개념도이다.

도 9는 심각한 통계적 이질성 (pathological non-IID) 설정(MNIST 및 CIFAR10)의 결과 테이블을 도시한다.

도 10은 디리클레 분포에 기반(Hsu et al., 2019)한 통계적 이질성 (Dirichlet distribution-based non-IID)

설정 (CIFAR100 및 TinyImageNet)의 결과 테이블을 도시한다.

도 11은 LEAF 벤치마크에서 제공하는 통계적 이질성 (Caldas et al., 2018) 설정 (FEMNIST 및 Shakespeare)의

결과 테이블을 도시한다.

도 12는 본 발명의 일실시예에 따른 "2. 개인화 단계"의 시작 라운드를 결정짓는 L을 선정하는 실험 결과를 도

시한다.

도 13은는 본 발명의 일실시예 중 모델 단위 혼합(SuPerFed-MM) 설정에 대하여 하이퍼 파라미터 μ와 ν의 성능

의 변화를 도시한다.

도 14는 본 발명의 일실시예 중 레이어 단위 혼합(SuPerFed-LM) 설정에 대하여 하이퍼 파라미터 μ와 ν의 성능

의 변화를 도시한다.

발명을 실시하기 위한 구체적인 내용

이하, 첨부된 도면을 참조하여 본 명세서에 개시된 실시 예를 상세히 설명하되, 도면 부호에 관계없이 동일하거[0036]

나 유사한 구성요소는 동일한 참조 번호를 부여하고 이에 대한 중복되는 설명은 생략하기로 한다. 이하의 설명

에서 사용되는 구성요소에 대한 접미사 "모듈" 및 "부"는 명세서 작성의 용이함만이 고려되어 부여되거나 혼용

되는 것으로서, 그 자체로 서로 구별되는 의미 또는 역할을 갖는 것은 아니다. 또한, 본 명세서에 개시된 실시

예를 설명함에 있어서 관련된 공지 기술에 대한 구체적인 설명이 본 명세서에 개시된 실시 예의 요지를 흐릴 수

있다고 판단되는 경우 그 상세한 설명을 생략한다. 또한, 첨부된 도면은 본 명세서에 개시된 실시 예를 쉽게 이

해할 수 있도록 하기 위한 것일 뿐, 첨부된 도면에 의해 본 명세서에 개시된 기술적 사상이 제한되지 않으며,

본 발명의 사상 및 기술 범위에 포함되는 모든 변경, 균등물 내지 대체물을 포함하는 것으로 이해되어야 한다.
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제1, 제2 등과 같이 서수를 포함하는 용어는 다양한 구성요소들을 설명하는데 사용될 수 있지만, 상기 구성요소[0037]

들은 상기 용어들에 의해 한정되지는 않는다. 상기 용어들은 하나의 구성요소를 다른 구성요소로부터 구별하는

목적으로만 사용된다.

어떤 구성요소가 다른 구성요소에 "연결되어" 있다거나 "접속되어" 있다고 언급된 때에는, 그 다른 구성요소에[0038]

직접적으로 연결되어 있거나 또는 접속되어 있을 수도 있지만, 중간에 다른 구성요소가 존재할 수도 있다고 이

해되어야 할 것이다. 반면에, 어떤 구성요소가 다른 구성요소에 "직접 연결되어" 있다거나 "직접 접속되어" 있

다고 언급된 때에는, 중간에 다른 구성요소가 존재하지 않는 것으로 이해되어야 할 것이다.

단수의 표현은 문맥상 명백하게 다르게 뜻하지 않는 한, 복수의 표현을 포함한다. [0039]

본 출원에서, "포함한다" 또는 "가지다" 등의 용어는 명세서상에 기재된 특징, 숫자, 단계, 동작, 구성요소, 부[0040]

품 또는 이들을 조합한 것이 존재함을 지정하려는 것이지, 하나 또는 그 이상의 다른 특징들이나 숫자, 단계,

동작, 구성요소, 부품 또는 이들을 조합한 것들의 존재 또는 부가 가능성을 미리 배제하지 않는 것으로 이해되

어야 한다.

상술한 바와 같이, 연합 학습 시스템을 통하여 얻어지는 단일 글로벌 모델은 데이터의 통계적 이질성 문제로 인[0042]

해 연합 학습에 참여하는 모든 클라이언트에게 만족스러운 경험을 제공하기에 충분하지 않다. 왜냐하면 클라이

언트 단말마다 고유한 차이(예: 문화, 국가, 연령 등)가 있기 때문에 각 클라이언트에 있는 데이터가 통계적으

로 동일하지 않기 때문이다. 즉, 이러한 경우 각 클라이언트 단말은 자체 데이터를 사용하여 자체적으로 로컬

모델을 훈련하고 활용하는 것이 훨씬 더 낫기 때문에, 하나의 인공지능 모델을 훈련하기 위해 연합 학습에 참여

할 필요성이 없다.

이하에서 설명되는 본 발명에서는, 분산되어 있으나 개인 정보 등의 이유로 수집이 어려운 방대한 양의 학습 데[0043]

이터에 기반하여 학습된 연합 모델의 활용을 통하여 충분한 학습을 수행하면서도, 동시에 각 클라이언트의 개별

적이고 특유한 차이를 반영할 수 있는 개인화를 수행할 수 있는 방법을 제안한다.

본 발명의 일실시예에 따른 연합 학습 프로세스는 크게 두 개로 구분될 수 있을 것이다. 첫 번째 단계는 연합[0045]

단계(Federation Phase)이고, 두 번째 단계는 개인화 단계(Personalization Phase)이다. 이하에서는 설명의 편

의를 위하여 두 개의 단계를 구분하여 설명하지만, 이는 개념적인 구분을 의미할 뿐 이러한 구분에 의하여 본

발명이 한정되는 것은 아닐 것이다.

1. 연합 단계[0047]

도 1 및 도 2는 본 발명의 일실시예에 따른 연합 학습 시스템(10)이 연합 단계를 수행하는 개념도를 도시하는[0048]

도면이다.

연합 학습 시스템(10)은 서비스 제공자 서버(100) 및 적어도 하나의 클라이언트 단말(200-1, 200-2, ...)을 포[0049]

함할 수 있다.

서비스 제공자 서버(100)는, 적어도 하나의 클라이언트 단말(200-1, 200-2, ...)과 연합하여 학습을 수행하기[0050]

위한 구성으로, 글로벌 모델(21)을 구비한다.

글로벌 모델(21)이란, 적어도 하나의 클라이언트 단말(200-1, 200-2, ...) 각각이 학습으로 획득한 연합 모델[0051]

(들)을 취합하여 연합 학습을 주관하는 서비스 제공자 서버에서 하나의 대표적인 모델로 구성한 모델을 말한다.

연합 모델(22-1, 22-2, ...)이란, 서비스 제공자 서버(100)로부터 제공받은 글로벌 모델(21)을 적어도 하나의[0052]

클라이언트 단말(200-1, 200-2, ...) 각각이 복제하여 자신들이 소유한 데이터를 바탕으로 학습을 수행한 결과

모델을 의미한다.

이하에서 후술되는 로컬 모델(23-1, 23-2, ...)이란, 적어도 하나의 클라이언트 단말(200-1, 200-2, ...) 고유[0053]

의 개인화 성능을 위하여 각각이 연합 모델(22-1, 22-2, ...)과 별개로 소유하고 있는 모델을 의미한다. 즉, 서

비스 제공자 서버(100)로부터 제공받은 글로벌 모델(21)과 별개로 연합 모델과 혼합되며 개인화 작업을 수행한

결과를 의미한다.
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서비스 제공자 서버(100)는 글로벌 모델(21)을 적어도 하나의 클라이언트 단말(200-1, 200-2, ...)에게 제공하[0055]

여, 적어도 하나의 클라이언트 단말(200-1, 200-2, ...) 각각에게 제공된 글로벌 모델(21)을 연합 모델(22-1,

22-2, ...)로 복제하도록 요청하고 로컬 모델(23-1, 23-2, ...)과 혼합되어 개인화 모델로써 동시에 업데이트

되도록 함으로써 개인화 작업을 수행시킨다.

도 3은 본 발명의 일실시예에 따른 서비스 제공자 서버(100)의 블록도를 도시하는 도면이다.[0057]

도 3에 도시된 구성요소들은 서비스 제공자 서버(100)를 구현하는데 있어서 필수적인 것은 아니어서, 본 명세서[0058]

상에서 설명되는 서비스 제공자 서버(100)는 위에서 열거된 구성요소들 보다 많거나, 또는 적은 구성요소들을

가질 수 있다.

도 3을 참조하면, 서비스 제공자 서버(100)는 프로세서(301) 및 메모리(302)를 포함한다.[0059]

메모리(302)는 프로세서(301)에 의해 실행 가능한 하나 이상의 명령어를 저장한다.[0060]

프로세서(301)는 메모리(302)에 저장된 하나 이상의 명령어를 실행한다. 프로세서(301)는 명령어를 실행하는 것[0061]

에 의해 본 발명의 설명과 관련하여 설명된 하나 이상의 동작을 실행할 수 있다.

다시 도 1로 복귀하면, 적어도 하나의 클라이언트 단말(200-1, 200-2, ...)은 클라이언트(사용자)가 소유한 단[0063]

말로, 서비스 제공자 서버(100)와의 상호작용에 기초하여 클라이언트에게 서비스를 제공해주기 위한 구성이다.

서비스 제공자 서버(100)로부터 글로벌 모델(21)을 제공받으면, 이를 복제하여 연합 모델(22-1, 22-2, ...)로

설정하고, 자신이 소유하고 있는 학습 데이터에 기초하여 연합 모델(22-1, 22-2, ...)과 로컬 모델(23-1, 23-2,

...)을 혼합하여 개인화 모델을 구성한 뒤, 이를 학습함으로써 동시에 연합 모델과 로컬 모델에 대한 업데이트

를 수행한다.

도 4는 본 발명의 일실시예에 따른 클라이언트 단말(200)의 블록도를 도시하는 도면이다. 도 1 및 도 2에서 설[0065]

명되는 적어도 하나의 클라이언트 단말(200-1, 200-2, ...)을 통칭하여 클라이언트 단말(200)이라고 한다.

도 4에 도시된 구성요소들은 클라이언트 단말(200)를 구현하는데 있어서 필수적인 것은 아니어서, 본 명세서 상[0066]

에서 설명되는 서비스 제공자 서버(100)는 위에서 열거된 구성요소들 보다 많거나, 또는 적은 구성요소들을 가

질 수 있다.

도 4를 참조하면, 클라이언트 단말(200)은 모델 저장부(401), 통신부(402), 제어부(403) 및 클라이언트 데이터[0067]

베이스(404, 이하 클라이언트 DB라고 함)를 포함하도록 구성될 수 있다.

모델 저장부(401)는 인공지능 모델을 저장하기 위한 구성을 의미한다. 모델 저장부(401)는 서비스 제공자 서버[0068]

(100)로부터 제공받은 글로벌 모델(21)이나, 글로벌 모델(21)을 학습하여 얻어진 연합 모델(22)을 저장할 수 있

다.

통신부(402)는 클라이언트 단말(200)와 무선 통신 시스템 사이, 또는 클라이언트 단말(200)와 외부 서버(서비스[0069]

제공자 서버(100) 등) 사이의 무선 통신을 가능하게 하는 하나 이상의 모듈을 포함할 수 있다. 또한, 통신부

(402)는, 클라이언트 단말(200)를 하나 이상의 네트워크에 연결하는 하나 이상의 모듈을 포함할 수 있다.

제어부(403)는 통상적으로 클라이언트 단말(200)의 전반적인 동작을 제어한다. 제어부(403)는 위에서 살펴본 구[0070]

성요소들을 통해 입력 또는 출력되는 신호, 데이터, 정보 등을 처리하거나 메모리에 저장된 응용 프로그램을 구

동함으로써, 사용자에게 적절한 정보 또는 기능을 제공 또는 처리할 수 있다.

또한, 제어부(403)는 메모리에 저장된 응용 프로그램을 구동하기 위하여, 클라이언트 단말(200)에 포함된 구성[0071]

요소들 중 적어도 둘 이상을 서로 조합하여 동작 시킬 수 있다.

클라이언트 DB(404)는, 적어도 하나의 로컬 데이터를 저장한다. 본 발명의 일실시예에서 로컬 데이터란, 클라이[0072]

언트 단말(200)에서 수집된 데이터이거나 사용자의 개인 정보 등 외부로 유출하는 것이 적절하지 않은 데이터를

의미한다. 즉, 로컬 데이터란 서비스 제공자 서버(100)에서 활용될 수 없는 데이터로서, 클라이언트 단말(200)
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은 로컬 데이터를 활용하여 연합 모델(22)에 대한 학습을 수행하여 이를 서버로 송신, 글로벌 모델(21)을 생성

하거나, 이하에서 보다 구체적으로 다룰 로컬 모델(23)을 생성한다.

다시 도 1을 참고하면, 서비스 제공자 서버(100)는 자신이 보유하고 있던 글로벌 모델(21)을 적어도 하나의 클[0074]

라이언트 단말(200-1, 200-2, ...)에게 제공하여 연합 학습을 수행시킨다.

적어도 하나의 클라이언트 단말(200-1, 200-2, ...) 각각은, 각자의 데이터 베이스에 저장되어 있는 학습 데이[0075]

터에 기초하여,  제공받은 글로벌 모델(21)을 연합 모델(22)로 복제한 뒤 이에 대한 학습을 수행한다.  예를

들어, 제 1 클라이언트 단말(200-1)은 글로벌 모델(21)을 복제하여, 제 1 연합 모델(22-1, w
f

1)을 생성하고, 이

를 학습할 수 있다.

도 2를 참고하면, 적어도 하나의 클라이언트 단말(200-1, 200-2, ...) 각각은 자신이 학습한 결과인 적어도 하[0077]

나의 연합 모델(22-1, 22-2, ...)을 서비스 제공자 서버(100)에 제공한다.

서비스 제공자 서버(100)는 제공받은 적어도 하나의 연합 모델(22-1, 22-2, ...)을 기초로 글로벌 모델(21)에[0078]

대한 업데이트(w
g
 -> w

g'
)를 할 수 있다. 이와 같이 적어도 하나의 클라이언트 단말(200-1, 200-2, ...) 각각이

학습한 연합 모델(22-1, 22-2, ...)을 제공받아 기존 글로벌 모델(21, w
g
)을 업데이트된 글로벌 모델(21', w

g'
)

로 변경하는 것을 연합 학습의 한 사이클이라고 할 수 있을 것이다.

적어도 하나의 연합 모델(22-1, 22-2, ...)을 기초로 글로벌 모델(21)에 대한 업데이트를 수행하는 구체적인 방[0079]

법에 대해서는 이하에서 상세히 후술한다.

한 사이클의 연합 학습 시, 서비스 그룹에 속해 있는(서비스에 가입되어 있는) 모든 클라이언트 단말이 학습에[0081]

참여할 수도 있지만, 서비스 그룹을 복수 개의 서브 그룹으로 분할하여, 서브 그룹 단위로 학습 사이클을 수행

할 수도 있을 것이다.

"1. 연합 단계"에서 학습 사이클을 반복적으로 수행하여 특정 횟수(L)에 도달할 경우, 이하에서 후술하는 "2.[0083]

개인화 단계"로 진행할 수 있다. 다만, 이러한 순서는 하나의 예시에 불과하며, "1. 연합 단계"와 "2. 개인화

단계"가 일정한 사이클 주기를 가지고 반복적으로 수행될 수도 있을 것이다.

상술한 바와 같이 로컬 데이터는 서비스 제공자 서버(100)에서 활용할 수 없고 클라이언트 단말(200) 자체에서[0085]

만 활용할 수 있는 데이터이므로, 서비스 제공자 서버(100) 단독으로 학습을 수행할 경우 로컬 데이터는 활용이

불가능하다.

도 1 및 도 2에서와 같이 연합 학습을 통하여 적어도 하나의 클라이언트 단말(200-1, 200-2, ...)이 학습에 참[0086]

여할 경우, 각자 가지고 있는 로컬 데이터를 활용하여 학습을 수행할 수 있기 때문에, 서비스 제공자 서버(100)

단독으로 학습할 경우 대비 더 많은 수의 학습 데이터에 기반한 학습이 가능할 것이다. 더 많은 수의 학습 데이

터에 기반한 인공지능 모델은, 더 높은 정확도로 기능할 수 있을 것이다.

한편, 도 1 및 도 2의 학습 방법을 통하여 글로벌 모델을 업데이트해 나간다고 하더라도, 각 클라이언트의 개별[0088]

적이고 특유한 차이를 반영할 수 있는 개인화에 대한 필요성이 존재한다. 이하에서는, 모델 혼합 기반에 개인화

연합 학습에 기초한 개인화를 수행하는 방법을 더 제안한다.

2. 개인화 단계[0090]

"1. 연합 단계"가 특정 횟수(L)만큼 반복적으로 수행된 경우, 서비스 제공자 서버(100)에 저장되어 있는 글로벌[0091]
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모델(21)은 충분한 학습 사이클이 반복된 것으로 인정될 수 있을 것이다.

도 5는 본 발명의 일실시예에 따른 연합 모델, 로컬 모델 및 글로벌 모델 간의 관계를 설명하는 개념도이다.[0093]

각 클라이언트 단말(200)은 고유한 로컬 데이터를 가지고 있으며, i번째 클라이언트 단말(200-i)이 저장하는 로[0094]

컬 데이터 를 아래 수학식 1에서와 같이 표현한다.

수학식 1

[0095]

는 i번째 클라이언트 단말(200-i)이 보유하는 로컬 데이터의 개수를 의미한다.[0096]

개인화 단계에서 각 클라이언트 단말(200)은, 자신의 고유한 개인화 성능을 위하여 별도의 로컬 모델을 저장한[0097]

다.

도시된 도면에서와 같이 i번째 클라이언트 단말(200-i)은, 로컬 모델인 을 저장한다.[0098]

그리고 각 클라이언트 단말(200)은 서비스 제공자 서버(100)의 글로벌 모델(21) 를 수신하면, 이를 복제하[0099]

여 연합 모델(22) 로 설정하고 저장되어 있는 로컬 모델 와 연합 모델(22) 을 0과 1사이의 난수 λ

를 바탕으로 혼합(mixing)한 개인화 모델(Personalized Model) 을 생성(아래 수학식 2)하고, 생성된 개

인화 모델 에 기초하여 로컬 데이터 세트로 연합 모델(22)과 로컬 모델(23)을 동시에 학습시킨다.

수학식 2

[0100]

특히 본 발명의 일실시예에 따르면, 모델을 혼합하는 방식을 (1) 전체 모델 단위로 혼합하거나 (2) 레이어 단위[0101]

로 혼합할 수 있다. 전체 모델 단위로 혼합할 경우, 전체 레이어에 대해서 단일 λ값을 적용할 수 있다. 레이어

단위로 혼합하는 경우, 각 레이어에 대해서 서로 다른 λ값을 적용할 수 있을 것이다. 예를 들어서 제1레이어

간의 혼합에 대해서는 λ1을 적용하고, 제2레이어 간의 혼합에 대해서는 λ2를 적용할 수 있을 것이다.

이와 같은 단계로 개인화 모델에 대한 학습이 수행되는 것을 한 사이클이라 할 수 있을 것이다.[0102]

위와 같이 훈련을 위한 하나의 로컬 데이터 배치가 선택될 때 난수 λ가 생성되고, 매 로컬 업데이트마다 다른[0103]

값의 λ가 적용되어 훈련이 이루어졌을 때 개인화된 모델의 성능은 고정된 λ가 적용될 때보다 더 향상된다는

것을 실험적으로 확인할 수 있다.

이하, 도 6 ~ 도 7을 참고하여 개인화 단계의 학습 사이클을 보다 상세히 설명한다.[0105]

도 6은 본 발명의 일실시예에 따른 클라이언트 단말(200) 상에서 개인화 단계의 제어 순서도를 도시하는 도면이[0106]

다. 즉, 도 6의 단계는, 적어도 하나의 클라이언트 단말(200-1, 200-2, ...) 각각에서 자신 고유의 로컬 데이터

에 기초하여 개별적으로 수행되는 프로세스일 수 있다.

연합 단계의 마지막 사이클인 L번째 사이클이 수행되고 난 후 L+1번째 사이클로 S604 ~ S607 단계가 수행될 수[0108]

있다. 그리고 S607 단계에 의해서 다시 반복될 경우 L+2, L+3, ... 번째 사이클이 순차적으로 수행될 수 있을
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것이다.

먼저 S601 단계에서 클라이언트 단말(200)은 서비스 제공자 서버(100)로부터 글로벌 모델을 수신한다. S602 단[0110]

계에서는 수신된 글로벌 모델을 복제하여 연합 모델로 설정하고, S604 단계에서는 보유한 로컬 모델과 혼합하여

개인화 모델 을 생성한다. 이때 혼합하는 방식은 상술한 수학식 2에 기초하여 이루어질 수 있을 것이며,

전체 모델 단위로 혼합하거나 레이어 단위로 혼합할 수 있다.

S605 단계에서는 생성된 개인화 모델 에 기초하여 학습을 수행한다. 학습은 아래 수학식 3의 손실함수[0112]

(loss function)에 기초한 손실이 최소화되도록 로컬 모델 및/또는 연합 모델을 업데이트하는 방식으로 이루어

질 수 있으며, 클라이언트 단말(200)이 가지고 있는 로컬 데이터에 기초하여 학습이 이루어질 것이다.

수학식 3

[0114]

여기서 은, 이전 사이클(L-1)에서 형성된 글로벌 모델(aggregated global model at the previous round,[0115]

즉, S601 단계에서 수신한 글로벌 모델)을 의미한다.

수학식 3에서 첫 번째 항(term)인 은 인공지능 모델을 훈련하여 해결하고자 하는 문제 상황[0116]

에 적합한 손실항이다. 하지만, 이 첫 번째 항은 하나의 예시에 불과할 뿐 다양한 종류의 손실항이 적용될 수

있다. 예를 들어 분류 목적 등에 사용되기 위해서는 크로스 엔트로피와 같은 손실항을 사용하거나, 회귀 목적

등에 사용되기 위해서는 다른 종류의 손실항이 첫 번째 항을 대체하여 적용될 수 있을 것이다.

수학식 3에서 두 번째 항인 과 세 번째 항인 은 전체 손실 함수에서 규제항[0117]

(regularization term) 역할을 수행하는 항으로, 각각에는 μ와 ν라는 가중치가 적용될 수 있다.

먼저 제1규제항인 는, 두 모델의 직교성(orthogonality)을 유도하기 위한 항으로, 연합 모델인[0119]

과 로컬 모델인 의 코사인 유사도로 아래 수학식 4와 같이 정의된다. 이 첫 번째 규제항은 연합 모델

과 로컬 모델 사이에 낮은 손실을 갖는 연결된 부분 공간(connected low-loss subspace)을 유도하기 위

한 규제항이다.

수학식 4

[0121]

일반적으로 딥 네트워크는 낮은 오차를 갖는 하나의 지점(point; local minimum)을 찾는 것이 훈련(학습)의 목[0122]
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표이다. 그러나 최근에는 여러 딥 네트워크가 독립적인 훈련 결과로 찾은 서로 다른 지점들을 연결할 수 있음이

밝혀졌다(Garipov et al., 2018; Draxler et al., 2018; Fort et al., 2019; Frankle et al., 2020). 서로 다

른 지점들을 연결하여 얻어지는 공간을 "연결된 부분 공간"으로 정의하고, 이러한 "연결된 부분 공간"으로부터

하나의 딥 네트워크만 훈련하는 것 보다 더 좋은 일반화 성능을 가지는 인공지능을 얻을 수 있다는 것이 밝혀졌

다.

따라서, 본 발명에서는 연합 모델 과 로컬 모델  사이에 연결된 부분 공간을 유도하기 위한 규제항인 제[0124]

1규제항을 손실 함수에 적용하도록 제안하는 것이다.

제2규제항인 은, 근접성 항(proximity term)으로서, 현재 사이클(라운드)에서의 업데이트 되는[0126]

연합 모델( )이 이전 사이클에서 업데이트된 로컬 모델 로부터 너무 멀어지지 않도록 규제하는 역할을 수

행한다.

S606 단계에서 클라이언트 단말(200)은, 학습이 완료된 연합 모델인 을 서비스 제공자 서버(100)로 전송한[0128]

다.

S607 단계에서 클라이언트 단말(200)은 학습이 충분이 반복되었는지 여부를 판단하고, 충분하지 않다면 S601 ~[0130]

S606 단계를 반복적으로 수행할 수 있다.

이렇게 적어도 하나의 클라이언트 단말(200-1, 200-2, ...) 각각으로부터 연합 모델 을 수신 받은 서비스[0132]

제공자 서버(100)는, 아래 수학식 5에 기초하여 복수 개의 연합 모델을 하나의 글로벌 모델로 연합(aggregate)

시킬 수 있을 것이다.

수학식 5

[0134]

여기서 r은 r번째 사이클(라운드)을 의미하며, i는 i번째 클라이언트 단말, 그리고 ni는 i번째 클라이언트 단말[0135]

이 가지고 있는 로컬 데이터의 개수를 의미한다.

도 7은 본 발명의 일실시예에 따른 연합 단계 및 개인화 단계의 개념을 설명하기 위한 도면이다. 도 7에서는 각[0137]

연합 학습 사이클에 참여한 클라이언트 단말을 3개로 가정하여 도시하였다.

x축은 사이클 진행 횟수를 의미하며, y축은 모델의 변화를 의미한다.[0138]

먼저 L-1 번째 사이클이 끝난 후 L 번째 사이클에서의 모델 변화를 살펴본다. L-1 번째 사이클에서 글로벌 모델[0139]

은 제1지점(701)이었는데, L 번째 사이클이 종료된 후 글로벌 모델은 제2지점(702)으로 업데이트되었다.

먼저 서비스 제공자 서버(100)는 L번째 사이클 시작할 때 제1지점(701)에 해당하는 글로벌 모델(이전 사이클인[0140]
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L-1번째 글로벌 모델)을 제1 ~ 제3클라이언트 단말에게 브로드캐스팅(전송)한다. 브로드캐스팅된 각 글로벌 모

델은 제1 ~ 제3클라이언트 단말 각각에서 업데이트(로컬 데이터로 학습이 수행)되어 제1 ~ 제3연합 모델(703-1

~ 703-3)을 생성한다.

제1 ~ 제3연합 모델(703-1 ~ 703-3)은 다시 서비스 제공자 서버(100)로 전송되고, 서비스 제공자 서버(100)는[0141]

제1 ~ 제3연합 모델(703-1 ~ 703-3)을 연합(aggregate)하여 제2지점(702)의 글로벌 모델로 업데이트하는 방식으

로 L 번째 사이클이 완료된다. 이와 같은 방식으로 학습이 수행된 결과 L-1 번째 사이클에서 제1지점(701)의 글

로벌 모델이 L 번째 사이클이 끝난 후 제2지점(702)으로 이동하게 될 수 있다.

위와 같은 과정의 학습 사이클은, L 번째 사이클이 도달하기까지 연합 단계에서 반복적으로 수행된다. 그리고 L[0142]

번째 사이클에 도달하면, 개인화 단계에 해당하는 사이클이 반복적으로 수행된다.

이어서 '개인화 단계'에 속하는 학습 사이클인, L+1 번째 사이클이 끝난 후 L+2 번째 사이클에서의 모델 변화를[0144]

살펴본다. L+1 번째 사이클에서 글로벌 모델은 제3지점(704)이었는데, L+2 번째 사이클이 종료된 후 글로벌 모

델은 제4지점(705)으로 업데이트되었다.

서비스 제공자 서버(100)는 L+2번째 사이클 시작할 때 제3지점(704)에 해당하는 글로벌 모델(이전 사이클인 L+1[0145]

번째 글로벌 모델)을 제4 ~ 제6클라이언트 단말에게 브로드캐스팅(전송)한다. 여기서 제4 ~ 제6 클라이언트 단

말은 연합 단계에서의 제1 ~ 제3클라이언트 단말과 동일할 수도 있지만, 다를 수도 있다.

브로드캐스팅된 각 글로벌 모델은 제1 ~ 제3클라이언트 단말 각각에서 연합 모델로 복제된 뒤 업데이트(로컬 데[0146]

이터로 학습이 수행)되어 제4 ~ 제6연합 모델(703-4 ~ 703-6)을 생성한다.

제4 ~ 제6연합 모델(703-4 ~ 703-6) 각각은 제1 ~ 제3로컬 모델(706-1 ~ 706-3) 각각과 제1 ~ 제3저손실 부분[0147]

공간(707-1 ~ 707-3)을 형성한다. 제1 ~ 제3로컬 모델(706-1 ~ 706-3) 각각은 제4 ~ 제6 클라이언트 단말 각각

이 고유하게 소유하고 있는 로컬 모델일 것이다.

먼저 도 8을 참조하여, 저 손실 부분 공간의 개념을 설명한다.[0149]

도 8은 본 발명의 일실시예에 따른 i번째 클라이언트 단말(200-i)에서 형성되는 저 손실 부분 공간의 개념을 설[0150]

명하는 개념도이다.

연합 모델 는 제1지점(801)에 형성되고 로컬 모델 은 제2지점(802)에 형성된다. 그리고 제1 및 제2지점[0151]

(801, 802)을 직선(803)으로 연결하였을 때, 저 손실 부분 공간(804)는 직선(803)을 중심으로 소정 형상으로 형

성된다. 형성된 저 손실 부분 공간(804)의 경계는 제1 및 제2지점(801, 802) 이내로 형성될 것이다.

중앙 영역(805)으로 갈 수록 오차가 낮은 부분(높은 성능)이고, 외각으로 갈 수록 오차가 높아지는 영역을 의미[0152]

한다.

λ가 0에 가까울수록 개인화 모델 은 연합 모델 에 근접해지고, λ가 1에 가까울수록 로컬 모델[0153]

에 근접해진다. 그리고 λ가 0 ~ 1 사이의 값을 가지는 경우, 개인화 모델 은 λ 값에 따라 직선

(803) 상에서 이동한다.

다시 도 7에서 L+2 사이클에 대하여 설명하면, 개인화 모델 이 형성된 제1 ~ 제3저손실 부분 공간(707-[0155]

1 ~ 707-3) 각각에서의 손실(수학식 3에서의 제1규제항)을 반영하는 방향으로 글로벌 모델에 대한 업데이트가

수행되어 글로벌 모델이 제3지점(704)에서 제4지점(705)으로 이동할 수 있다.

이와 같은 학습 사이클이 충분히 반복적으로 수행하는 방식으로, 개인화 단계에 대한 프로세스가 진행된다.[0156]

3. 실험 결과[0158]
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3.1 데이터 세트 세팅[0159]

이하 실험에서 개인화 연합 학습을 PFL(Personalized Federated Learning)으로 부르며, 본 발명의 일실시예에[0160]

따른 개인화 연합 학습의 명칭을 SuPerFed로 부른다.

실험에서는  "MNIST(Lecun  and  Cortes,  2010)",  "CIFAR10",  "CIFAR100(Krizhevsky  et  al.,  2009)",[0161]

"TinyImageNet(Le and Yang, 2015)", "FEMNIST" 및 "Shakespeare (Caldas et al., 2018)"의 6가지 데이터 세

트를 사용했다. 각 데이터 세트는 Shakespeare 데이터 세트를 제외하고 모두 다중 클래스 이미지 분류 작업을

위한 것이며,  Shakespeare  데이터 세트는 문자 예측을 위한 데이터 세트이다.  각각 10개의 클래스가s 있는

60,000개의 이미지, 10개의 클래스가 있는 60,000개의 이미지, 100개의 클래스가 있는 60,000개의 이미지, 200

개의 클래스가 있는 100,000개의 이미지, 62개의 클래스가 있는 805,263개의 이미지, 80개의 클래스가 있는

422,615개의 문장을 포함한다.

모델 혼합 기반 PFL은 단일 글로벌 모델과 여러 개인화 모델을 모두 제공하므로 먼저 글로벌 모델 평가를 위해[0162]

각 데이터 세트를 훈련 데이터 세트와 테스트 데이터 세트로 나눈다. 그런 다음 각 훈련 데이터 세트를 미리 설

정한 클라이언트의 수에 맞춰 분할한 뒤 클라이언트 내부에서 개인화 모델을 업데이트하고 평가하는 데 재차 분

할하여 사용한다.

MNIST  및  CIFAR10  데이터  세트의  경우  (McMahan  et  al.  2017)에서  제안된  심각한  통계적  이질성  설정[0164]

(pathological non-IID setting)을 바탕으로 클라이언트에게 데이터를 분배한다. 여기서 각 클라이언트는 최대

2개의 클래스에서 무작위로 추출된 샘플들을 동일한 수s만큼 갖는다. PFL에 적합한 보다 현실적인 설정을 위해

CIFAR100 및 TinyImageNet데이터 세트에 대해서는 (Hsu et al., 2019)에서 제안한 디리클레 분포 (Dirichlet

distribution)에 기반한 또 다른 분배 설정을 선택한다. 마지막으로 연합 학습 실험의 표준을 위해 제안된 LEAF

벤치마크에서 제공하는 FEMNIST와 Shakespeare 데이터 세트 기반의 분배 설정 또한 선택하였다. 본 실험에서 모

델의 기본 구조로는 상기 데이터 세트마다 각각 다른 구조를 사용하였으며, MNIST 데이터 세트에 대해서는 2층

의 다층 퍼셉트론 신경망을, CIFAR10 데이터 세트에 대해서는 2층의 콘볼루션 신경망을, CIFAR100 데이터 세트

에 대해서는 ResNet (He et al., 2014) 신경망을, TinyImageNet 데이터 세트에 대해서는 MobileNet (Howard et

al.,  2017)  신경망을, FEMNIST  데이터 세트에 대해서는 VGGNet  (Simonyan  and  Zisserman,  2014)  신경망을,

Shakespeare 데이터 세트에 대해서는 StackedLSTM (McMahan et al., 2016) 신경망을 사용하였다. 그리고 모든

실험에서 모멘텀 0.9의 SGD 최적화 방법론을 사용했다.

MNIST 및 CIFAR10 데이터 세트에 대해서는 라운드 수(R) 500, 로컬 업데이트 횟수(E) 10, 로컬 배치 크기 (B)[0166]

10, 로컬 업데이트 시 적용할 학습률(η) 0.01, 총 클라이언트 수 (K)를 50, 100, 500으로 설정하며 실험을 진

행하였고, CIFAR100, TinyImageNet 데이터 세트에 대해서는 R은 500, E는 5, B는 20, η은 각각 0.01, 0.02, K

는 각각 100 과 200으로 설정하였으며, FEMNIST와 Shakespeare에 대해서는 R은 500, E는 각각 10과 5, B는 각

각 10 과 50, η는 각각 0.01과 0.8, K는 각각 730과 660으로 설정하였다. 각 클라이언트가 로컬 훈련 세트로

총 샘플의 80%를 갖고 로컬 테스트 세트로 나머지 20%를 갖도록 설정했다. 연합 학습을 진행하면서 모든 클라이

언트의 로컬 테스트 세트에 대한 평가 지표표(즉, 정확도) 값의 평균과 표준 편차를 바탕으로 개인화 모델의 성

능을 확인해 보았다.

3.2 실험 결과[0168]

본 실험에서는 광범위한 실험을 통해 SuPerFed의 행동을 실험적으로 관찰하고 여러 벤치마크 데이터 세트에서[0169]

개인화에 대한 성능을 평가한다.

SuPerFed는  모델  혼합  기반  PFL  방식을  계승하므로  본  실험에서는  다른  모델  혼합  기반  PFL  방법[0170]

(FedPer(Arivazhaganet al. 2019), APFL(Deng, Kamani, and Mahdavi 2020), LG-FedAvg(Liang et al. 2020)),

pFedMe(Dinh et al., 2020), Ditto(Li et al., 2021), FedRep(Collins et al., 2021)들과 결과를 비교한다.

그리고  세  가지  기본적인  FL  방법(FedAvg(McMahan  et  al.  2017),  FedProx(Li  et  al.  2018),

SCAFFOLD(Karimireddy et al., 2019))과도 비교를 수행하였다. 또한 하이퍼 파라미터를 조정하여 제안하는 방법

의  최상의  정확도를  확인한다.  본  발명의  일실시예에  따른  방법(SuPerFed-MM(Model  mixing)  및  SuPerFed-
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LM(Layer mixing))은 모든 데이터 세트에서 최고의 평균 로컬 정확도(즉, 개인화 성능)를 달성한 것을 확인할

수 있다.

도 9는 심각한 통게적 이질성 설정(MNIST 및 CIFAR10)의 결과 테이블을 도시한다. 도 10은 디리클레 분포 기반[0172]

의 설정(CIFAR100 및 TinyImageNet)의 결과 테이블을 도시한다. 도 11은 LEAF 벤치마크 기반의 설정(FEMNIST

및 Shakespeare)의 결과 테이블을 도시한다.

본 발명의 일실시예에 따른 방법은, 개인화 성능 측면(도 9 - 도 11 에서의 Personalized Mean Acc. 수치)에서[0173]

기존 모델 혼합 기반 PFL 방법과 기본적인 FL 방법들 및 그 변형을 능가한다는 것을 확인할 수 있다.

추가적으로 본 실험에서는 "2. 개인화 단계"의 시작 라운드를 결정짓는 L을 선정하는 실험을 했다. 제안하는 방[0175]

법은 모델 단위 혼합(Model Mixing, MM) 또는 레이어 단위 혼합(Layer Mixing, LM) 중 하나를 선택하여 혼합

방식을 선택할 수 있으므로 방식별로 별도의 실험을 설계했다.

본 실험의 결과는 각 체계를 SuPerFed-MM 및 SuPerFed-LM으로 표시했다. 그리고, L을 R의 0에서 0.8까지 0.2씩[0176]

조정하여 개인화 모델의 평균 정확도와 글로벌 모델의 정확도를 평가했다. 이 실험은 R = 200, ν = 2 및 μ =

0.01인 CIFAR10 데이터 세트만 사용하여 수행되었으며, 실험 결과는 도 12의 테이블에 요약되었다.

도 12은 본 발명의 일실시예에 따른 "2. 개인화 단계"의 시작 라운드를 결정짓는 L을 선정하는 실험 결과를 도[0177]

시한다.

도 12의 실험결과를 참고하면, 혼합 방식에 따라 약간의 차이가 있음을 알 수 있다. 모델 단위 혼합(MM)의 경우[0178]

작은 L (0.2)에서 가장 낮은 손실을 보이는 반면, 레이어 단위 혼합(LM)에서는 큰 L (0.6)에서 가장 낮은 손실

을 보이는 경향이 있다. 이는 각 설정이 유도하게 되는 가설 공간의 크기 때문으로 추측된다.

레이어 단위 혼합은 더 다양한 모델 조합을 가질 수 있기 때문에 초기 라운드부터 개인화 단계가 시작될 때 발[0179]

산할 가능성이 더 크다. 개인화 성능 측면에서 L/R = 0.4로 설정하면 작은 표준편차로 최고의 성능을 보인다.

이는 제안된 두 단계의 학습 전략이 유효함을 의미한다. L은 조정 가능한 FL의 목적에 따라 조정 가능한 하이퍼

파라미터이다. 좋은 글로벌 모델을 도출하려면 R에 가까운 큰 L을 선택하는 것이 유효한 선택이지만 개인화 측

면에서는 R에서 멀어져야 한다.

3.3 하이퍼 파라미터에 대한 실험[0181]

본 발명의 일실시예에서 제안하는 방법은 하이퍼 파라미터 μ와 ν를 가진다. 각 하이퍼 파라미터는 (1) 로컬[0182]

모델과 연합 모델 간의 직교성을 유도하여 연합 모델과 로컬 모델이 모두 이익을 얻을 수 있는 좋은 부분 공간

을 구성하기 위해 조정 가능한 ν와 (2) 글로벌 업데이트 방향에서 로컬 업데이트의 바람직하지 않은 발산을 방

지하기 위해 조정 가능한 μ로 구성된다.

모델 단위 혼합(MM)과 레이어 단위 혼합(LM) 설정에서 각각 β = {0.0, 1.0, 2.0, 5.0} 및 γ = {0.0, 0.01,[0183]

0.1, 1.0}(즉, 총 16개 조합)와 함께 R = 100 및 L =  40 의 조합(CIFAR10 데이터 세트에서 최고의 개인화 성

능을  보여주는  조합)에  따라  실험을  수행했다.  이러한  조합에  대한  실험  결과는  도  13  및  도  14ㄴ에

도시하였다.

도 13은 본 발명의 일실시예 중 모델 단위 혼합(SuPerFed-MM) 설정에 대하여 하이퍼 파라미터 μ와 ν의 성능의[0184]

변화를 도시한다.

도 14는 본 발명의 일실시예 중 레이어 단위 혼합(SuPerFed-LM) 설정에 대하여 하이퍼 파라미터 μ와 ν의 성능[0185]

의 변화를 도시한다.

각 서브 플롯의 세로축은 정확도를 나타내고 가로축은 0에서 1까지의 가능한 λ 값의 범위를 나타낸다. 각 서브[0187]

플롯의 지표(metric)는 각 클라이언트에서 소유한 로컬 테스트 세트에 의해 평가된 로컬 모델의 최상의 평균 성

능(best average performance)을 나타내며, 오차 막대는 로컬 모델 성능의 표준 편차를 나타낸다.
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도 13 및 도 14의 결과에 따르면 본 발명의 실시예에 따른 방법의 효과를 뒷받침하는 눈에 띄는 결과가 존재한[0188]

다.

첫째, 로컬 모델과 글로벌 모델 사이의 저 s손실 부분 공간을 찾는 앙상블 학습 전략은 고성능의 개인화 모델을[0189]

생성한다는 것을 확인할 수 있다. 대부분의 설정에서 μ와 ν가 0이 아니고, 글로벌 모델과 지역 모델의 혼합

모델(즉, λ ∈ (0, 1)에 의해 실현된 모델)이 두 끝점의 단일 모델(즉, 연합 모델(λ = 0) 및 로컬 모델(λ =

1))보다 낫다는 것을 알 수 있다.

둘째, 적당한 정도의 직교성 정규화(orthogonality regularization)(ν로 조정)는 로컬 모델의 개인화 성능을[0190]

높이는 반면, 너무 큰 값(즉, ν = 5)은 오히려 성능에 해를 끼친다는 것을 확인할 수 있다.

셋째, 근접 정규화는 μ가 클 때 학습을 너무 많이 제한하지만 종종 전역 모델이 작을 때 발산하지 않도록 도와[0191]

주는 것을 확인할 수 있다. 따라서 예상대로 μ를 신중하게 선택하여야 한다.

한편, μ와 ν를 모두 무시하였을 때 제안하는 방법론 SuPerFed는 FedAvg로 환원되고, ν만 무시하면 FedProx로[0192]

환원된다("2. 개인화 단계"가 없다는 추가 조건 및 λ = 0으로 고정된다는 추가적인 가정 또한 필요하다).

이상으로 본 발명에 따른 연합 학습 장치 및 시스템의 실시예를 설시하였으나 이는 적어도 하나의 실시예로서[0194]

설명되는 것이며, 이에 의하여 본 발명의 기술적 사상과 그 구성 및 작용이 제한되지는 아니하는 것으로, 본 발

명의 기술적 사상의 범위가 도면 또는 도면을 참조한 설명에 의해 한정／제한되지는 아니하는 것이다. 또한 본

발명에서 제시된 발명의 개념과 실시예가 본 발명의 동일 목적을 수행하기 위하여 다른 구조로 수정하거나 설계

하기 위한 기초로써 본 발명이 속하는 기술분야의 통상의 지식을 가진 자에 의해 사용되어질 수 있을 것인데,

본 발명이 속하는 기술분야의 통상의 지식을 가진 자에 의한 수정 또는 변경된 등가 구조는 청구범위에서 기술

되는 본 발명의 기술적 범위에 구속되는 것으로서, 청구범위에서 기술한 발명의 사상이나 범위를 벗어나지 않는

한도 내에서 다양한 변화, 치환 및 변경이 가능한 것이다.
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요약문 


 거의 모든 곳에서 데이터가 생성되고 저장되고 있기 때문에 데이터 분산 환경내 학습 모델은 


많은 AI 기반 서비스 제공업체의 주요 관심 과제이다. 이러한 상황에서 연합 학습(Federated 


Learning) 이 주요 솔루션으로 자리 잡고 있으나, 개인화 측면에서는 여전히 개선의 여지가 있다. 


연합 학습 교육 시스템은 일반적으로 모든 클라이언트(Client) 장비에 동일하게 사용할 수 있는 


전역 모델(Global Model)을 최적화하는 데 중점을 두고 있다. 그러나 단일 전역 모델은 로컬 


데이터(local data)가 클라이언트(Client) 전체에 균등하게 사용될 수 없다고 여겨지기 때문에 각 


클라이언트의 성능에 대해 개인화하기에 적합하지 않다. 본 논문에서는 이러한 상황에 대해 두 


끝점(즉, 전역 모델 및 로컬 모델(Local Model))의 고 정밀 앙상블을 생성하는 저 손실 하위 공간 


연속체의 구성을 기반으로 하는 앙상블 학습 렌즈를 통한 해결 방안을 제안한다. 본 연구에서 


제시한 방법이 여러 표준의 기준 데이터세트에 대한 폭 넓은 실험을 통해 개인화된 클라이언트 


평가 및 불특정 클라이언트 평가 설정 모두에서 일관된 성과를 나타내고 있다. 
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첨단 통신 및 연산 기술의 혜택으로 개인과 기관은 오늘날 데이터 생산자이자 관리자가 


되었다. 따라서 데이터 중앙 집중식 환경은 기계 학습 모델의 학습을 때때로 어렵게 만든다. 


자신의 장비에서 실시간으로 데이터를 생성하는 클라이언트가 너무 많아지면, 이를 수집하기 


어려워진다. 또한 이러한 데이터에는 개인 정보가 포함될 수 있어 다른 곳과 공유하거나 전송할 


수 없도록 만든다. 연합 학습(FL)(Koneˇcn`y 외 2016; McMahan 외 2017)은 중앙 서버(예: 서비스 


제공자)의 통합조정 하에 개인 데이터의 공유를 배제한 체 각 클라이언트 또는 기관 간에 


공동으로 기계 학습 모델의 대규모 병렬 학습을 가능하게 하므로 이러한 문제를 풀어낼 수 있는 


해결책이다. FedAvg(McMahan 외, 2017)와 같은 가장 일반적인 FL 설정에서 각 참가자는 자체 


데이터로 로컬 모델을 학습시키고, 그로인한 모델 매개변수를 중앙 서버로 전송한다. 그후 중앙 


서버는 전역 모델을 업데이트하기 위해 로컬 매개변수를 집계(즉, 가중 평균화)한 다음 이 새로운 


전역 모델을 참여중인 클라이언트로 전송한다. 이 과정은 수렴될 때까지 반복된다. 


그러나 단일 전역 모델은 데이터 이질성의 문제로 인해 모든 클라이언트에게 만족스러운 


경험을 제공하기에 충분하지 않다. 클라이언트마다 고유한 차이(예: 문화, 국가, 연령 등)가 있기 


때문에 각 클라이언트가 보유한 데이터가 통계적으로 동일하지 않다. 즉, 데이터가 비 독립성과 


동일분포성을 갖는다(non-IID, Not Independent and Identically Distributed). 이러한 상황에서 FedAvg 와 


같은 간단한 FL 방법을 적용해도 높은 확률로 일반화 오류의 함정이나 전역 모델의 발산을 피할 


수 없다(Karimireddy 외. 2019). 이러한 상황이 발생하면 클라이언트는 스스로 자체 데이터를 


사용하여 로컬 모델을 학습시키고 활용하는 것이 훨씬 낫기 때문에 단일 전역 모델을 학습시키기 


위해 연합 최적화에 참여할 동기를 잃게 된다. 


FL 을 통해 단일 전역 모델을 학습시키는 것이 모든 클라이언트에게 만병통치약이 될 수는 


없으므로 FL 의 운영 계획을 재고하는 것이 필요하다. 결과적으로 개인화된 연합 학습 (PFL, 


Personalized Federated Learning)은 FL 의 필수 구성 요소가 되었으며 많은 관련 연구가 수행되었다. 


PFL 에 대해 멀티태스킹 학습(Multitask Learning)(Smith 외. 2017; Marfoq 외. 2021; Dinh 외. 2021), 


정규화 기반에 의거 수정된 최적화 운영 계획(Hanzely 와 Richt'arik 2020; Dinh, Tran, 및 Nguyen 2020, 


Huang 외. 2021), 로컬 미세 조정(Fallah, Mokhtari, Ozdaglar 2020, Jiang 외. 2019, Khodak, Balcan, 


Talwalkar 2019), 클러스터링(Clustering)(Ghosh 외. Sattler, M ¨uller, Samek 2020, Mansour 외. 2020, Duan 


외. 2020), 그리고 모델 혼합 (Model Mxiture)(Arivazhagan 외. 2019, Liang 외. 2020, Mansour 외. 2020, 


Deng, Kamani, 2020 Mahdavi 2020) 등과 같은 여러가지 접근법이 제시되었다. 그 중 모델 혼합 기반 


방법은 모델 구조의 유연성 및 확장성과 성능에 대한 기대감으로 각광받고 있다. 모델을 로컬 


부분과 전역 부분으로 분리하면, 전자는 이종 로컬 데이터 분포를 나타내는 반면 후자는 


클라이언트 간에 정보의 보편화에 중점을 둘 것으로 기대된다. 따라서 각 참여 클라이언트는 


FL 의 결과에 따라 명시적 개인화 모델(즉, 로컬 모델)을 갖게 된다. 







한편, 이 모델 혼합 접근법은 기본적으로 두 개의 다른 모델을 보간 하는 것이 핵심 


아이디어로서 앙상블(Ensemble) 학습의 한 유형으로 볼 수 있다. 그러나 로컬 모델은 특정 


클라이언트에 속하는 로컬 데이터에만 접근할 수 있는 반면, 전역 모델은 중앙 서버에서 모델 


집계를 통해 서로 다른 클라이언트의 로컬 데이터로부터 다양한 정보를 묵시적으로 얻을 수 


있다는 점에서 소폭 차이가 있다. 앙상블 학습에서는 일반적으로 그렇지 않지만, 앙상블에 속한 


모델은 일반적으로 학습을 위해 동일한 데이터에 액세스할 수 있기 때문으로 판단된다. 딥 


러닝(Deep Learning)의 맥락에서 많은 앙상블 전략이 제안되었으므로(Lakshminarayanan, Pritzel 및 


Blunddell 2016; Maddox 외. 2019; Izmailov 외. 2018; Blundell 외. 2015; Huang 외. 2017), 앙상블 학습의 


영향에 대한 분석 연구가 활발하게 진행되고 있다 (Garipov 외. 2018; Fort, Hu, 와 Lakshminarayanan 


2019; Fort 와 Jastrzebski 2019; Draxler 외. 2018; Frankle 외. 2020; Wortsman 외. 2021). 이전 연구에서와 


같이 단지 PFL 에 대한 두 가지 다른 모델(즉, 로컬 및 전역 모델)을 보간 하는 것이 유효한 접근 


방식일 수 있으나, 앙상블 학습 체계에서 명시적으로 혼합이 잘 수행되도록 장려하는 것이 PFL 


면에서는 더 의미 있는 선택이 될 수 있다. 


이 연구에서는 하위 공간 학습 성취를 통해 앙상블 학습의 힘을 활용하는 새로운 PFL 방법인 


SuPerFed 를 제안한다. 하위 공간 학습은 단일 최적점이 아닌 목적 함수의 최적 공간을 제공하기 


때문에 가능성을 가진 모델 조합이 다량 생성될 수 있으며, 이는 여러 클라이언트의 이종 로컬 


데이터를 처리하는 데 유용하다. 구체적으로, 이 방법은 두 개의 모델로 구성된 모델 혼합물을 


구축하고 혼합물의 각 모델이 각각 연합 및 개인화에 특화되는 동시에 조화롭게 각 


클라이언트에게 분포된 이종 데이터의 사용자 정의에 맞추어 조정된 하위 공간에 놓일 수 있도록 


순차적으로 두 번의 최적화가 진행된다. 따라서 클라이언트별 특화된 각 로컬 모델은 물론 전역 


모델의 전반적인 성능 손실 없이 단순히 혼합 또는 연결하는 기존 모델 혼합 기반 PFL 방법보다 


두 모델을 보다 정교하게 보간 할 수 있다. 일반적인 프레임워크 (Framework)에서 더 나은 하위 


공간을 찾기 위해 두 가지 다른 모델 혼합 운영 방식이 제시된다. 제안된 모델 보간 기반 앙상블 


학습(Model Interpolation based Ensemble Learning)은 모델의 하이퍼파라미터(Hyperparmameter)를 


조정하여 기존 기준의 FL 방법으로 저감할 수 있으므로 최소한의 성능을 보장할 수 있다. Non-IID 


상태의 로컬 데이터가 있는 현실적인 연합 설정에서 표준이 되는 기준 데이터 세트에 대한 


폭넓은 실험을 통해 우리는 방법의 효율성과 강건성을 실증적으로 입증한다. 개선된 모델 혼합 


기반 PFL 방법은 FL 상에서 더 나은 개인화를 달성함으로써 다른 유사한 PFL 방법에 비해 


괄목할 만한 성능 향상을 보여준다. 


 


관련 연구 


 Non-IID 데이터가 있는 FL 







 (McMahan 외. 2017)이 기본적인 FL 알고리즘(FedAvg)을 제안한 후, non-IID 데이터를 


클라이언트 간에 처리하는 것은 FL 분야에서 해결해야 할 주요 요소 중 하나이다. (Zhao 외. 


2018)은 각 클라이언트의 로컬 데이터에 대한 하위 집합을 중앙 서버에 공유하는 것이 전역 


모델의 발산을 방지하는 데 효과적임을 보여주었다. 그러나 FL 의 원래 목적은 데이터 분산 


환경에서 모델을 학습시키는 것이기 때문에 이는 비현실적인 가정이다. (Hsu, Qi, Brown 2019)는 


중앙 서버에서 가속화하여 모델 업데이트를 축적하면 non-IID 데이터로 인한 악영향을 주는 


진동을 완화할 수 있다고 제안했다. 중앙 서버에서 모델 집계 방법을 수정하고(Yurochkin 외. 2019; 


Wang et al. 2020; Chen 및 Chao 2020; Pillutla, Kakade, 및 Harchaoui 2019; Li 외. 2021), 최적화에 


정규화를 추가하는 것은(Li 외. 2018; Karimireddy 외. 2019; Acar 외. 2020; Zhang 외. 2020) 이종 


데이터 설정에서 단일 전역 모델의 수렴을 도와주는 한가지 방법이다. 이러한 연구가 FL 의 


효율성을 향상시킬 수는 있으나, 단일 전역 모델을 제공하는 것만으로는 FL 기반 서비스를 


실제로 배포하기에 충분하지 않을 수 있다. 


PFL 방법 


위 내용의 연장선상에서, PFL 은 FL 의 새로운 관점을 조명한다. PFL 은 전역 모델 외에도 각 


클라이언트에 적합한 여러 개인화된 모델을 학습하는 것을 목표로 하는 PFL 에 대한 많은 


방법론이 제시되었다. 멀티 태스크 학습 기반 PFL (Smith 외. 2017; Dinh 외. 2021; Marfoq 외. 2021)은 


각 클라이언트를 서로 다른 과제처럼 다루며 각 클라이언트를 위한 개인화된 모델을 학습한다. 


(Dinh, Tran, Nguyen 2020)는 모루 엔벨로프(Moreau envelop)에서 파생된 정규화 항 내에서 로컬 및 


전역 모델을 학습시키는 PFL 방법을 제안한 반면 (Hanzely 및 Richtarik 2020)에서는 전역 모델과 


거리를 두도록 제한하는 로컬 모델에 간헐적으로 패널티를 부여한 유사 정규화 항을 채택했다. 


로컬 미세 조정 기반 PFL 방법(Jiang 외. 2019; Khodak, Balcan 및 Talwalkar 2019; Fallah, Mokhtari 및 


Ozdaglar 2020)은 전역 모델이 각 클라이언트의 맞춤형 개인화 모델을 구축하기위해 즉시 


적용되도록 메타 학습 접근 방식을 채택했다 (예: MAML (Finn, Abbeel, Levine 2017)). 클러스터링 


기반 PFL 방법(Ghosh 외. 2020; Sattler, Muller 및 Samek 2020; Mansour 외. 2020; Duan 외. 2020)은 주로 


유사 클라이언트가 유사한 최적의 전역 모델에 접근할 수 있다고 가정한다. 연합 최적화 동안 


유사 클라이언트는 중앙 서버로 전송된 중간 정보(예: 국소 기울기(local gradient))를 이용하여 


동일한 클러스터로 그룹화된다. 그런 다음 클러스터 내 로컬 모델을 집계하여 클러스터별 전역 


모델을 구성하고, 각 클러스터의 클라이언트에 대한 개인화 모델로 사용한다. 모델 혼합 기반 


PFL 방법(Deng, Kamani 및 Mahdavi 2020; Arivazhagan 외. 2019; Liang 외. 2020; Mansour 외. 2020)은 


모델을 명시적 또는 의미론적 기준에 의해 로컬 지식 습득과 클라이언트 간 공통 지식 학습 등 


두 부분으로 나눈다. 이러한 방법에서 후자만 중앙 서버에 공유되고 전자는 각 클라이언트에 


국지적(local)으로 남는다. (Arivazhagan 외. 2019)는 모델의 끝에서 두 번째 계층을 개인화 계층으로 


정의하고 전역 모델 구성을 위해 다른 계층만 중앙 서버와 교환한다. 반면, (Liang 외. 2020)는 


클라이언트 내 하위 계층(또는 로컬 인코더(local encoder))을 유지하고 전역 모델 학습을 위해 더 


상위에 있는 계층 집합만 중앙 서버와 교환한다. (Mansour 외. 2020) 및 (Deng, Kamani 및 Mahdavi 







2020) 연구에서는 각 클라이언트가 개인화 모델과 전역 모델 구성 등 적어도 두 가지 개별 


모델을 보유했다. 지속적인 업데이트 후에 두 모델이 볼록(convex) 조합 형태로 결합되고, 이러한 


유형의 방법은 제안한 방법과 밀접한 관련이 있다. 


저손실 하위공간의 앙상블 학습 


 신경망 모델의 앙상블 학습에 대한 많은 성공적인 기술이 제안된 후(Blundell 외. 2015; Huang 


외. 2017; Izmailov 외. 2018; Maddox 외. 2019; Lakshminarayanan, Pritzel 및 Blundell 2016) 앙상블 


모델의 특성을 분석하기 위한 후속 연구가 진행되고 있다. (Fort, Hu, Lakshminarayanan 2019; Fort 와 


Jastrzebski 2019; Frankle 외. 2020; Garipov 외. 2018; Draxler 외. 2018) 연구에서 커넥터(Connector)로 


명명(Wortsman et al. 2021)된 동일한 데이터 집합상에서 학습된 두 개 이상의 서로 다른 네트워크를 


개별적으로 연결하는 저손실 하위공간이 존재함이 관찰되었다. 커넥터로 구성된 모델은 두 


모델이 서로 다른 초기화상태에서 학습될 때 가중치 공간에서 서로 간의 낮은 코사인(cosine) 


유사도를 갖는다. (Izmailov 외. 2018; Maddox 외. 2019; Izmailov 외. 2020)와 같이 저손실 


하위공간(커넥터)을 구성하는 것에 대한 일부 연구가 있지만 (Wortsman et al. 2021)에 의해 수행된 


최근 연구에서 매개 변수화된 하위공간을 학습하여 단순하고 효과적인 커넥터를 찾는 접근 


방식을 제안했다. 본 연구의 방법은 PFL 에 대한 명시적 앙상블 학습 방법으로 각 로컬 모델과 


전역 모델 사이의 하위공간을 구축하기 위해 이 기술을 적용했다. 


 


제안 방법 


개요 


본 연구에서 제안한 PFL 방법인 SuPerFed 를 하위공간 학습을 통한 모델 앙상블의 관점에서 


설명한다. 본 연구는 중앙 서버가 모델 매개변수의 반복적인 통신을 통해 참여 클라이언트 


전반에 걸쳐 연합 최적화를 조정하는 (McMahan 외. 2017)에서 제안된 공통 연합 최적화 체계를 


적용했다. 이 방법은 필수적인 모델 혼합 기반 PFL 방법이므로 클라이언트의 구조는 동일하나 


초기화 상태가 서로 다른 두 개의 모델(전역 모델용 과 로컬 모델용)이 필요하다. SuPerFed는 연합 


단계(1 단계)와 개인화 단계(2 단계)의 두 단계로 구성된다. 


표기법 


먼저 연합 최적화에 필요한 인수를 다음과 같이 정의합니다. 총 라운드 수(R), 로컬 배치 


사이즈(B), 로컬 에포크(epoch) 수(E), 총 클라이언트 수(K), 각 라운드에서 선택된 클라이언트 


비율 (C), 개인화를 위한 시작 라운드의 지표(L), 로컬 학습률(η). 다음으로 제안된 방법의 


최적화에 필요한 세 가지 하이퍼파라미터는 균일 분포 U(0,1)에서 포본 추출된 혼합 비율 α, 


직교성에 따른 로컬 모델과 전역 모델 사이의 저손실 하위공간 구축을 위한 상수 β, 그리고 이전 







라운드에서 집계된 전역 모델에서 국소 업데이트된 전역 모델의 발산을 피하기 위한 근접 항에 


대한 상수 γ 이다. 


문제 기술 


각 클라이언트 ci (i ∈ [K])에는 학습 및 검증 세트 Dtr
i 와 Di 


val
 로 구성된 자체 데이터 세트 


과, 클라이언트에 모델 θi 있음을 고려하여, PFL에서의 데이터 세트가 


클라이언트 간의 non-IID 상태로 가정한다. 즉, 각 데이터 세트 Di 는 Z = X × Y상에서 해당 분포 Pi 


와 독립적으로 추출된다.  H로 가설의 클래스(Class)를 나타내며 손실 함수 l : l(h(x),y;θ) 형태안의  


H × Z → R+  에 의하여 가설 h ∈ H 가 학습된다.  예상 손실은 LPi(h,θi) = E(xi,yi)∼Pi[l(h(xi),yi;θi)] 로 


표시하며, 경험적 손실은   로 나타낸다. 다음 PFL의주 목적은 


식 (1)을 최적화하고 


 


                                                  식 (1) 


 


식 (2)와 같이 실증적 손실 최소화를 통해 이 객관적으로 최소화할 수 있다. 


 


                    식 (2) 


 


 


이 설정에서 각 클라이언트 ci는 라운드 r (r ∈ [R])에서 짝을 이루는 모델 매개변수 


 세트를 가지며, 각 변수들은 서로 다른 무작위 시드(Seed)로 초기화된다. 각 


매개변수는 각 클라이언트 내 전역 모델 및 개인화 모델을 학습시키기 위해 로컬 데이터 세트 


Di를 사용한다. 두 모델이 계층 수, 활성화 함수 유형 등에서 동일한 구조를 가지고 있다고 


가정한다. 클라이언트 측에서는 두 모델을 α ∼ U(0,1):   를 사용하여 


볼록(convex) 조합 형태로 혼합한다. 혼합 프로세스는 모델별(모델 혼합) 또는 계층별(계층 혼합) 


방식의 형태로 로컬 에포크의 모든 학습 집단 업데이트에서 수행된다(상세 내역은 2단계: 개인화 


참조). 주의할 것은 혼합이 출력 공간이 아니라 가중치 공간에서 이루어진다는 점이다. 다음으로 


식 (3)과 같은 추가 정규화 항이 있는 기준 손실 함수 li 로 구성된 수정된 로컬 손실 함수   와 


함께 로컬 학습 데이터 세트 Dtr
i를 사용하여 최적화된다(라운드 r에서 클라이언트 i라고 가정)  


 


                             식 (3)                                                            


  


여기서 w∗r 은 이전 라운드에서 구축된 전역 모델의 복사본이고 cos(·,·)는  =  


 와 같이 정의된 코사인 유사도를 나타낸다. β로 조정된 첫 번째 


정규화 항은 두 가중치 벡터 사이의 직교성을 유도하여 두 가중치 공간 사이에 저 손실 


매니폴드(manifold)를 산출한다. 두 번째 정규화 항은 이전 라운드에서 집계된 전역 모델 에서 


로컬로 업데이트된 전역 모델 근접성을 제어한다. 이렇게 함으로써 전역 모델의 각 로컬 







업데이트가 서로 탈선하지 않고 중앙 서버에서 집계된 전역 모델의 발산을 막아줄 것으로 


기대한다. 서버 측에서는 매 라운드마다 각 클라이언트의 전역 모델 만 전송되고 중앙 


서버가 이들을 집계하여 업데이트된 전역 모델:  = 을 형성한다. 이 


업데이트된 전역 모델은 전역 모델:   의 로컬 버전으로 선택된 클라이언트에 


다시 전송된다. SuPerFed에 대한 자세한 설명은 다음 하위 섹션에서 하이퍼파라미터 α, β 및 γ 


세트 조정을 통해 각각 1단계(PHASE I) 및 2 단계(PHASE II)를 정의하고 기술한다. 그림 1에 본 


논문에서 제안한 방법에 대해 간단히 도식화하였다. 


 


그림 1: SuPerFed 의 학습 역학의 개요. 이는 1단계(연합 단계) 및 2단계(개인화 단계)의 두 단계로 


구성된다. 


1단계: 연합  


연합 단계(1단계)는 참여 클라이언트에게 전반적인 공통 지식을 갖도록 전역 모델을 


학습시키는 것을 목표로 한다. FL의 초기 단계에서 개인화 모델을 학습시키는 것은 전역 모델이 


수렴에 이르지 못할 수 있기 때문에 어쩔 수 없는 선택이다. α = β = 0 및 γ > 0으로 설정했을 때, 식 


(3)은 (Li 외. 2018; Dinh, Tran, 및 Nguyen 2020)에서 제안한 대상을 최적화하는 것과 같아지며, 


여기에는 전역 모델의 로컬 업데이트가 유해한 방향으로 발산하는 것을 방지하기 위해 근접 


정규화 항이 도입되었다. 연합 최적화 라운드가 개인화 단계 시작의 지표인 L에 도달할 때까지 


클라이언트는 중앙 서버에서 집계된 전역 모델 w*의 성능을 높이기 위해 다운로드 된 전역 


모델만을 업데이트하는데 기여한다. 


   2단계: 개인화 


L에서 1단계가 완료되면 개인화 단계(2단계)가 시작된다. 이 단계의 주요 목표는 1단계가 


이행되는 동안 학습된 연합 전역 모델 위에 각 클라이언트에 대한 개인화된 모델을 구축하는 


것이다. 이 단계에서 α를 사용한 혼합 과정(모델 혼합(Model Mixing) 또는 계층 혼합(Layer 







Mixing))은 학습되는 동안 모든 배치(batch) 업데이트 마다 와  사이에 적용된다. 모델 


혼합은 각 모델 , 를 가중치 벡터로 취급하여 구성과 계층 수를 무시하고 결합하는 


반면, 계층 혼합은 계층별로 서로 다른 값 α ∼ U(0,1)를 적용하여 두 가지를 계층 방식으로 


결합한다. 단순히 혼합 과정을 도입하는 것만으로는 앙상블 학습의 이점을 이끌어내지 못하므로 


β>0으로 설정하는 것이 필요하다. (Fort, Hu, 및 Lakshminarayanan 2019; Wortsman 외. 


2021)에서는 독립적으로 학습된 모델이 코사인 유사성 측면에서 매개변수들 사이의 비유사성을 


보여, 서로 다른 매개변수를 유지하기 위해 서로 다르게 초기화된 두 모델을 적용하면 두 모델 


간에 저손실 매니폴드 연속체를 찾을 수 있다고 기술했다.  여기서, "두 모델 사이"는 α를 


변화시킴으로써 혼합 모델 의 구현 가능한 모든 답과 같다. 


(Larrazabal 외. 2021; Ayinde, Inanc 및 Zurada 2019; Mashhadi, Nowaczyk 및 Pashami 2021)의 


연구에서는 매개변수 간의 직교성(즉, 코사인 유사도를 0으로 촉성)을 유도하여 학습 능력이 


주어진 모델 학습의 중복 특성을 방지한다. 이러한 맥락에서 우리는 각 클라이언트 의 로컬 


모델이 1단계에서 전역 모델 의 학습으로 습득할 수 없는 클라이언트별 특화된 지식을 


학습할 것으로 기대한다. 전역 모델 에 대한 근접성 정규화 γ>0은 2단계에서 여전히 


유효하다. SuPerFed의 전체 최적화 프로세스에 대한 이해를 돕기 위해 알고리즘 1에 기술하였다. 


 


 


 


 


 


 


 


 


 


 


 


 


 


 







알고리즘 1: SuPerFed 


입력: 총 라운드 수 R, 개인화 단계의 시작 라운드 L, 로컬 배치 사이즈 B, 로컬 에포크 E, 


학습률 η, 클라이언트 샘플링을 위한 비율 C, 직교성을 위한 자체 데이터 세트


이 있는 클라이언트 K, 근접성 정규화를 위한 γ. 


 


중앙 서버 조정:  


 
 


 


실 험 


PFL용 데이터세트 및 설정 


CIFAR10, CIFAR100(Krizhevsky 2009), EMNIST(Cohen 외. 2017) 및 TinyImageNet(Le and Yang 


2015)의 4가지 데이터 세트를 사용했다. 각 데이터 세트는 모두 다중 클래스 이미지 분류 


작업을 위한 것으로, 각각 10개 클래스의 이미지 60,000개, 100개 클래스의 이미지 60,000개, 


62개 클래스의 이미지 814,255개 및 200개 클래스의 이미지 110,000개가 포함되었다. 


모델 혼합 기반 PFL은 단일 전역 모델과 다중 개인화 모델을 모두 제공하므로 먼저 전역 모델 


평가(전역 테스트세트로 명명함)를 위해 각 데이터 세트(CIFAR10, CIFAR100, EMNIST, 







TinyImageNet의 순)에서 모든 클래스의 각각 10,000, 10,000, 82,587 및 10,000개의 샘플을 포함한 


테스트 세트를 구분한다. 그 후 각 데이터 세트의 나머지 부분을 분할하여 개인화 모델을 


업데이트하고 평가하는 데 사용한다. CIFAR10 및 CIFAR100 데이터 세트의 경우 각 클라이언트는 


최대 2개의 클래스에서 동일한 수의 샘플에 대해 (McMahan et al. 2017)에서 제안된 병리학적 


non-IID 분할 설정을 선택했다. PFL에 적합한 보다 현실적인 시나리오를 위해 EMNIST(Cohen 외. 


2017) 및 TinyImageNet(Le 및 Yang 2015) 데이터 세트에 대해 분균일 한 샘플 크기로, 라벨로 


분류된 의미에 의거한 또 다른 분할 전략을 선택했다. 데이터세트 분할에 대한 상세한 설명은 


첨부한 별첨자료에 기술하였다. 모든 실험에서 우리는 전역 모델과 로컬 모델의 뼈대로서 간단한 


5계층의 합성곱 신경망(Convolutional Neural Network)을 사용했다. 네트워크의 상세한 구조 역시 


첨부한 별첨자료에 기술하였다. 모든 실험에서 운동량(Momentum) 0.9의 SGD 


최적화기(Optimizer)를 사용했다. 


특화되어 지정되지 않은 경우, 모든 실험에 있어 CIFAR10, CIFAR100, EMNIST 및 


TinyImageNet에 대해 B = 20, E = 10, C = 0.1, η = 0.01 및 K를 각각 100, 100, 1,543 및 390으로 


설정했다. 결과적으로 각 클라이언트는 데이터 세트가 CIFAR10 또는 CIFAR100일 때 500개의 


샘플, 데이터 세트가 EMNIST일 때 평균 452개 샘플(표준 편차 203), 데이터 세트가 


TinyImageNet일 때 평균 252개 샘플(표준편차 88)을 갖게 된다. 우리는 또한 각 클라이언트가 


로컬 학습 세트에 대해 총 샘플의 80%를 부여하고, 나머지 20%에 대해 로컬 테스트 세트로 


설정했다. 따라서 개인화된 모델의 성능은 모든 클라이언트의 로컬 테스트 세트에 대한 계량 


평가(즉, 정확도) 값을 평균화하여 작성하였다. 


 


주요 결과 


이 섹션에서는 확장된 실험을 통해 SuPerFed의 작용을 실증적으로 관찰하고 여러 기준 


데이터 세트상에서 개인화에 대한 성능을 평가한다. SuPerFed는 모델 혼합 기반 PFL의 방식을 


계승함에 따라 다른 모델 혼합 기반 PFL 방법(FedPer(Arivazhagan 외. 2019), APFL(Deng, Kamani, 


및 Mahdavi 2020), LG-FedAvg(Liang 외. 2020)) 및 우리와 유사한 최적화 전략을 공유하는 두 


가지 기본 FL 방법과 비교했다(즉, 모델 평균화 및 근접 정규화)(FedAvg(McMahan 외. 2017), 


FedProx(Li 외. 2018))). 또한 (Wang 외. 2019)에서 제안한 전략을 채택하여 개인화 성능에 대한 


공정한 비교를 위해 FedAvg 및 FedProx의 변이를 고려했다. 그들은 FL을 통해 단일 전역 


모델의 업데이트를 마친 후 클라이언트의 로컬 데이터를 사용하여 소소한 단계부터 전역 모델을 


로컬로 업데이트하는 간단한 개인화 방법을 제시했다. 본 연구에서 변이는 FedAvg-LU 및 


FedProx-LU로 나타낸다. 여기서 LU는 로컬 업데이트를 일컫는다. 본 연구에서는 


하이퍼파라미터를 조정하여 각 방법에 대한 최상의 정확도를 기술하였다.  이러한 


방법(SuPerFed-MM 및 SuPerFed-LM)은 모든 데이터 세트에서 최고의 평균 로컬 정확도(즉, 


개인화 성능)를 보였다. 여기서 주의할 것은 LG-FedAvg와 FedPer는 모델의 일부만 교환하므로 


전역 모델 정확도는 중앙 서버의 글로벌 테스트 세트에서 평가할 수 없다. 


병리학적 non-IID 설정(CIFAR10 및 CIFAR100)의 결과는 표 1에 도시하였고, 이러한 현실적인 


시나리오(EMNIST 및 TinyImageNet)의 결과는 표 2에 나타내었다. 본 연구의 방법은 기존 모델 


혼합 기반 PFL 방법은 물론 기본 FL 방법과 개인화 성능 측면에서 그 변이를 능가한다.  







본 연구에서는 모든 방법에 대해 PyTorch(Paszke 외. 2019) 버전 1.8.1, CUDA 버전 11.1을 


이용하여 시행하였으며, 모든 실험은 인텔(R) Xeon(R) Gold 5120 CPU, 1개의 NVIDIA Tesla A100 


GPU 및 122GB 메모리가 장착된 ubuntu LTS 18.04에서 수행되었다. 


    CIFAR10   CIFAR100 


  


전역 


정확도 


1 위 


전역 


정확도 


5 위 


개인화  


평균 


정확도 


ECE 손실 


전역 


정확도 


1 위 


전역 


정확도 


5 위 


개인화  


평균 


정확도 


ECE 손실 


FedAvg 
47.09 89.37 


23.20±25.91 0.4722±0.1381 
17.58 42.91 


18.50±9.56  0.3491±0.0434 


FedAvg-LU 84.85±6.47 
 


0.1470±0.0589 
52.72±6.68 0.3854±0.0562 


FedProx 
45.17 89.22 


39.70±26.15 0.3349±0.1601 
17.78 43.69 


13.90±6.49 0.3586±0.0349 


FedProx-LU  85.01±6.09 0.1439±0.0551 53.30±6.68 0.3780±0.0547 


APFL 31.6 79.36 84.93±7.76 
 


0.1413±0.0599 
19.81 47.67 53.76±7.46 


 
0.3435±0.0513 


FedPer - - 78.20±4.98  0.2145±0.0421 - - 47.40±5.72 0.4524±0.0409 


LG-FedAvg - - 85.03±6.28  0.1430±0.0559 - - 55.68±6.32 0.3512±0.0470 


SuPerFed-MM 45.35 89.87 88.90 ±3.04 0.1082 ±0.0239 17.62 43.36 57.30 ±6.66 0.2171 ±0.0502 


SuPerFed-LM 47.06 90.07 88.00±6.27  0.1126±0.0428 18.17 43.85 55.90±8.01 0.3467±0.0631 


표 1: 다른 FL 및 PFL 방법과 비교한 병리학적 non-IID 설정(CIFAR10 및 CIFAR100 데이터 세트)에 


대한 실험 결과 


 


    EMNIST   TinyImageNet 


  


전역 


정확도 


1 위 


전역 


정확도 


5 위 


개인화  


평균 


정확도 


ECE 손실 


전역 


정확도 


1 위 


전역 


정확도 


5 위 


개인화  


평균 


정확도 


ECE 손실 


FedAvg 
76.67 98.24 


53.83±14.82 0.2332±0.0989 
7.92 21.43 


4.44±4.24 0.2913±0.0389 


FedAvg-LU 59.48±30.09 0.1212±0.0941 21.40±7.11 0.5234±0.0747 


FedProx 
75.49 98.32 


70.53±18.91 0.1844±0.0864 
7.97 21.79 


4.31±3.97 0.3288±0.0441 


FedProx-LU 58.03±30.33 0.1226±0.0919 21.23±7.26 0.5256±0.0734 


APFL 76.62 98.22 62.38±13.24 0.2206±0.0726 8.52 22.88 16.90±7.32 0.5084±0.1215 


FedPer - - 60.68±22.68 0.1812±0.1251 - - 11.95±6.13 0.2759±0.0724 


LG-FedAvg - - 58.07±31.36 0.1168±0.0908 - - 14.89±6.42 0.5549±0.0821 


SuPerFed-MM 73.53 97.15 69.59±15.77 0.1210±0.1032 9.09 23.75 25.63±4.04 0.1845±0.1006 


SuPerFed-LM 73.85 97.28 73.57±12.31 0.1014±0.0887 9.02 25.10 24.26±6.91 0.2116±0.1413 


표 2: 다른 FL 및 PFL 방법과 비교한 현실적인 시나리오(EMNIST 및 TinyImageNet 데이터 세트)에 


대한 실험 결과. 


개인화 시작 시점 


  개인화 단계인 2단계의 시작 라운드를 결정짓는 L을 선정하는 실험을 수행했다. 제안된 방법은 


'모델 혼합(Model Mixing)' 또는 '계층혼합(Layer Mixing)' 중 하나를 선택하여 혼합 방식을 선택할 


수 있으므로 방식별로 별도의 실험을 설정했다. 우리는 각 방식을 SuPerFed-MM 및 SuPerFed-


LM으로 표시했다. L을 R의 0에서 0.9까지 0.1씩 증가시키면서 개인화 모델의 평균 정확도와 전역 


모델의 정확도를 평가했다. 이 실험은 R = 200, β = 2 및 γ = 0.01인 CIFAR10 데이터 세트만 


사용하여 수행하였고, 그 실험 결과는 표 3에 요약하여 도시하였다. 







이를 통해 혼합 방식에 따라 약간의 차이가 있음을 알 수 있다. '모델 혼합'의 경우 전역 모델의 


성능은 다른 L에서도 유사한 경향을 보인다. 반면, '계층 혼합'에서는 L이 증가할수록 증가하는 


경향을 보였다. 이는 각 설정의 가정 공간의 크기 때문일 수 있다. '계층 혼합'은 더 다양한 모델 


조합을 가질 수 있기 때문에 초기 라운드부터 개인화 단계가 시작될 때 발산할 확률이 커진다. 


개인화 성능 측면에서 L/R = 0.4로 설정하면 적은 표준편차로 최고의 성능을 보인다. 이는 제안된 


단계별 학습 계획이 유효한 전략임을 의미한다. L은 조정 가능한 하이퍼파라메터이기 때문에 FL의 


목적에 따라 조절할 수 있다. 좋은 전역 모델을 도출하기위해 R에 가까운 큰 L을 선택하는 것이 


유효한 선택이지만 반면에 개인화 측면에서는 R과 동떨어진 값을 취해야 한다. 


 


  SuPerFed-MM SuPerFed-LM 


L R 
로컬평균 


 정확도 


전역 정확도 


1 위 


전역 정확도 


5 위 


로컬평균 


 정확도 


전역 정확도 


1 위 


전역 정확도 


5 위 


0 86.10 ± 6.38† 44.51 90.23 86.00 ± 5.98† 33.61 83.78 


0.1 83.40 ± 5.31† 44.22 89.28 85.40 ± 7.23† 38.47 86.09 


0.2 83.60 ±6.38◇ 46.02 89.29 86.00 ± 3.23† 40.93 87.73 


0.3 85.40 ± 8.69‡ 45.06 89.48 85.60 ± 5.74‡ 43.74 88.39 


0.4 88.90 ± 3.04‡ 45.35 89.87 88.20 ± 4.78‡ 45.35 89.51 


0.5 84.10 ± 7.26‡ 45.19 88.97 83.60 ± 5.89‡ 45.92 89.05 


0.6 85.90 ± 5.17◇ 45.09 89.38 84.30 ± 5.08‡ 45.23 88.82 


0.7 83.30± 5.95◇ 47.02 88.8 84.50 ± 6.99‡ 46.02 89.75 


0.8 82.50 ± 4.77◇ 46.74 89.36 88.00 ± 6.27∗ 47.06 90.07 


0.9 85.90 ± 8.20∗ 47.73 89.74 76.10 ±20.60◇ 48.06 89.62 


표 3: 개인화 단계(2단계)의 시작 라운드 결정을 위한 L을 선택하는 실험. 최상의 평균 정확도를 


나타낼 때의 주어진 로컬 모델 값: α 2 [0; 1]: 각 기호의 의미는 (†: α = 0:2, ‡: α = 0:3, ◇: α = 0:4, ∗: α = 


0:5)를 나타낸다. 


 


그림 2: 하이퍼파라미터 β 및 γ 의 효과. 오랜지색으로 표시된 그래프의 왼쪽 그룹은 SuPerFed-


MM 의 성능이고 하늘색으로 표시된 그래프의 오른쪽 그룹은 SuPerFed-LM 의 성능이다. 각 하위 


그래프의 수직(세로)축은 정확도를 나타내고, 가로축은 0에서 1까지의 가능한 α 값의 범위를 나타낸다. 


각 하위그래프의 수치는 중앙 서버의 전역 테스트 세트에 의해 평가된 전역 모델(위에 표기)의 성능을 







나타내며, 각 클라이언트에서 로컬 테스트 세트에 의해 평가된 로컬 모델(괄호 안에 표기)의 최상의 


평균 성능을 나타낸다. 오차 막대는 서로 다른 α 값으로 구현된 각 개인화 모델의 표준 편차를 


나타낸다. 


절제(Ablation) 연구: 하이퍼파라미터의 영향 


본 연구에서 수행한 방법에는 하이퍼파라미터 β와 γ가 사용된다. 각 하이퍼파라미터는 (1) 


로컬 모델과 전역 모델 간의 직교성을 유도하여 전역 모델과 로컬 개인화 모델이 모두 편익을 


얻을 수 있는 양질의 하위 공간을 구축하고 (2) 전역 업데이트의 방향에서 로컬 업데이트의 


예기치 않은 발산을 방지하는 역할을 할 것으로 기대된다. 


'모델 혼합' 및 '계층 혼합' 설정에서 CIFAR10 데이터 세트에서 최고의 개인화 성능을 보여주는 


각각 R= 100 및 L = b0.4Rc = 40 조건 하에 β = {0.0,1.0,2.0,5.0} 및 γ = {0.0,0.01,0.1,1.0} (즉, 총 16개 


조합)의 조합에 따라 실험을 수행했다. 이러한 조합에 대한 실험 결과는 그림 2에 도시하였다. 


해당 연구 방법의 효과를 뒷받침하는 괄목할 만한 결과를 기술하면 다음과 같다. 첫째, 로컬 


모델과 전역 모델 사이의 저손실 하위 공간을 찾는 앙상블 학습 전략은 고성능의 개인화 모델을 


산출한다. 0이 아닌 β와 γ가 있는 대부분의 설정에서 전역 모델과 로컬 모델의 혼합(즉, α 


∈(0,1)으로 실현된 모델들)이 두 끝점(즉, 전역 모델 모델(α = 0) 및 로컬 모델(α = 1))에서 두 개의 


단일 모델보다 우수한 성능을 보임을 확인했다. 둘째, 적당한 정도의 직교성 정규화(β로 조정)는 


로컬 모델의 개인화 성능을 높이는 반면, 값이 너무 크면(즉, β = 5) 오히려 성능에 악영향을 미칠 


수 있다. 셋째, γ가 클 때 근접 정규화는 학습을 과도하게 제한하지만, 전역 모델이 작을 때는 


종종 발산하지 않도록 도와준다. 따라서 예상했다시피 γ를 주의깊게 선택함으로써 성과를 낼 수 


있다. 


한편, β와 γ를 모두 묵살할 때, SuPerFed는 FedAvg로 감소하지만, β만 묵살하면 FedProx로 


감소한다 (2단계가 없거나 α = 0으로 고정한다는 조건 추가함을 전제함). 


 


교정 


앙상블 학습 방법은 기계 학습 모델의 성능을 높일 수 있지만(Lakshminarayanan, Pritzel, 및 


Blundell 2016; Fort, Hu, Lakshminarayanan 2019; Izmailov 외. 2018; Blundell 외. 2015) 모델이 


얼마나 잘 보정되었는지와 밀접한 관련이 있는 불확실성 추정도 할 수 있게한다. 이러한 


맥락에서 본 연구에서 제안한 방법의 예상 보정 오차(ECE; (Guo 외. 2017))를 평가하고 다른 


방법과 비교했다. ECE는 예측 신뢰도와 정확도 간의 일관성을 측정하므로 낮을 수록 선호도가 


높은 것이다. 그 결과는 표 1 및 2에 제시하였다. 


결론 및 향후 작업 


 


본 논문에서는 로컬 모델과 전역 모델 사이에 저손실 하위 공간을 구축하여 모델 혼합법의 


방식 하에 연합 최적화를 위한 간단하고 확장 가능한 개인화 방법을 제안했다. 폭넓은 실험을 


통해 우리는 SuPerFed가 기존의 모델 혼합 기반 PFL 방법과 두 가지 다른 모델의 혼합 방식 인 


'모델 혼합' 및 '계층 혼합'의 변이를 포함하는 두 가지 기본 FL 방법을 능가한다는 것을 


실증적으로 입증했다. 우리의 방법은 앙상블 친화적인 하위 공간을 구축하는 것에서 비롯되기 







때문에 결과적으로 개인화된 모델은 적은 비용으로도 교정이 용이하며, 이는 각 클라이언트의 


라벨 노이즈(Label noise)에 대해 강건할 수 있다. 향후 연구에서는 전역 모델의 비정상적인 


행동(즉, 손실 증가에도 불구하고 2단계 이후 높은 정확도를 보임)과 본 연구 방법의 수렴 속도에 


대해 심층 분석을 수행할 계획이다. 
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첨부(Appendix) 


모델 아키텍처 


   우리는 각 클라이언트에 있는 전역 및 로컬 모델 모두에 대해 간단한 5계층 합성곱 


신경망(convolutional neural network)을 사용했다. 즉, 각 로컬 클라이언트는 구조는 같지만 초기화 


값이 다른 두 가지 모델을 사용했다. 모델 아키텍처에 대한 상세한 설명은 표 4에 도시하였다. 본 


연구에서는 출력 계층을 제외한 모든 계층에 대해 ReLU 활성화 기능을 사용했다. 


 


데이터세트 분할 시나리오 


   본 연구에서 CIFAR10, & CIFAR100(Krizhevsky 2009), EMNIST(Cohen 외. 2017), TinyImageNet(Le 


and Yang 2015)와 같은 4개의 기준 데이터 세트를 사용했다. 이러한 데이터 세트는 FL 


설정용으로 설계되지 않았기 때문에 FL 설정(즉, 클라이언트 전반의 non-IID 데이터)에 


적합하도록 선별했다. 


   CIFAR10 및 CIFAR100 모두에 대해 (McMahan 외. 2017)에서 제안된 병리학적 non-IID 설정 


방식을 선택했다. 여기서 각 클라이언트는 최대 두 클래스의 샘플을 가지고 있으므로 일부 


클라이언트는 다른 일부 클라이언트와 상호 배타적인 부분적 레이블만 가지고 있는 반면 모든 


클라이언트는 동일한 샘플 크기를 갖고 있다. 


   다른 한편으로는, EMNIST 및 TinyImageNet 데이터 세트의 경우 불균일한 샘플 크기로 


의미론적(즉, 현실적인 시나리오) 분할을 시행했다. 대부분의 AI 기반 FL 서비스 제공업체가 


직면할 수 있는 현실적인 상황에 더 가까워, 보다 도전적인 시나리오를 시뮬레이션하기 위한 


것이다. EMNIST의 경우 62개의 클래스로 구성되어 있지만 이것과 더불어 의미상 10자리 숫자, 


26개의 소문자 알파벳, 26개의 대문자 알파벳의 세 그룹으로 나뉘게 된다. 따라서 무작위로 섞고 


의미적으로(즉, 각 레이블 그룹별로) 5개의 클러스터로 나누었다. 결과적으로 각 클러스터는 2자리 


숫자, 5~6개의 소문자와 대문자를 가지며 클러스터들 간의 중복은 없다. 그런 다음 각 클러스터 


내의 샘플을 100에서 800 사이의 샘플 크기를 갖는 클라이언트로 무작위로 분할했다. 결국 


203의 표준 편차를 갖는 평균적으로 452개의 샘플을 갖는 1,543개의 클라이언트가 생성된다. 


TinyImageNet의 경우 총 200개의 클래스가 있으므로 상호 배타적인 20개 클래스의 샘플이 있는 


10개 그룹을 만든다. 결과적으로 10개의 그룹에서 각 그룹 내 샘플 크기가 100에서 400인 


클라이언트 샘플을 무작위로 분할했다. 결국 표준 편차가 88인 평균 252개의 샘플을 갖는 


390개의 클라이언트가 생성되었다. 


실험의 세부 구성 


   모든 실험에서 지정되지 않은 경우 로컬 배치 사이즈 B = 20, 로컬 에포크 E = 10, 


클라이언트의 비율 C = 0.1, 학습률 η = 0.01(운동량이 0.9인 SGD 최적화기(Optimizer))를 비롯하여 


CIFAR10, CIFAR100, EMNIST 및 TinyImageNet은 각각에 대해 K ~ 100, 100, 1,543 및 390의 값을 


설정했다. 각 데이터 세트를 위해 CIFAR10, CIFAR100, EMNIST 및 TinyImageNet에 대해 서는 각각 


200, 300, 100 및 500인 서로 다른 총 라운드 R을 적용했다. 절제 연구(ablation study)를 위해 R = 


100인 총 라운드만 수정한 CIFAR10 데이터 세트를 사용했다. 


 


전역 모델의 비정상적인 행동 







   흥미로운 결과 중 하나는 중앙 서버에서 집계된 글로벌 모델의 최적화 궤적이다(그림 3 참조). 


2단계가 시작되면(검은색 세로선으로 표시된 R = 800) 글로벌 모델의 손실이 성능(즉, 정확도)에 


대한 큰 감소 없이 상방으로 급증했는데, 이는 직관적이지 않다. 이러한 경향은 '계층 혼합' 


방식을 선택했을 때 더욱 두드러진다. 손실이 거의 5배 가까이 치솟았지만 전역 모델의 성능 


곡선은 진동의 감소와 함께 여전히 높은 정확도를 유지했다. 또한 2000 라운드까지 진행하면 


정확도와 손실이 모두 수렴되는 것이 관찰되었다. 이러한 현상의 원인은 정규화를 유도하는 


직교성 때문인 것으로 추정된다. 신경망은 일반적으로 과도하게 매개변수화 되고 오류가 거의 


없는 학습 데이터를 기억할 수 있기 때문에(Radhakrishnan 외. 2018; AllenZhu, Li 및 Liang 2019), 


전역 모델은 다양한 클라이언트로부터 지식을 저장할 수도 있다(집계할 매개변수의 형태로). 


직교성 유도 항은 로컬 모델과 국소적(local)으로 업데이트된 전역 모델(Larrazabal 외. 2021; 


Ayinde, Inanc 및 Zurada 2019; Mashhadi, Nowaczyk 및 Pashami 2021)을 역상관성을 갖기 때문에 


단순한 가중 평균화 방식 하에서 각 모델이 학습한 내용을 서로 간섭 받지 않고 집계될 수 


있다고 가정한다. 


 


로컬 배치 사이즈 및 로컬 에포크의 영향 


  FL에서 로컬 업데이트의 작업은 수렴, 통신 및 계산 균형 측면에서 중요하다(Li 외. 2019). 


따라서 R = 100인 CIFAR10 데이터 세트에서 로컬 배치 사이즈와 로컬 에포크 모두의 영향에 


대해 더 많은 실험을 수행했다. 그림 4에서 그림 2와 유사한 실험 결과를 나타냄을 보였다. 극히 


적은 로컬 업데이트(즉, E= 1)는 로컬 및 전역 모델의 성능에 모두 악영향을 미치는 반면, 더 


많은 로컬 업데이트(즉, E = 20)는 더 나아졌지만 때때로 실패했다(즉, E = 20 & B = 4). 로컬 배치 


사이즈도 같은 경향을 보였다. 배치 사이즈가 너무 작으면 각 클라이언트에서 심한 노이즈 


업데이트(noisy update)로 인해 클라이언트 간에 다양한 행동이 발생할 수 있어 최적의 성능을 


얻을 수 없었다. 본 연구에서 제안된 방법은 기본적으로 모든 학습 집단 업데이트에서 로컬 


모델과 전역 모델의 다른 조합을 혼합(즉, 결합)하여 각 클라이언트에서 로컬 모델과 전역 


모델의 앙상블을 추구한다는 것을 돌이켜보면, 로컬 업데이트에서 어느 정도의 확률성을 


유지하는 것이 유리하다(즉, 충분한 수의 반복 유지). 따라서 우리는 계산 및 통신 효율성을 


고려하면서 로컬 업데이트의 적절한 구성(예: B = 10 ~ 20)을 선택하는 것이 개인화를 위한 


효율적인 클라이언트별 하위 공간을 구축하는 데 더 도움이 된다고 결론지었다. 


 


 


 
 
 
 
 
 
 
 
 
 







 


 


데이터세트 이름 (→) 


계층 이름 (↓) 
EMNIST CIFAR10 & CIFAR100 TinyImageNet 


conv1 
in=1, out=32, 


k=(5, 5), s=1, p=0 
in=3, out=32, 


k=(5, 5), s=1, p=0 
in=3, out=32, 


k=(5, 5), s=1, p=0 


maxpool1 k=(2, 2), p=0 k=(2, 2), p=0 k=(3, 3), p=0 


conv2 
in=32, out=64, 


k=(5, 5), s=1, p=0 
in=32, out=64, 


k=(5, 5), s=1, p=0 
in=32, out=64, 


k=(5, 5), s=1, p=0 


maxpool2 k=(2, 2), p=0 k=(2, 2), p=0 k=(3, 3), p=0 


conv3 
in=64, out=32, 


k=(2, 2), s=1, p=0 
in=64, out=32, 


k=(3, 3), s=1, p=0 
in=64, out=32, 


k=(2, 2), s=1, p=0 


maxpool3 k=(2, 2), p=0 k=(2, 2), p=0 k=(3, 3), p=0 


fc1 
in=32, out=512, 


k=(1, 1), s=1, p=0 
in=32, out=512, 


k=(1, 1), s=1, p=0 
in=32, out=512, 


k=(1, 1), s=1, p=0 


fc2 
in=512, out=62, 


k=(1, 1), s=1, p=0 
in=512, out=10 or 100, 


k=(1, 1), s=1, p=0 
in=512, out=200, 
k=(1, 1), s=1, p=0 


표 4: 각 클라이언트의 모델 아키텍처(전역 및 로컬 모델 모두). in, out, k, s 및 p의 약어는 각각 입력 


채널 수, 출력 채널 수, 커널(kernel) 크기, 스트라이드(stride)의 크기 및 입력 패딩(padding)의 크기를 


나타낸다. 


 


그림 3: 중앙 서버에서 전역 모델의 최적화 궤적(첫 번째 행: SuPerFed-MM, 두 번째 행: SuPerFed-LM, 첫 


번째 열: 1위의 정확도 곡선, 두 번째 열: 손실 곡선). 개인화 단계의 시작을 위해 L = 800이 


선택되었고(R = 2000 라운드 중), 각 하위 그래프에 검은색 세로선으로 표시했다. 







 


 


그림 4: 로컬 배치 사이즈 B 및 로컬 에포크 E의 효과. 녹색으로 표시된 왼쪽 그룹의 그래프는 


SuPerFed-MM의 성능이고, 자홍색으로 표시된 오른쪽 그룹의 그래프는 SuPerFed-LM의 성능이다. 각 


하위 그래프의 세로축은 정확도를 나타내고 가로축은 0에서 1까지의 가능한 α 값의 범위를 나타낸다. 


각 하위 그래프의 수치는 중앙 서버의 전역 테스트 세트에 의해 평가된 전역 모델(위에 위치)의 


성능을 나타내며, 각 클라이언트에서 로컬 테스트 세트에 의해 평가된 로컬 모델(괄호 안)의 최상의 


평균 성능을 나타낸다. 오차 막대는 서로 다른 α 값으로 구현된 각 개인화 모델의 표준 편차를 


나타낸다. 
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