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명 세 서

청구범위

청구항 1 

적어도 하나의 프로세서를 포함하는 컴퓨터 장치의 토양 특성 예측 방법에 있어서,

상기 적어도 하나의 프로세서에 의해, DL(deep learning)과 ML(machine learning)의 하이브리드 네트워크로서

CNN(Convolutional Neural Network) 알고리즘과 RF(Random Forest) 알고리즘이 결합된 하이브리드 CNN-RF 모델

을 통해 토양의 물리적 특성을 예측하는 단계

를 포함하고,

상기 하이브리드 CNN-RF 모델은 RS(Remote sensing) 매개변수와 지형 매개변수(Topographic Parameter) 및 기

후 매개변수(Climatic Parameter)를 포함하고,

상기 RS  매개변수는 위성 영상에서 추출되는 데이터로, Landsat-8의 밴드 1(B1)  내지 밴드 5(B5),  및 밴드

7(B7),  BI(Brightness  Index),  CI(Coloration  Index),  CLI(Clay  Index),  EVI(Enhanced  Vegetation  Index),

LST(Land Surface Temperature), HI(Hue Index), NDVI(Normalized Difference Vegetation Index), RI(Redness

Index), 및 SI(Saturation Index)가 포함되고,

상기  지형  매개변수는  지리정보시스템(GIS)의  지형  모델에서  추출되는  데이터로,  측면(aspect),  고도

(elevation),  경사(slope),  DR(duration  radiation),  MRVBF(multi-resolution  index  of  valley  bottom

flatness), MRRTF(multi-resolution ridgetop flatness index), 및 TWI(topographic wetness index)가 포함되

고,

상기 하이브리드 CNN-RF 모델은 mХn(m은 토양 샘플의 양, n은 토양 질감 속성에 영향을 미치는 매개변수의 수)

구조의 입력 행렬을 포함하고,

상기 예측하는 단계는,

상기 하이브리드 CNN-RF 모델을 사용하여 대상 지역의 토양 질감 특성에 대한 예측 지도(predictive map)를 생

성하는 것으로,

CNN 모델의 히든 레이어(hidden layer)를 통해 입력 정보에서 공간 패턴과 컨텍스트 정보를 포함한 특징을 추출

하는 단계;

회색조 동시 발생 행렬(gray-level cooccurrence matrix)을 이용하여 대상 지역의 균질성, 대비, 상이성, 엔트

로피를 포함한 특징을 추출하는 단계; 및

RF 알고리즘을 통해 상기 추출된 특징에 대한 회귀 분석을 수행하는 단계

를 포함하는 토양 특성 예측 방법.

청구항 2 

제1항에 있어서,

상기 예측하는 단계는,

대상 지역의 토양 샘플 데이터를 이용하여 비중계법(hydrometer method)을 통해 점토(clay), 모래(sand), 실트

(silt)를 포함한 토양 질감 특성을 모델링하는 단계

를 포함하는 토양 특성 예측 방법.

청구항 3 

제2항에 있어서,

상기 토양 샘플 데이터는 이상치 제거를 거쳐 축소되는 것
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을 특징으로 하는 토양 특성 예측 방법.

청구항 4 

삭제

청구항 5 

제1항에 있어서,

상기 예측하는 단계는,

위성 영상에서 추출된 매개변수를 이용하여 공간 데이터베이스를 생성하는 단계

를 포함하는 토양 특성 예측 방법.

청구항 6 

삭제

청구항 7 

삭제

청구항 8 

삭제

청구항 9 

삭제

청구항 10 

삭제

청구항 11 

제1항 내지 제3항, 제5항 중 어느 한 항의 토양 특성 예측 방법을 상기 컴퓨터 장치에 실행시키기 위해 컴퓨터

판독 가능한 기록매체에 저장된 컴퓨터 프로그램.

청구항 12 

컴퓨터 장치에서 판독 가능한 명령을 실행하도록 구현되는 적어도 하나의 프로세서

를 포함하고,

상기 적어도 하나의 프로세서는,

DL(deep learning)과 ML(machine learning)의 하이브리드 네트워크로서 CNN(Convolutional Neural Network) 알

고리즘과  RF(Random  Forest)  알고리즘이  결합된  하이브리드  CNN-RF  모델을  통해  토양의  물리적  특성을

예측하고,

상기 하이브리드 CNN-RF 모델은 RS(Remote sensing) 매개변수와 지형 매개변수(Topographic Parameter) 및 기

후 매개변수(Climatic Parameter)를 포함하고,

상기 RS  매개변수는 위성 영상에서 추출되는 데이터로, Landsat-8의 밴드 1(B1)  내지 밴드 5(B5),  및 밴드

7(B7),  BI(Brightness  Index),  CI(Coloration  Index),  CLI(Clay  Index),  EVI(Enhanced  Vegetation  Index),

LST(Land Surface Temperature), HI(Hue Index), NDVI(Normalized Difference Vegetation Index), RI(Redness

Index), 및 SI(Saturation Index)가 포함되고,

상기  지형  매개변수는  지리정보시스템(GIS)의  지형  모델에서  추출되는  데이터로,  측면(aspect),  고도

(elevation),  경사(slope),  DR(duration  radiation),  MRVBF(multi-resolution  index  of  valley  bottom

flatness), MRRTF(multi-resolution ridgetop flatness index), 및 TWI(topographic wetness index)가 포함되
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고,

상기 하이브리드 CNN-RF 모델은 mХn(m은 토양 샘플의 양, n은 토양 질감 속성에 영향을 미치는 매개변수의 수)

구조의 입력 행렬을 포함하고,

상기 적어도 하나의 프로세서는,

상기 하이브리드 CNN-RF 모델을 사용하여 대상 지역의 토양 질감 특성에 대한 예측 지도(predictive map)를 생

성하는 것으로,

CNN 모델의 히든 레이어(hidden layer)를 통해 입력 정보에서 공간 패턴과 컨텍스트 정보를 포함한 특징을 추출

하고,

회색조 동시 발생 행렬(gray-level cooccurrence matrix)을 이용하여 대상 지역의 균질성, 대비, 상이성, 엔트

로피를 포함한 특징을 추출하고,

RF 알고리즘을 통해 상기 추출된 특징에 대한 회귀 분석을 수행하는 것

을 특징으로 하는 컴퓨터 장치.

청구항 13 

삭제

청구항 14 

제12항에 있어서,

상기 적어도 하나의 프로세서는,

위성 영상에서 추출된 매개변수를 이용하여 토양 질감 특성을 모델링하기 위한 공간 데이터베이스를 생성하는

것

을 특징으로 하는 컴퓨터 장치.

청구항 15 

삭제

발명의 설명

기 술 분 야

아래의 설명은 토양의 물리적 특성을 예측하는 기술에 관한 것이다.[0001]

배 경 기 술

토양은 기후와 생태계 조절의 중요한 구성 요소이자 인류 식량의 97%를 생산하는 기본 요소이다. 토양은 또한[0002]

농업 생산성, 유역 보호, 환경 및 야생동물에 큰 영향을 미친다. 토양 질감은 토양 침식, 물 이동, 품질 관리

및  생산성에  매우  중요하다.  토양  질감의  입자  크기  분류에는  모래(2~0.05mm),  미사(0.05~0.002mm),  점토

(<0.002mm)가 포함된다. 토양이 직면한 중요한 과제 중에는 다양한 규모의 토양 침식과 강우 침식이 있으며, 이

는 토양 특성, 특히 질감을 변화시킬 수 있다. 따라서 토양 특성에 대한 공간적 예측은 인간의 이용이 영향을

미치는 토양의 질을 평가하는 데 매우 중요하다.

원격탐사(RS: remote sensing) 데이터는 전 세계적으로 이용 가능하고 농업에서 매우 가치 있는 풍부한 정보 소[0003]

스이다. RS 기술의 발전으로 대규모 공간 및 시간 규모에서 데이터 처리가 크게 향상되었다. 이전에는 항공 이

미지와 디지털 이미지 처리를 사용하여 농지를 모니터링했다. 그러나, RS는 추정의 정확성과 효율성을 향상시키

면서 수집된 현장 데이터를 줄일 수 있다.

RS는 지리정보시스템(GIS)과 결합하여 비용, 시간, 인적 자원 측면에서 수집, 저장, 분석 및 모델링의 효율성을[0004]

높일 수 있다. 또한, GIS는 공간 예측을 돕기 위해 공간 정보와 환경 매개변수를 결합하는 다양한 도구를 제공

한다. GIS는 매핑, 데이터 관리, 공간 분석을 위한 효과적인 분석 도구이기도 하다.
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RS 및 GIS 데이터는 현상의 공간 모델링을 위한 예측 변수로 사용될 수 있다. 최근 몇 년 동안 토양 특성을 예[0005]

측하는 데 공간 정보 시스템과 RS 도구 또는 기능을 사용하는 데 상당한 발전이 있었다. 토양 조직의 공간적 분

포를 예측하기 위해 크리깅(kriging), 다중 단계적 회귀분석(multiple stepwise regression), 부분 최소 제곱

회귀분석(partial least squares regression), 코크리깅(cokriging)과 같은 다양한 통계 및 지리통계학적 방법

이 이전에 사용되어 왔다.

그러나, 이러한 방법은 통계적 가정에 크게 의존하고 데이터 크기가 증가함에 따라 계산 집약적이다. 이러한 한[0006]

계를  극복하기  위해  토양  질감  특성을  예측하기  위해  기계  학습(ML)  알고리즘이  적용되었다.  회귀  트리

(regression trees), BRT(Boosted Regression Trees), RF(Random Forest) 및 SVM(Support Vector Machine)과

같은 ML 알고리즘은 토양 질감 속성을 매핑하는 기능을 보여주었다.

ML 알고리즘은 암시적 관계를 발견하고 식별함으로써 고차원 및 다변수 데이터를 관리하는 데 상당한 이점을 제[0007]

공한다. ML 알고리즘은 이러한 장점에도 불구하고 국소적으로 최적의 해만 제공하는 문제, 훈련 시간이 길어지

면 성능이 저하되는 문제, 최적의 학습률을 찾는 데 어려움을 겪는 문제 등이 발생하기 쉽다.

일부 ML 알고리즘은 데이터 양이 증가함에 따라 성능 포화 상태를 나타낼 수 있지만, 데이터 양과 알고리즘 성[0008]

능 간의 관계는 데이터의 이질성 및 관련성을 포함한 다양한 요인의 영향을 받는다. 데이터가 다양하고 다양한

규모와 맥락에 걸쳐 중요한 정보를 포함하는 경우 데이터 양을 늘리면 모델 성능이 향상될 수 있다. 그러나, 추

가 볼륨이 모델 훈련 및 일반화에 의미 있게 기여하도록 데이터를 신중하게 선별하고 사전 처리하는 것이 중요

하다. 더욱이, ML 알고리즘은 관련이 없고 중복된 정보를 감지할 수 없어 성능에 부정적인 영향을 미친다. ML은

복잡한 데이터를 처리할 수 있지만 히든 레이어(hidden layer)가 너무 많으면 과적합 및 그래디언트 소멸과 같

은 문제가 발생할 수 있다.

강력한 예측 정확도를 갖춘 딥러닝(DL)은 공간 예측에서 ML보다 성능이 뛰어나다. 복잡한 토양 문제를 해결하기[0009]

위해 DL에 기반을 둔 CNN(Convolutional Neural Network)과 같은 정교한 알고리즘을 사용하여 정확도를 높이고

불확실성을 줄일 수 있다. 또한, DL 네트워크는 ML 모델에는 없는 자동 정보 추출 기능을 제공한다. 전반적으로

DL은 향상된 성능, 자동 기능 추출 및 향상된 확장성을 제공하여 ML의 단점을 해결한다. 다양한 연구자들이 CNN

알고리즘을 사용하여 토양 질감 및 토양 염도를 예측하고 LSTM(long short-term memory) 알고리즘을 사용하여

토양 수분을 예측하는 등 토양 과학 문제를 해결하기 위해 DL 모델을 활용해 왔다. DL 모델에는 여러 가지 장점

이 있지만 계산 복잡성 및 과적합과 같은 단점도 있다.

이러한 한계를 극복하기 위해 DL 모델과 ML 알고리즘을 결합할 것을 제안한 바 있다. 이러한 결합된 네트워크에[0010]

서는 DL 모델의 계층적 특성으로 인해 원시 데이터에서 필수 특징을 자동으로 추출할 수 있으며, ML 알고리즘은

DL 모델보다 회귀 작업을 더 효율적으로 처리하여 각 모델의 단점을 해결한다.

ML 및 DL 모델과 관련된 장단점에도 불구하고 이 두 가지 접근 방식의 통합은 다양한 연구 영역에서 널리 사용[0011]

되고 있다. 예를 들어, CNN과 RF 조합은 조기 지진 경보 시스템(early earthquake warning systems)과 위성 이

미지를 사용한 빈곤 추정(poverty estimation using satellite imagery) 등에 적용되고 있다. 또한, ML 알고리

즘은 DL 신경망과 통합되어 홍수 가능성(flood potential)을 추정하고, CNN은 SVM, RF 및 논리 회귀(logical

regression)와 결합하여 산사태 취약성(landslide susceptibility)을 평가하여 결과의 성능과 정확성이 향상되

었다.

선행기술문헌

비특허문헌

(비특허문헌 0001)   1.  Taghizadeh-Mehrjardi,  R.;  Khademi,  H.;  Khayamim,  F.;  Zeraatpisheh,  M.;  Heung,[0012]

B.;  Scholten,  T.  A  comparison  of  model  averaging  techniques  to  predict  the  spatial  distribution  of

soil properties. Remote Sens. 2022, 14, 472. 

발명의 내용

해결하려는 과제

토양 질감 특성의 공간 예측 정확도를 높이기 위해 RF와 CNN이라는 두 가지 알고리즘을 조합하여 활용할 수 있[0013]
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다. 과적합을 극복하는 것 외에도 RF 알고리즘은 공간 모델링에서 다른 ML 알고리즘에 비해 허용 가능한 정확도

를 보장할 수 있다. 반면, CNN 알고리즘은 컨볼루션 레이어(convolution layer)를 통한 정보 처리를 통해 다양

한 특징, 특히 공간적 특징을 자동으로 추출할 수 있다.

과제의 해결 수단

적어도 하나의 프로세서를 포함하는 컴퓨터 장치의 토양 특성 예측 방법에 있어서, 상기 적어도 하나의 프로세[0014]

서에 의해, DL(deep learning)과 ML(machine learning)의 하이브리드 네트워크로서 CNN(Convolutional Neural

Network) 알고리즘과 RF(Random Forest) 알고리즘이 결합된 하이브리드 CNN-RF 모델을 통해 토양의 물리적 특성

을 예측하는 단계를 포함하는 토양 특성 예측 방법을 제공한다.

일  측면에  따르면,  상기  예측하는  단계는,  대상  지역의 토양 샘플 데이터를 이용하여 비중계법(hydrometer[0015]

method)을 통해 점토(clay), 모래(sand), 실트(silt)를 포함한 토양 질감 특성을 모델링하는 단계를 포함할 수

있다.

다른 측면에 따르면, 상기 토양 샘플 데이터는 이상치 제거를 거쳐 축소될 수 있다.[0016]

또 다른 측면에 따르면, 상기 예측하는 단계는, 상기 하이브리드 CNN-RF 모델을 사용하여 대상 지역의 토양 질[0017]

감 특성에 대한 예측 지도(predictive map)를 생성하는 단계를 포함할 수 있다.

또 다른 측면에 따르면, 상기 예측하는 단계는, 위성 영상에서 추출된 매개변수를 이용하여 공간 데이터베이스[0018]

를 생성하는 단계를 포함할 수 있다.

또  다른  측면에  따르면,  상기  하이브리드  CNN-RF  모델은  RS(Remote  sensing)  매개변수와  지형  매개변수[0019]

(Topographic Parameter) 및 기후 매개변수(Climatic Parameter)를 포함할 수 있다.

또 다른 측면에 따르면, 상기 RS 매개변수는 위성 영상에서 추출되는 데이터로, Landsat-8의 밴드 1(B1) 내지[0020]

밴드 5(B5), 및 밴드 7(B7), BI(Brightness Index), CI(Coloration Index), CLI(Clay Index), EVI(Enhanced

Vegetation Index), LST(Land Surface Temperature), HI(Hue Index), NDVI(Normalized Difference Vegetation

Index), RI(Redness Index), SI(Saturation Index)가 포함될 수 있다.

또 다른 측면에 따르면, 상기 지형 매개변수는 지리정보시스템(GIS)의 지형 모델에서 추출되는 데이터로, 측면[0021]

(aspect), 고도(elevation), 경사(slope), DR(duration radiation), MRVBF(multi-resolution index of valley

bottom flatness), MRRTF(multi-resolution ridgetop flatness index), 및 TWI(topographic wetness index)가

포함될 수 있다.

또 다른 측면에 따르면, 상기 하이브리드 CNN-RF 모델은 mХn(m은 토양 샘플의 양, n은 토양 질감 속성에 영향[0022]

을 미치는 매개변수의 수) 구조의 입력 행렬을 포함할 수 있다.

또 다른 측면에 따르면, 상기 예측하는 단계는, 상기 하이브리드 CNN-RF 모델을 통해 토양 질감 특성에 대한 예[0023]

측 값을 획득하는 것으로, CNN 모델을 통해 입력 정보에서 공간 패턴과 컨텍스트 정보를 포함한 관련 특징을 추

출한 후 RF 알고리즘을 통해 상기 추출된 특징에 대한 회귀 분석을 수행할 수 있다.

상기 토양 특성 예측 방법을 상기 컴퓨터 장치에 실행시키기 위해 컴퓨터 판독 가능한 기록매체에 저장된 컴퓨[0024]

터 프로그램을 제공한다.

컴퓨터 장치에서 판독 가능한 명령을 실행하도록 구현되는 적어도 하나의 프로세서를 포함하고, 상기 적어도 하[0025]

나의 프로세서는, DL(deep  learning)과 ML(machine  learning)의 하이브리드 네트워크로서 CNN(Convolutional

Neural Network) 알고리즘과 RF(Random Forest) 알고리즘이 결합된 하이브리드 CNN-RF 모델을 통해 토양의 물

리적 특성을 예측하는 것을 특징으로 하는 컴퓨터 장치를 제공한다.

발명의 효과

본 발명의 실시예들에 따르면, 토양 질감의 공간 예측을 위한 RF(Random Forest) ML(machine learning) 알고리[0026]

즘과 CNN(Convolutional Neural Network) DL(deep learning) 신경망의 하이브리드화를 포함하여 여러 가지 장

점을 보여주며 개별 CNN 및 RF 모델에 비해 정확도가 향상될 수 있다. 또한, RS 데이터를 사용함으로써 토양 질

감에 영향을 미치는 다양한 변수를 적절한 규모로 비용을 절감하면서 추출할 수 있다.

도면의 간단한 설명
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도 1은 본 발명의 일실시예에 있어서 컴퓨터 장치의 내부 구성의 일례를 설명하기 위한 블록도이다.[0027]

도 2는 토양의 물리적 특성 예측을 위한 대상 지역 예시를 도시한 것이다.

도 3은 대상 지역 토지피복(Landcover) 분류 예시를 도시한 것이다.

도 4는 토양 질감 통계적 요약을 나타낸 것이다.

도 5는 이상값이 제거된 토양 질감 통계적 요약을 나타낸 것이다.

도 6은 토양 질감의 특성에 영향을 미치는 매개변수를 나타낸 것이다.

도 7은 RS(Remote sensing) 매개변수를 나타낸 것이다.

도 8은 RF(Random Forest) 알고리즘의 아키텍처를 도시한 것이다.

도 9는 CNN(Convolutional Neural Network) 모델의 아키텍처를 도시한 것이다.

도 10은 하이브리드 CNN-RF 네트워크 아키텍처를 도시한 것이다.

도 11은 토양 질감 특성의 공간 예측을 위한 워크플로우를 도시한 것이다.

발명을 실시하기 위한 구체적인 내용

이하, 본 발명의 실시예를 첨부된 도면을 참조하여 상세하게 설명한다.[0028]

본 발명의 실시예들은 토양의 물리적 특성을 예측하는 기술에 관한 것이다.[0030]

본 명세서에서 구체적으로 개시되는 것들을 포함하는 실시예들은 RF와 CNN이라는 두 가지 알고리즘의 조합을 통[0031]

해 토양 질감 특성의 공간 예측 정확도를 높일 수 있다.

본 발명의 실시예들에 따른 토양 특성 예측 장치는 적어도 하나의 컴퓨터 장치에 의해 구현될 수 있으며, 본 발[0032]

명의 실시예들에 따른 토양 특성 예측 방법은 토양 특성 예측 장치에 포함되는 적어도 하나의 컴퓨터 장치를 통

해 수행될 수 있다. 이때, 컴퓨터 장치에는 본 발명의 일실시예에 따른 컴퓨터 프로그램이 설치 및 구동될 수

있고, 컴퓨터 장치는 구동된 컴퓨터 프로그램의 제어에 따라 본 발명의 실시예들에 따른 토양 특성 예측 방법을

수행할 수 있다. 상술한 컴퓨터 프로그램은 컴퓨터 장치와 결합되어 토양 특성 예측 방법을 컴퓨터에 실행시키

기 위해 컴퓨터 판독 가능한 기록매체에 저장될 수 있다.

도 1은 본 발명의 일실시예에 따른 컴퓨터 장치의 예를 도시한 블록도이다. 예를 들어, 본 발명의 실시예들에[0033]

따른 토양 특성 예측 장치는 도 1을 통해 도시된 컴퓨터 장치(100)에 의해 구현될 수 있다.

도 1에 도시된 바와 같이 컴퓨터 장치(100)는 본 발명의 실시예들에 따른 토양 특성 예측 방법을 실행하기 위한[0034]

구성요소로서, 메모리(110), 프로세서(120), 통신 인터페이스(130) 그리고 입출력 인터페이스(140)를 포함할 수

있다.

메모리(110)는 컴퓨터에서 판독 가능한 기록매체로서, RAM(random access memory), ROM(read only memory) 및[0035]

디스크 드라이브와 같은 비소멸성 대용량 기록장치(permanent mass storage device)를 포함할 수 있다. 여기서

ROM과 디스크 드라이브와 같은 비소멸성 대용량 기록장치는 메모리(110)와는 구분되는 별도의 영구 저장 장치로

서 컴퓨터 장치(100)에 포함될 수도 있다. 또한, 메모리(110)에는 운영체제와 적어도 하나의 프로그램 코드가

저장될 수 있다. 이러한 소프트웨어 구성요소들은 메모리(110)와는 별도의 컴퓨터에서 판독 가능한 기록매체로

부터 메모리(110)로 로딩될 수 있다. 이러한 별도의 컴퓨터에서 판독 가능한 기록매체는 플로피 드라이브, 디스

크, 테이프, DVD/CD-ROM 드라이브, 메모리 카드 등의 컴퓨터에서 판독 가능한 기록매체를 포함할 수 있다. 다른

실시예에서 소프트웨어 구성요소들은 컴퓨터에서 판독 가능한 기록매체가 아닌 통신 인터페이스(130)를 통해 메

모리(110)에 로딩될 수도 있다. 예를 들어, 소프트웨어 구성요소들은 네트워크(160)를 통해 수신되는 파일들에

의해 설치되는 컴퓨터 프로그램에 기반하여 컴퓨터 장치(100)의 메모리(110)에 로딩될 수 있다.

프로세서(120)는 기본적인 산술, 로직 및 입출력 연산을 수행함으로써, 컴퓨터 프로그램의 명령을 처리하도록[0036]

구성될 수 있다. 명령은 메모리(110) 또는 통신 인터페이스(130)에 의해 프로세서(120)로 제공될 수 있다. 예를

들어, 프로세서(120)는 메모리(110)와 같은 기록 장치에 저장된 프로그램 코드에 따라 수신되는 명령을 실행하

도록 구성될 수 있다.

통신 인터페이스(130)는 네트워크(160)를 통해 컴퓨터 장치(100)가 다른 장치와 서로 통신하기 위한 기능을 제[0037]

등록특허 10-2795932

- 8 -



공할 수 있다. 일례로, 컴퓨터 장치(100)의 프로세서(120)가 메모리(110)와 같은 기록 장치에 저장된 프로그램

코드에 따라 생성한 요청이나 명령, 데이터, 파일 등이 통신 인터페이스(130)의 제어에 따라 네트워크(160)를

통해 다른 장치들로 전달될 수 있다. 역으로, 다른 장치로부터의 신호나 명령, 데이터, 파일 등이 네트워크

(160)를 거쳐 컴퓨터 장치(100)의 통신 인터페이스(130)를 통해 컴퓨터 장치(100)로 수신될 수 있다. 통신 인터

페이스(130)를 통해 수신된 신호나 명령, 데이터 등은 프로세서(120)나 메모리(110)로 전달될 수 있고, 파일 등

은 컴퓨터 장치(100)가 더 포함할 수 있는 저장 매체(상술한 영구 저장 장치)로 저장될 수 있다.

통신 방식은 제한되지 않으며, 네트워크(160)가 포함할 수 있는 통신망(일례로, 이동통신망, 유선 인터넷, 무선[0038]

인터넷,  방송망 등)을 활용하는 통신 방식뿐만 아니라 기기들 간의 근거리 유선/무선 통신 역시 포함될 수

있다. 예를 들어, 네트워크(160)는, PAN(personal area network), LAN(local area network), CAN(campus area

network), MAN(metropolitan area network), WAN(wide area network), BBN(broadband network), 인터넷 등의

네트워크 중 하나 이상의 임의의 네트워크를 포함할 수 있다. 또한, 네트워크(160)는 버스 네트워크, 스타 네트

워크, 링 네트워크, 메쉬 네트워크, 스타-버스 네트워크, 트리 또는 계층적(hierarchical) 네트워크 등을 포함

하는 네트워크 토폴로지 중 임의의 하나 이상을 포함할 수 있으나, 이에 제한되지 않는다.

입출력 인터페이스(140)는 입출력 장치(150)와의 인터페이스를 위한 수단일 수 있다. 예를 들어, 입력 장치는[0039]

마이크, 키보드, 카메라 또는 마우스 등의 장치를, 그리고 출력 장치는 디스플레이, 스피커와 같은 장치를 포함

할 수 있다. 다른 예로 입출력 인터페이스(140)는 터치스크린과 같이 입력과 출력을 위한 기능이 하나로 통합된

장치와의 인터페이스를 위한 수단일 수도 있다. 입출력 장치(150)는 컴퓨터 장치(100)와 하나의 장치로 구성될

수도 있다.

또한, 다른 실시예들에서 컴퓨터 장치(100)는 도 1의 구성요소들보다 더 적은 혹은 더 많은 구성요소들을 포함[0040]

할 수도 있다. 그러나, 대부분의 종래기술적 구성요소들을 명확하게 도시할 필요성은 없다. 예를 들어, 컴퓨터

장치(100)는 상술한 입출력 장치(150) 중 적어도 일부를 포함하도록 구현되거나 또는 트랜시버(transceiver),

카메라, 각종 센서, 데이터베이스 등과 같은 다른 구성요소들을 더 포함할 수도 있다.

이하에서는 토양의 물리적 특성 예측을 위한 지리공간 인공지능과 위성영상의 융합 기술의 구체적인 실시예를[0041]

설명하기로 한다.

본 발명은 RF ML 알고리즘과 CNN DL 신경망의 하이브리드화를 통해 높은 정확도로 토양의 물리적 특성을 예측할[0042]

수 있다.

예측 대상 영역(Study Area)[0043]

도 2는 토양의 물리적 특성 예측을 위한 대상 지역 위치, 토양 시료 분포, 기상 관측소를 나타내고 있다.[0044]

대상 지역의 일례로, 이란 Golestan 지역은 위도 36°56'에서 37°35'까지, 경도 54°58'에서 55°42'까지이다.[0045]

중부와 북서부를 포함한 대부분의 지역은 밀 재배에 전념하고 있으며 남부와 북동부는 주로 방목에 사용된다.

이 지역의 가장 높은 고도와 가장 낮은 고도는 각각 해발 1722m와 0m이다. 대상 지역의 연평균 강우량과 대기

온도는 각각 456mm와 21°C이다.

본 발명은 대상 지역이 제기하는 독특한 과제에 초점을 맞추어 방법과 데이터 소스의 융합을 사용하여 토양 물[0046]

리적 특성을 예측하는 것을 목표로 한다. 예측의 목표 공간 해상도는 30m이며, 이는 예측 지도(predictive ma

p)를 생성하는 것을 목표로 하는 규모를 반영한다.

토양 샘플(Soil Samples)[0047]

토양 샘플 데이터는 점토(clay), 모래(sand), 실트(silt)의 세 가지 속성을 포함하여 이란 수자원 및 토양 연구[0048]

소에서 수집한 317개의 샘플(0-30cm)로 구성된다. 샘플링은 그리드 샘플링 방법을 사용하여 수행되며, 각 그리

드는 1km
2
 면적을 커버하고 GPS(위성 항법 시스템)를 사용하여 토양 샘플의 정확한 좌표를 결정한다.

도 3은 대상 지역의 토지피복(Landcover) 분류를 나타내고 있다. 총 317개의 토양 샘플이 다양한 토지 피복 계[0049]

층에 분포되어 있다. 구체적으로 샘플의 73%는 농경지에, 13%는 범위 토지에, 9%는 덮개가 없는 평야에, 3%는

주거 지역에, 1%는 산림에, 1%는 수역에 속한다. 모든 토양 샘플 중 약 75%는 200m 이하의 고도에 위치하며 나

머지 25%는 200m 이상의 고도에 위치한다.

비중계법(hydrometer method)을 이용하여 모래, 실트, 점토를 포함한 토양 질감 특성을 분석하며, 도 4의 테이[0050]

블은 토양 질감 특성의 최소값, 최대값, 평균값, 표준편차값을 나타내고 있다.
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도 5의 테이블은 Theil-Sen 회귀분석을 이용하여 자료집에서 이상치를 제거한 후 토양 질감의 유형별 통계자료[0051]

를 요약한 것이다. 317개의 토양 샘플로 구성된 원래 자료집은 모래, 실트, 점토에 대해 각각 179개, 144개,

155개의 샘플로 축소된다.

환경변수(Environmental Parameters)[0052]

이전 연구, 전문가 의견 및 대상 지역의 특정 조건을 기반으로 세 그룹의 환경 매개변수가 사용된다. 여기에는[0053]

지구 관측 위성 중 하나인 Landsat-8의  밴드 1(B1)~밴드 5(B5)  및 밴드 7(B7),  밝기 지수(BI:  Brightness

Index),  착색  지수(CI:  Coloration  Index),  점토  지수(CLI:  Clay  Index),  식생  강화  지수(EVI:  Enhanced

Vegetation Index), 지표면 온도(LST: Land Surface Temperature), 색상 지수(HI: Hue Index), 정규 식생 지수

(NDVI:  Normalized  Difference  Vegetation  Index),  적색  지수(RI:  Redness  Index)  및  포화  지수(SI:

Saturation Index)와 같은 RS 변수가 포함될 수 있다.

기온,  강우량과 같은 기후 변수도 포함될 수  있으며,  지형 변수에는 측면(aspect),  고도(elevation),  경사[0054]

(slope), 지속 방사선(DR: duration radiation), 다중 해상도 바닥 평탄도(MRVBF: multi-resolution index of

valley bottom flatness), 다중 해상도 리지탑 평탄도(MRRTF: multi-resolution ridgetop flatness index), 지

형 습윤도(TWI: topographic wetness index)가 포함될 수 있다.

본 발명에서는 종속 변수가 대상 변수로 취급되는 토양 질감 특성을 나타내며, 독립 변수는 도 6의 테이블에 도[0055]

시한 바와 같이 다양한 환경 변수를 포함할 수 있다.

(1) RS 매개변수[0056]

도 7의 테이블에 나열된 바와 같이, Landsat 8 위성 이미지에서 14개의 RS 매개변수를 추출할 수 있다. 사용된[0057]

RS 이미지는 2020년 1월 1일부터 12월 30일 사이에 수집된 것이다. 이미지 위치는 Landsat 글로벌 참조 시스템

의 경로 162, 34행, 경로 162, 35행, 경로 163, 34행에 해당한다. Landsat 8 OLI 센서 이미지는 Google 어스에

서 방사선 및 기하학적으로 보정되어 WGS84-Zone 40 N에 투영될 수 있다.

(2) 지형 매개변수[0058]

본 발명에서 사용된 지형 매개변수는 Google 어스 엔진 시스템과 ArcGIS 10.8 및 SAGA 8.2.1 소프트웨어를 사용[0059]

하여 공간 해상도 30Х30m의 SRTM(Shuttle Radar Topography Mission) 디지털 지형 모델에서 추출된다. 지형

매개변수에는 측면(aspect), 표고(elevation), 경사(slope), DR(Duration Radiation), MRVBF(Multi-Resolution

index of Valley Bottom Flatness), MRRTF(Multi-Resolution Ridgetop Flatness index) 및 TWI(Topographic

Wetness Index)가 포함될 수 있다.

TWI는 수학식 1을 통해 계산될 수 있다.[0060]

[수학식 1][0061]

[0062]

여기서, As는 집수구역 지수(catchment area index)이고, β는 경사각(slope angle)을 의미한다.[0063]

(3) 기후 매개변수[0064]

본  발명에서  사용한  기후  매개변수는  도  2에  도시한  바와  같이  Golestan  지역  10개  기상관측소의  연평균[0065]

(2014~2020) 자료에서 획득할 수 있다. ArcGIS 10.8 소프트웨어를 사용하여 자료에 다양한 보간법을 적용할 수

있다. RMSE 지수를 기반으로 대기 온도 및 강우량 지도를 생성하는 데 가장 정확한 방법은 로컬 다항식 방법이

다.

토양의 질감에 영향을 미치는 매개변수 분석[0066]

RF 알고리즘에서 토양 점토에 가장 영향력 있는 매개변수는 MRVBF로, 이는 다양한 크기와 경사의 계곡 바닥을[0067]

식별하여 해당 지역에 대한 더 나은 설명을 제공한다. MRVBF에는 MRVBF와 유사하게 점토 함량이 고지대에서 평

지로 갈수록 점토 함량이 증가하는 점토와 직접적으로 관련된 지역의 위치에 대한 정보가 포함되어 있다. 토양

모래의 경우 가장 효과적인 매개변수는 토지 피복 유형과 지역 환경 조건에 의해 흡수되는 태양 에너지의 양에
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따라 달라지는 LST이다. 모래와 농업 지역은 토지 피복 구조로 인해 가장 높은 온도를 흡수한다. 모래에 영향을

미치는 두 번째 매개변수는 B5로, 물 댐이 있는 지역에서 모래의 양이 가장 많고, B5 반사의 양은 가장 낮다.

이는 물이 근적외선을 가장 많이 흡수하기 때문에, B5 매개변수와 대상 지역의 모래 양 사이에 반대 관계가 발

생하기 때문이다. 연구 결과는 B7이 토양 미사를 예측하는 데 가장 중요한 환경 변수임을 나타낸다. SWIR(단파

장 적외선) 밴드는 토양 질감 특성, 특히 미사를 예측하고 추정하는 데 중요한 역할을 한다. 더욱이, 미사는

SWIR 밴드의 반사 및 흡수 강도에 영향을 미치는 요인 중 하나이다. 특징 중요도를 결정한 후 RS 매개변수가 각

토양 질감 특성을 예측하는 데 가장 중요한 기여를 하는 것으로 나타난다. RS는 이러한 매개변수에 적절한 공간

적 및 시간적 정확성을 제공한다. 선택된 RS 매개변수에는 RI, B7, SI, CI, B5, NDVI, CLI 등 7개의 매개변수가

포함되며, B7과 NDVI가 가장 큰 영향을 미친다. NDVI는 스펙트럼 측정에서 대기와 토양 배경의 영향을 줄이는

가장 널리 사용되는 식생 지수 중 하나이다. SI, CI, RI는 Landsat 8의 가시광선 3개 대역(B2, B3, B4)(도 7의

테이블)에서 추출된 매개변수로 토양 특성 예측에 중요한 영향을 미친다. 이러한 매개변수는 짧은 주기성, 우수

한 공간 분해능 및 적용 범위, 가시광선, B5 및 SWIR을 포함한 광범위한 스펙트럼 범위와 같은 장점을 갖춘

Landsat 8 데이터에서 얻는다. RS 변수를 통합하면 예측 정확도가 향상될 수 있다.

예측 모델(Prediction Models)[0068]

(1) RF 알고리즘[0069]

RF 알고리즘은 더 높은 정확도를 달성하기 위해 여러 의사 결정 트리의 예측 결과를 결합하는 앙상블 학습 기법[0070]

이다. RF 알고리즘은 다양한 분야에서 널리 사용되고 있으며, 분류, 회귀 및 비지도 학습 문제를 해결하는 데

탁월한 성능을 보이고 있다.

RF에서 트리 예측기 집합(set of tree predictors) 가 사용되며, 여기서 x[0071]

는 관측치의 입력 벡터(변수)를 나타내고 θk는 독립적이고 동일하게 분포된 무작위 벡터(random vector)이다.

원본 데이터 세트를 대체하는 각 θk는 회귀 트리에 맞춰진다. 각 트리의 각 노드에 대해 작은 입력 변수 집합이

무작위로 고려된다. 트리 분할 기준은 가장 낮은 지니(Gini) 지수를 가진 입력 변수를 선택하는 것을 기반으로

한다. 마지막으로, 회귀 문제에서 RF 예측의 출력은 전체 의사 결정 트리 집합의 가중치가 없는 평균이다.

[수학식 2][0072]

[0073]

RF 알고리즘의 전체 흐름도는 도 8과 같다.[0074]

(2) CNN[0075]

CNN은 살아있는 유기체의 시각 인식 메커니즘에서 영감을 받은 DL에 대한 아키텍처이다. CNN은 컨볼루션, 최대[0076]

풀링, 드롭아웃, 연결, 완전 연결 등 여러 계층으로 구성된다. 컨볼루션 계층에는 입력 데이터로부터 서로 다른

특징을 계산하는 여러 커널이 포함된다. 최상위 풀링 계층은 각 영역의 최대 특징 수를 다음 계층에 입력으로

보내어 행렬의 차원을 줄이고 과적합을 피할 수 있다. 드롭아웃은 과적합을 방지하는 또 다른 방법이다.

컨볼루션 계층의 출력 Cj는 수학식 3을 통해 계산할 수 있다.[0077]

[수학식 3][0078]

[0079]

여기서, xi는 CNN 네트워크의 입력 벡터의 i번째 특징이고, Wij는 xi와 바이패스 b를 가진 컨볼루션 계층의 j번[0080]

째 커널 사이의 가중치이며, k와 n은 각각 컨볼루션 계층에 대한 입력 벡터의 커널 수와 특징 수이다. 활성화

함수 f는 그 중에서도 시그모이드, tanh 또는 ReLU일 수 있다.
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이러한 CNN 아키텍처는 도 9와 같다.[0081]

(3) CNN-RF[0082]

본 발명에서는 DL과 ML의 하이브리드 네트워크를 사용함으로써 CNN 네트워크와 RF 알고리즘의 기능을 모두 활용[0083]

하여 토양 질감의 공간 예측에서 더 높은 성능을 달성하고 이러한 독립형 모델의 한계를 극복할 수 있다.

하이브리드 CNN-RF 네트워크 아키텍처는 도 10에 도시한 바와 같다. 입력 행렬은 mХn 구조를 가정하며, 여기서[0084]

m은 토양 샘플의 양을 나타내고 n은 각 토양 질감 속성에 영향을 미치는 매개변수의 수를 나타낸다. 입력 정보

는 먼저 CNN 모델의 히든 레이어를 통해 처리되며, 입력 데이터 세트에서 공간 패턴과 컨텍스트 정보를 포함한

관련 특징을 추출한다. 그런 다음, 이러한 특징은 회귀 분석을 위해 RF 알고리즘에 입력된다. 마지막으로 출력

계층은 예측 값을 반환한다.

모델 평가(Models Evaluation)[0085]

모델의  효율성은  RMSE(Root  Mean  Squared  Error),  MSE(Mean  Squared  Error),  결정  계수(coefficient  of[0086]

determination)(R
2
)의 세 가지 지표를 사용하여 평가된다. MSE 및 RMSE 값이 낮을수록 모델 정확도가 높음을 나

타낸다. R
2
는 데이터와 회귀 모델 간의 적합도를 나타낸다. R

2
 값의 범위는 0에서 1이며, 1에 가까운 값은 더 나

은 모델 성능을 나타낸다.

[수학식 4][0087]

[0088]

[수학식 5][0089]

[0090]

[수학식 6][0091]

[0092]

여기서, yi는 측정값, 는 예측값, 는 실제 값의 평균, n은 관측치의 수를 나타낸다.[0093]

통계 지표 간의 관계를 표시하고 토양 특성을 예측하는 데 있어 모델 성능의 차이를 시각화하는 또 다른 효과적[0094]

인 방법은 테일러 다이어그램을 사용하는 것이다. 테일러 다이어그램은 상관 관계에 대해 예측값과 관측값 사이

의 일치 정도와 표준 편차 오차를 보여준다. 또한, 박스 플롯(box plot)을 사용하여 범위의 최소값과 최대값,

상위 사분위수와 하위 사분위수, 예측값과 실제 데이터의 중간값을 비교한다. 이 값 집합은 데이터 집합의 분포

에 대한 간략한 요약을 제공한다.

K-폴드 교차 검증(K-Fold Cross-Validation)[0095]

교차 검증은 ML 및 DL 모델의 성능을 강력하고 편향되지 않은 방식으로 평가하는 데 사용되는 기술이다. 10배[0096]

교차 검증에서는 데이터 세트가 거의 동일한 크기의 10배로 분할된다. 데이터 세트는 무작위로 10개의 부분 집

합으로 분할되며, 각 부분 집합에는 동일한 수의 샘플이 포함된다. 이는 폴드에 걸쳐 데이터 분포가 전체 데이

터 세트를 대표하도록 보장한다. 그런 다음 교차 검증 프로세스는 반복적으로 수행되며, 각 폴드는 테스트 세트

로 사용되고 나머지 9배는 모델 학습에 사용된다. 성능 지표는 모델의 예측을 기반으로 각 반복에 대해 계산된

다.
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토양의 질감 예측을 위한 워크플로우(Workflow for Soil Texture Prediction)[0097]

도 11은 본 발명에 따른 토양 질감 특성의 공간 예측을 위한 워크플로우를 도시한 것이다.[0098]

도 11을 참조하면, 첫 번째 단계는 위성 이미지에서 추출한 매개변수와 대상 지역에서 수집한 데이터를 사용하[0099]

여 공간 데이터베이스를 만드는 것이다. 두 번째 단계에서는 추출된 매개변수를 RF 알고리즘을 통해 특징 중요

도를 결정하기 위해 독립적인 데이터로 사용한다. 세 번째 단계에서는 RF, CNN, CNN-RF 알고리즘을 사용하여 토

양  질감  특성을  모델링한다.  네  번째  단계에서는  모델을  사용하여  토양  질감  특성에  대한  예측  지도를

생성한다. 마지막으로, MSE, RMSE, R
2
, 박스 플롯, 테일러 다이어그램의 5가지 지표를 사용하여 모델 평가를 수

행한다.

하이브리드 CNN-RF 모델은 개별 CNN 및 RF 모델에 비해 더 높은 정밀도를 나타낸다. 모델링 프로세스 초기에 사[0100]

용된 컨볼루션 레이어를 통해 입력 데이터 특징을 추출하고 구성할 수 있다. 반대로, CNN이 최종 회귀 결정을

위해 완전 연결 계층을 사용하면 종종 과적합이 발생한다. 결과적으로, RF 알고리즘을 통합하면 결과의 정확도

가 향상될 수 있다.

따라서, 본 실시예들은 토양 질감 특성의 공간적 예측을 위한 하이브리드 CNN-RF 모델을 제공할 수 있다. 토양[0101]

질감에 영향을 미치는 지표를 준비하는 데 적절한 공간적, 시간적 정확성으로 인해 위성 이미지가 사용된다.

(1) RF 알고리즘은 MRVBF, LST 및 B7을 각각 점토, 모래 및 미사에 대한 가장 효과적인 매개변수로 식별한다.

(2) 유효 매개변수 중 RS 변수가 모델링 입력에 가장 큰 기여를 한다. 구체적으로, NDVI, B7, SI, B5, CI, RI

및 CLI는 토양 질감에 영향을 미치는 중요한 RS 매개변수라 할 수 있다. (3) 하이브리드 CNN-RF 모델은 토양의

질감 특성 예측에서 가장 높은 정확도를 나타낸다. (4) 모래, 미사 및 점토는 MSE 평가 지표를 기반으로 더 높

은 정확도를 나타낸다.

하이브리드 CNN-RF 모델을 통해 생성된 예측 지도는 농업 관리, 토양 침식 모니터링 및 관개에 도움이 될 수 있[0102]

다. 실시예에 따라서는 (1) 모델링 정확도를 향상시키기 위해 RF 알고리즘 대신 메타 휴리스틱 알고리즘(meta-

heuristic algorithm)을 활용할 수 있다. (2) 회색조 동시 발생 행렬(gray-level cooccurrence matrix)을 이용

하여 조사 대상 지역의 균질성, 대비, 상이성, 엔트로피 등의 변수를 추출하여 토양 성상 예측 정확도를 높일

수 있다.

이처럼 본 발명의 실시예들에 따르면, 토양 질감의 공간 예측을 위한 RF ML 알고리즘과 CNN DL 신경망의 하이브[0103]

리드화를 포함하여 여러 가지 장점을 보여주며 개별 CNN 및 RF 모델에 비해 정확도가 향상될 수 있다. 또한, RS

데이터를 사용함으로써 토양 질감에 영향을 미치는 다양한 변수를 적절한 규모로 비용을 절감하면서 추출할 수

있다.

이상에서 설명된 장치는 하드웨어 구성요소, 소프트웨어 구성요소, 및/또는 하드웨어 구성요소 및 소프트웨어[0104]

구성요소의 조합으로 구현될 수 있다. 예를 들어, 실시예들에서 설명된 장치 및 구성요소는, 프로세서, 콘트롤

러,  ALU(arithmetic  logic  unit),  디지털  신호  프로세서(digital  signal  processor),  마이크로컴퓨터,

FPGA(field  programmable  gate  array),  PLU(programmable  logic  unit),  마이크로프로세서,  또는  명령

(instruction)을 실행하고 응답할 수 있는 다른 어떠한 장치와 같이, 하나 이상의 범용 컴퓨터 또는 특수 목적

컴퓨터를 이용하여 구현될 수 있다. 처리 장치는 운영 체제(OS) 및 상기 운영 체제 상에서 수행되는 하나 이상

의 소프트웨어 어플리케이션을 수행할 수 있다. 또한, 처리 장치는 소프트웨어의 실행에 응답하여, 데이터를 접

근, 저장, 조작, 처리 및 생성할 수도 있다. 이해의 편의를 위하여, 처리 장치는 하나가 사용되는 것으로 설명

된 경우도 있지만, 해당 기술분야에서 통상의 지식을 가진 자는, 처리 장치가 복수 개의 처리 요소(processing

element) 및/또는 복수 유형의 처리 요소를 포함할 수 있음을 알 수 있다. 예를 들어, 처리 장치는 복수 개의

프로세서  또는  하나의  프로세서  및  하나의  콘트롤러를  포함할  수  있다.  또한,  병렬  프로세서(parallel

processor)와 같은, 다른 처리 구성(processing configuration)도 가능하다.

소프트웨어는 컴퓨터 프로그램(computer program), 코드(code), 명령(instruction), 또는 이들 중 하나 이상의[0105]

조합을  포함할  수  있으며,  원하는  대로  동작하도록  처리  장치를  구성하거나  독립적으로  또는  결합적으로

(collectively) 처리 장치를 명령할 수 있다. 소프트웨어 및/또는 데이터는, 처리 장치에 의하여 해석되거나 처

리 장치에 명령 또는 데이터를 제공하기 위하여, 어떤 유형의 기계, 구성요소(component), 물리적 장치, 컴퓨터

저장 매체 또는 장치에 구체화(embody)될 수 있다. 소프트웨어는 네트워크로 연결된 컴퓨터 시스템 상에 분산되

어서, 분산된 방법으로 저장되거나 실행될 수도 있다. 소프트웨어 및 데이터는 하나 이상의 컴퓨터 판독 가능

기록 매체에 저장될 수 있다.
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실시예에 따른 방법은 다양한 컴퓨터 수단을 통하여 수행될 수 있는 프로그램 명령 형태로 구현되어 컴퓨터 판[0106]

독 가능 매체에 기록될 수 있다. 이때, 매체는 컴퓨터로 실행 가능한 프로그램을 계속 저장하거나, 실행 또는

다운로드를 위해 임시 저장하는 것일 수도 있다. 또한, 매체는 단일 또는 수 개의 하드웨어가 결합된 형태의 다

양한 기록수단 또는 저장수단일 수 있는데, 어떤 컴퓨터 시스템에 직접 접속되는 매체에 한정되지 않고, 네트워

크 상에 분산 존재하는 것일 수도 있다. 매체의 예시로는, 하드 디스크, 플로피 디스크 및 자기 테이프와 같은

자기  매체,  CD-ROM  및  DVD와  같은  광기록  매체,  플롭티컬  디스크(floptical  disk)와  같은  자기-광  매체

(magneto-optical medium), 및 ROM, RAM, 플래시 메모리 등을 포함하여 프로그램 명령어가 저장되도록 구성된

것이 있을 수 있다. 또한, 다른 매체의 예시로, 어플리케이션을 유통하는 앱 스토어나 기타 다양한 소프트웨어

를 공급 내지 유통하는 사이트, 서버 등에서 관리하는 기록매체 내지 저장매체도 들 수 있다.

이상과 같이 실시예들이 비록 한정된 실시예와 도면에 의해 설명되었으나, 해당 기술분야에서 통상의 지식을 가[0107]

진 자라면 상기의 기재로부터 다양한 수정 및 변형이 가능하다. 예를 들어, 설명된 기술들이 설명된 방법과 다

른 순서로 수행되거나, 및/또는 설명된 시스템, 구조, 장치, 회로 등의 구성요소들이 설명된 방법과 다른 형태

로 결합 또는 조합되거나, 다른 구성요소 또는 균등물에 의하여 대치되거나 치환되더라도 적절한 결과가 달성될

수 있다.

그러므로, 다른 구현들, 다른 실시예들 및 특허청구범위와 균등한 것들도 후술하는 특허청구범위의 범위에 속한[0108]

다.

도면

도면1
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