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(54) 발명의 명칭 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템 및 그 방법

(57) 요 약

본 발명은 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템 및 그 방법에 관한 것으로, 해상교통 데이터를 위

도, 경도 및 시간의 축을 가진 다차원의 텐서 형태로 적재하고, 적재된 데이터를 이용하여 머신러닝 모델을 학습

하고, 학습한 머신러닝 모델을 통해 해상교통 혼잡도를 예측하는 다차원 텐서를 이용한 해상교통 혼잡도 예측 시

스템 및 그 방법에 관한 것이다. 본 발명에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템은, 해상교

통 데이터의 전처리(preprocessing)를 수행하는 전처리부, 상기 전처리부에 의해 처리된 데이터를 기 설정된 시

간에 대한 텐서 형태로 적재하는 적재부 및 상기 텐서 형태로 적재된 데이터에 기초하여 머신러닝 모델을 학습하

고, 상기 머신러닝 모델을 통해 해상교통 혼잡도를 예측하는 학습 및 예측부를 포함한다.
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명 세 서

청구범위

청구항 1 

해상교통 데이터의 전처리(preprocessing)를 수행하는 전처리부;

상기 전처리부에 의해 처리된 데이터를 기 설정된 시간에 대한 텐서 형태로 적재하는 적재부; 및

상기 텐서 형태로 적재된 데이터에 기초하여 머신러닝 모델을 학습하고, 상기 머신러닝 모델을 통해 해상교통

혼잡도를 예측하는 학습 및 예측부;

를 포함하는, 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템.

청구항 2 

청구항 1에 있어서,

상기 적재부는,

상기 전처리부에 의해 처리된 데이터를 복수 개의 격자에 표현하는 데이터 격자화를 수행하며,

상기 데이터 격자화는,

국립해양조사원의 격자형 해양정보관리체계에 기초하여 6단계의 격자화를 수행하는 것을 특징으로 하는, 다차원

텐서를 이용한 해상교통 혼잡도 예측 시스템.

청구항 3 

청구항 2에 있어서,

상기 적재부는,

상기 복수 개의 격자에 표현된 데이터를 위도, 경도 및 시간의 축을 기준으로 선박들의 침로(CoG, Course of

Ground) 정보, 속도(SoG, Speed of Ground) 정보 및 길이 정보를 텐서 형태로 저장하여 해상교통 데이터를 텐서

형태로 적재하며,

상기 위도의 축 및 상기 경도의 축의 기본 단위는 상기 데이터를 격자화한 크기와 동일하고, 

상기 시간의 축은 기 설정된 시간동안 1초 단위로 이루어지는 것을 특징으로 하는, 다차원 텐서를 이용한 해상

교통 혼잡도 예측 시스템.

청구항 4 

청구항 3에 있어서,

상기 적재부는,

상기 기 설정된 시간동안 온전한 데이터를 적재하지 못하는 경우, Kinematic  외삽법 또는 Extended  Kalman

filter 법을 통해 적재되지 못한 데이터를 예측하는 것을 특징으로 하는, 다차원 텐서를 이용한 해상교통 혼잡

도 예측 시스템.

청구항 5 

해상교통 데이터를 전처리하는, 전처리 단계;

상기 전처리된 해상교통 데이터를 기 설정된 시간에 대한 텐서 형태로 적재하는, 적재 단계; 및

상기 텐서 형태로 적재된 데이터에 기초하여 머신러닝 모델을 학습하고, 상기 머신러닝 모델을 통해 해상교통

혼잡도를 예측하는, 모델 학습 및 혼잡도 예측 단계;
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를 포함하는, 다차원 텐서를 이용한 해상교통 혼잡도 예측 방법.

발명의 설명

기 술 분 야

본 발명은 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템 및 그 방법에 관한 것으로, 더욱 상세하게는 해[0001]

상교통 데이터를 위도, 경도 및 시간의 축을 가진 다차원의 텐서 형태로 적재하고, 적재된 데이터를 이용하여

머신러닝 모델을 학습하고, 학습한 머신러닝 모델을 통해 해상교통 혼잡도를 예측하는 다차원 텐서를 이용한 해

상교통 혼잡도 예측 시스템 및 그 방법에 관한 것이다.

배 경 기 술

해상교통 혼잡도의 예측은 과거 및 현재 해상교통 혼잡도를 파악하는 것에 더불어 선박운항자의 입장에서는 안[0002]

전한 항해를 담보하기 위한 필수 기술이며, 해역을 관리하는 기관의 입장에서는 해상교통 안전성을 확보하기 위

한 기초자료로 사용될 수 있다.

해상교통 혼잡도를 예측하기 위해서는 선박들의 통항에 영향을 주는 선박운항자의 특성, 선박의 조종성능, 자연[0003]

환경의 특성, 교통환경의 특성, 지원체계의 특성 등 다양한 요소를 고려하여야 하지만 신뢰할 수준의 충분한 자

료를 수집하는 것이 어려우며, 종속변수와 독립변수들 간의 의미 있는 관계가 없음에도 불구하고 정확한 예측을

하는 것처럼 보이는 허구성이 나타날 수 있기 때문에 주의하여야 한다.

해상교통 혼잡도의 예측은 과거 해상교통량의 추세를 이용한 장래 해상교통량 추정 방식을 이용할 수 있으며,[0004]

물동량 증가율에 따른 해상교통량 추정 방식을 이용할 수도 있다. 이외에도 항만개발계획에 따른 각 선석별 특

성을 고려한 해상교통량 추정방식을 이용할 수도 있으며, 최근에는 시계열 데이터를 처리하는 다양한 인공지능

모델을 활용된 방법들도 이용되고 있다.

이러한 예측 모델은 신뢰도 확보가 가장 중요한 부분이라고 할 수 있으며, 예측 모델의 신뢰도는 모델 자체의[0005]

설계에 영향을 받기도 하지만 보다 근본적인 것은 입력 변수의 설정 및 구성이라고 할 수 있다.

기존의 해상교통 혼잡도 예측 방법들은 해상교통 데이터에서 해상교통 혼잡도를 계산하고 이를 포함하여 입력[0006]

변수를 구성하였다. 하지만 이용 가능한 신뢰도 높은 자료가 해상교통 데이터 밖에 없는 상황에서 이렇게 해상

교통 혼잡도를 먼저 계산해버리게 되면, 차원 축소로 인해 발생하는 단점과 같이 해상교통 혼잡도를 예측하기

위한 정보의 소실이 발생할 수 있다. 

따라서 본 발명에서는 해상교통 데이터를 다차원 텐서 형태로 정보 소실을 최소화하는 입력 변수를 구성하여 해[0007]

상교통 혼잡도를 예측하고자 하였다.

선행기술문헌

특허문헌

(특허문헌 0001) 대한민국 등록특허공보 제10-2429235호 (2022년08월04일 공고) [0008]

발명의 내용

해결하려는 과제

상술한 문제점을 해결하기 위한 본 발명의 목적은 해상교통 혼잡도를 예측함에 있어 정보의 손실 없이 신뢰도[0009]

높은 해상교통 혼잡도를 예측할 수 있으며, 데이터가 일부 확보되지 않은 경우에도 데이터를 예측하여 해상교통

혼잡도를 예측할 수 있는 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템 및 그 방법을 제공하는 것이다.

과제의 해결 수단

상술한 목적을 달성하기 위하여, 본 발명의 일 실시예에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스[0010]

템은, 해상교통 데이터의 전처리(preprocessing)를 수행하는 전처리부, 상기 전처리부에 의해 처리된 데이터를

기 설정된 시간에 대한 텐서 형태로 적재하는 적재부 및 상기 텐서 형태로 적재된 데이터에 기초하여 머신러닝
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모델을 학습하고, 상기 머신러닝 모델을 통해 해상교통 혼잡도를 예측하는 학습 및 예측부를 포함한다.

상기 적재부는, 상기 전처리부에 의해 처리된 데이터를 복수 개의 격자에 표현하는 데이터 격자화를 수행하며,[0011]

상기 데이터 격자화는, 국립해양조사원의 격자형 해양정보관리체계에 기초하여 6단계의 격자화를 수행한다.

상기 적재부는, 상기 복수 개의 격자에 표현된 데이터를 위도, 경도 및 시간의 축을 기준으로 선박들의 침로[0012]

(CoG, Course of Ground) 정보, 속도(SoG, Speed of Ground) 정보 및 길이 정보를 텐서 형태로 저장하여 해상

교통 데이터를 텐서 형태로 적재하며, 상기 위도의 축 및 상기 경도의 축의 기본 단위는 상기 데이터를 격자화

한 크기와 동일하고, 상기 시간의 축은 기 설정된 시간동안 1초 단위로 이루어진다.

상기  적재부는,  상기  기  설정된  시간동안  온전한  데이터를  적재하지  못하는  경우,  Kinematic  외삽법  또는[0013]

Extended Kalman filter 법을 통해 적재되지 못한 데이터를 예측한다.

상술한 목적을 달성하기 위하여, 본 발명의 일 실시예에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 방법[0014]

은, 해상교통 데이터를 전처리하는, 전처리 단계, 상기 전처리된 해상교통 데이터를 기 설정된 시간에 대한 텐

서 형태로 적재하는, 적재 단계 및 상기 텐서 형태로 적재된 데이터에 기초하여 머신러닝 모델을 학습하고, 상

기 머신러닝 모델을 통해 해상교통 혼잡도를 예측하는, 모델 학습 및 혼잡도 예측 단계를 포함한다.

발명의 효과

본 발명인 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템 및 그 방법에 따르면, 해상교통 혼잡도를 예측함[0015]

에 있어 해상교통 데이터에서 해상교통 혼잡도를 예측하기 위한 정보의 손실 없이 신뢰도 높은 해상교통 혼잡도

를 예측할 수 있으며, 데이터가 일부 확보되지 않은 경우에도 데이터를 예측하여 해상교통 혼잡도를 예측할 수

있는 효과가 있다.

본 발명인 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템 및 그 방법을 통해 예측된 해상교통 혼잡도는 선[0016]

박운항자의 입장에서는 해상교통 상황을 예측하여 안전운항을 하는데 도움을 줄 수 있고, 해역을 관리하는 기관

의 입장에서는 해상교통 안전성을 확보하기 위한 기초자료로 사용될 수 있다. 뿐만 아니라 최근 개발되고 있는

자율운항 선박에서 안전운항을 위해 해상교통 상황을 인식하고 예측하는 상황인식 알고리즘의 필수적인 기능으

로 사용될 수 있는 효과가 있다.

도면의 간단한 설명

도  1은  본  발명에  따른  다차원  텐서를  이용한  해상교통  혼잡도  예측  시스템의  주요  구성을  보여주는[0017]

블록도이다. 

도 2는 본 발명에 따른 전처리부의 데이터 보간 작업에 따른 가시화를 예시적으로 보여주는 도면이다.

도 3은 국립해양조사원의 격자형 해양정보관리체계를 보여주는 도면이다.

도 4는 본 발명에 따른 적재부의 데이터 격자화의 예시를 보여주는 도면이다.

도 5는 본 발명에 따른 적재부의 데이터 적재 개념도이다.

도 6은 해상교통 데이터를 위경도 좌표계를 기준으로 1초마다 도시한 예시를 보여주는 도면이다. 

도 7은 도 6의 위경도 좌표계에 도시된 데이터를 누적 도시한 예시를 보여주는 도면이다.

도 8은 도 6의 위경도 좌표계에 도시된 데이터를 누적하지 않고 텐서 형태로 적재한 예시를 보여주는 도면이다.

도 9는 본 발명에 따른 적재부의 데이터 예측의 개념도를 도시한 도면이다.

도 10 및 도 11은 본 발명에 따른 적재부의 데이터 예측 시 예시를 각각 보여주는 도면이다.

도 12는 본 발명에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 방법의 각 단계를 대략적으로 도시한 도면

이다.

도 13은 본 발명에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 방법의 각 단계를 상세하게 도시한 도면이

다.

발명을 실시하기 위한 구체적인 내용
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이하, 본 발명의 일부 실시예들을 예시적인 도면을 통해 상세하게 설명한다. 각 도면의 구성 요소들에 참조 부[0018]

호를 부가함에 있어서, 동일한 구성 요소들에 대해서는 비록 다른 도면상에 표시되더라도 가능한 한 동일한 부

호를 가지도록 하고 있음에 유의해야 한다.

그리고 본 발명의 실시예를 설명함에 있어, 관련된 공지 구성 또는 기능에 대한 구체적인 설명이 본 발명의 실[0019]

시예에 대한 이해를 방해한다고 판단되는 경우에는 그 상세한 설명은 생략한다.

또한, 본 발명의 실시예의 구성 요소를 설명하는 데 있어서, 제1, 제2, A, B, (a), (b) 등의 용어를 사용할 수[0020]

있다. 이러한 용어는 그 구성 요소를 다른 구성 요소와 구별하기 위한 것일 뿐, 그 용어에 의해 해당 구성 요소

의 본질이나 차례 또는 순서 등이 한정되지 않는다.

본 명세서에서 단수형은 문구에서 특별히 언급하지 않는 한 복수형도 포함한다. 명세서에서 사용되는 “포함한[0021]

다” 및/또는 “포함하는” 은 언급된 구성요소 외에 하나 이상의 다른 구성요소의 존재 또는 추가를 배제하지

않는다.

이하, 첨부된 도면을 참조하여 본 발명을 보다 상세하게 설명하고자 한다.[0022]

도 1은 본 발명에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템(1000)의 주요 구성을 보여주는 블록[0024]

도이다. 

본 발명에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템(1000)(이하, ‘시스템(1000)’이라 함)은[0025]

데이터베이스부(미도시)에 저장된 해상교통 데이터의 전처리(preprocessing)를 수행하는 전처리부(100), 전처리

부(100)에 의해 처리된 데이터를 기 설정된 시간에 대한 텐서 형태로 적재하고, 적재된 텐서 형태의 해상교통

데이터를 데이터베이스부에 저장하며, 디스플레이장치에 표현하는 적재부(200) 및 텐서 형태로 적재된 데이터에

기초하여 머신러닝 모델을 학습하고, 텐서 형태로 적재된 데이터에 기초하여 학습된 머신러닝 모델을 통해 해상

교통 혼잡도를 예측하는 학습 및 예측부(300)를 포함한다.

도 2는 본 발명에 따른 전처리부(100)의 데이터 보간 작업에 따른 가시화를 예시적으로 보여주는 도면이다.[0027]

먼저, 본 발명에 따른 전처리부(100)는 해상교통 데이터의 전처리(preprocessing)를 수행한다. 해상교통 데이터[0028]

는, 일 실시예로서, 한국형 이네비게이션(Korean e-Navigation)의 일환으로 구축된 선박 및 환경데이터 수신 시

스템(미도시) 또는  선박 및  환경데이터 수신 시스템이 관리하는 서버(미도시)로부터 DDS(Data  Distribution

System)를 통해 수신하여 데이터베이스부에 저장될 수 있으며, 선박 및 환경데이터 수신 시스템 또는 선박 및

환경데이터 수신 시스템이 관리하는 서버는 AIS 수신기, VPASS 수신기, LTE-M 수신기, VPASS 수신기, 바다누리

해양정보 서비스 등을 포함한다.

데이터베이스부에 저장된 해상교통 데이터는, AIS 동적정보 및 AIS 정적정보를 포함할 수 있으며, 이에 더하여[0029]

정보 수신 시간(Time), 선박식별번호(MMSI), 위도(Latitude), 경도(Longitude), 침로(CoG), 속도(SoG), 선박종

류(ShipType), 선박의 길이, Heading, 선박의 폭, 흘수(吃水) 등에 대한 정보를 포함할 수 있다.

전처리부(100)는, 교통 혼잡도를 예측하고자 하는 대상 해역의 해상교통 데이터(항적 데이터)를 데이터베이스부[0030]

로부터 추출할 수 있다. 전처리부(100)는 데이터베이스부로부터 추출한 해상교통 데이터의 이상치 제거, 결측치

처리 및 데이터 보간(data interpolation) 작업을 포함하는 전처리 작업을 수행한다.

전처리부(100)는, 해상교통 데이터의 이상치 제거와 결측치 처리 시 ‘Recommendation ITU-R M.1371-5’에서 명[0031]

기하고 있는 유효한 해상교통 데이터 범위를 참고하여 이상치를 제거하고, 결측치를 처리한다. 

‘Recommendation  ITU-R  M.1371-5’에서 명기하고 있는 유효한 해상교통 데이터 범위는 아래 <표 1> 및 <표[0032]

2>와 같다.
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표 1

구분[0034] Number of bits 특성

Navigational 

status 

4 0 = under way using engine, 

1 = at anchor, 

2 = not under command, 

3 = restricted maneuverability, 

4 = constrained by her draught, 

5 = moored, 

6 = aground, 

7 = engaged in fishing, 

8 = under way sailing, 

Rate of turn

ROTAIS

8 0 to +126 = turning right at up to 708°/min or higher

0 to -126 = turning left at up to 708°/min or higher 

ROTAIS = 4.733 SQRT(ROTsensor) °/min

SOG 10 Speed over ground in 1/10 knot steps (0-102.2 knots)

1023 = not available, 1022 = 102.2 knots or higher

Longitude 28 Longitude in 1/10000 min

(±180°, East = positive, West = negative)

181 = not available

Latitude 27 Latitude in 1/10000 min

(±90°, North = positive, South = negative)

91 = not available 

COG 12 Course over ground in 1/10 = (0-3599).

3600 = not available

3601-4095 should not be used

True heading 9 Degrees (0-359) 

511 indicates not available

<표 1 : 동적정보의 유효한 데이터 범위>[0035]

표 2

구분[0037] Number of
bits

데이터 범위

User ID 30 MMSI number

IMO number 30 0 = not available

0000000001-0000999999 = not used 

0001000000-0009999999 = valid IMO number

0010000000-1073741823 = official flag state number

Call sign 42 7 x 6 bit ASCII characters, 

@@@@@@@ = not available

Name 120 Maximum 20 characters 6 bit ASCII

“@@@@@@@@@@@@@@@@@@@@” = not available

Type of ship and
cargo type

8 0 = not available or no ship

1-99 = as defined in § 3.3.2

100-199 = reserved, for regional use

200-255 = reserved, for future use

Not applicable to SAR aircraft

Overall
dimension/referen
ce for position

30 Reference point for reported position.

Also indicates the dimension of ship (m) 
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Type of
electronic

position fixing
device

4 0 = undefined (default)

1 = GPS

2 = GLONASS

3 = combined GPS/GLONASS

4 = Loran-C

5 = Chayka

6 = integrated navigation system 

7 = surveyed

8 = Galileo,

9-14 = not used

15 = internal GNSS

ETA 20 Estimated time of arrival; MMDDHHMM UTC

Bits 19-16: month; 1-12; 0 = not available

Bits 15-11: day; 1-31; 0 = not available

Bits 10-6: hour; 0-23; 24 = not available

Bits 5-0: minute; 0-59; 60 = not available

Maximum present
static draught

8 In 1/10 m, 255 = draught 25.5m or greater, 

0 = not available 

Destination 120 Maximum 20 characters using 6-bit ASCII; 

@@@@@@@@@@@@@@@@@@@@ = not available 

<표 2 : 정적정보의 유효한 데이터 범위>[0038]

한편, 이상치는, 데이터의 대부분 값의 범위에서 벗어난 극단적으로 크거나 작은 값을 의미한다. 전처리부(10[0040]

0)는 이상치 제거 시, 예를 들어, IQR(Interquartile Range)을 활용하거나 Z-Score를 활용할 수 있다. 다만 이

에 한정되는 것은 아니고, 공지된 다른 방법을 통해서도 이상치 제거가 수행될 수 있다.

예를 들어, IQR 방법은 사분위범위수(Interquartile range)를 활용한 방법으로 제3 사분위수(75%)에서 제1 사분[0041]

위수(25%)를 뺀 값이 IQR이다. IQR방법에 대한 이상치 판단식은 다음과 같다. 

‘IQR방법 이상치판단 = 값<Q1-1.5xIQR 또는 값>Q3-1.5xIQR’ [0042]

예를 들어, 100개의 데이터가 있다고 가정하고 제일 큰 값에서 점점 작아지는 방향으로 일렬로 세웠을 때, 25번[0043]

째로 큰 값이 제3분위수(Q3)이다. 그리고, 75번째로 큰 값이 제1분위수(Q1)이며 IQR은 Q3-Q1을 한 값이다. 25번

째로 큰 값에 1.5배 IQR을 더한 값, 그리고 75번째로 큰 값에 1.5배 IQR을 뺀 값이 정상적인 데이터로 본다는

의미이다. IQR방법에서는 먼저 Q1, Q3, IQR 값을 구한다. quantile은 분위수를 구하는 함수로 1이 제일 큰 값,

0이 제일 작은 값이다. 이후, 이상치의 경계 값을 구한다. 예를 들어, Q3+1.5IQR 보다 큰 값과 Q1-1.5IQR보다

작은 값을 이상치로 보는 경우, 그 경계 값을 구한다. 이후, 그 경계 값을 벗어난 데이터 값을 이상치로 결정하

고, 그 이상치를 제거한다.

예를 들어, Z-Score 방법은 데이터 값을 집단의 평균으로 뺀 뒤에 표준편차로 나눈 값의 특정기준을 활용한다.[0044]

일반적으로 Z-score 1.5를 사용하며 값이 커질수록 이상치를 판단하는 범위가 넓어진다. 즉, Z-Score가 커지면

이상치가 덜 발생한다. Z-Score를 구하는 방법은 다음과 같다. 

‘Z-Score=(값-평균)/표준편차’ [0045]

즉, Z-Score 방법에서, 데이터 값에서 평균을 빼주고 표준편차로 나눠 z score를 계산하고, z score가 특정기준[0046]

을 넘어서면 이상치라고 판단하며, 그 이상치를 제거한다.

한편, 결측치란 말 그대로 데이터에 값이 없는 것을 뜻한다. 줄여서 NA라고도 하고, Null 이라는 표현도 쓴다.[0047]

이러한 결측치는 데이터 분석하는데 있어 매우 방해가 되며, 예를 들어, 결측치를 모두 제거(Deletion)하면 막

대한 데이터 손실을 부를 수 있고, 결측치를 잘못 대체(대치, Imputation))하면 데이터에서 편향이 생길 수 있

어, 결측치 처리에 따라 분석결과가 매우 틀어질 수 있다. 결측치 처리는 단순히 빼는 것이 가장 쉽지만, 실제

분석에서는  결측치를  특정값이나  통계량,  즉,  최빈값(mode),  중앙값(median),  평균값(mean),  조건부  대치

(Similar case Imputation) 또는 회귀분석을 이용한 대치(Generalized Imputation)를 통해 채워넣는 것이 바람
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직할 수 있다. 또는 예측 모델(Prediction model)을 통해 결측치를 처리하는 것이 더 바람직할 수 있다. 예측

모델을 통한 결측치 처리는 결측치들의 특성이 패턴을 가진다고 가정하고 진행한다. 이때 결측값이 없는 컬럼들

로 구성된 dataset으로 결측값이 있는 컬럼을 예측하거나, 회귀 분석 기술을 활용하거나, SVM과 같은 기계 학습

방법 또는 이러한 결측치를 채우는 데이터 마이닝 방법과 같은 다양한 통계 방법을 통해 결측치를 처리할 수 있

다.

전처리부(100)의, 해상교통 데이터의 데이터 보간은, 선박의 동적정보에 따라 달라지는 해상교통 데이터 주기를[0048]

모든 선박에 동일하게 맞추기 위한 것이다. 데이터의 보간 작업은, 실제 해상교통 상황과 유사하도록 모든 선박

의 데이터를 동일한 기준으로 적용하기 위해 반드시 수행되는 것이 바람직하다. 데이터 보간 작업에 따른 가시

화 예시는 도 2에 도시된 바와 같다.

본 발명에 따른 적재부(200)는, 전처리부(100)에 의해 처리된 데이터를 기 설정된 시간에 대한 텐서 형태로 적[0050]

재한다. 적재부(200)는, 데이터 격자화, 데이터 적재 및 데이터 예측을 수행한다.

도 3은 국립해양조사원의 격자형 해양정보관리체계를 보여주는 도면이고, 도 4는 본 발명에 따른 적재부(200)의[0051]

데이터 격자화의 예시를 보여주는 도면이다.

먼저, 적재부(200)는 전처리부(100)에 의해 전처리된 데이터를 복수 개의 격자에 표현하는 데이터 격자화를 수[0052]

행한다.

적재부(200)는 데이터 격자화를 위해, 도 3을 참조하면, 국립해양조사원(KHOA)의 격자형 해양정보관리체계에 기[0053]

초하여, 도 4를 참조하면, 6 단계의 격자화를 수행한다. 적재부(200)는 해상교통 혼잡도 예측을 위해, 6 단계의

격자를 기본으로 사용하며, 필요시 더 많은 단계의 격자를 사용하여 각 격자를 축소할 수 있다. 데이터를 격자

화하면 데이터의 누락을 방지하고 정보가 소실되는 것을 최소화할 수 있다. 한편, 적재부(200)는, 한 격자에 복

수 개의 데이터가 존재할 경우 복수 개의 데이터의 평균치를 데이터베이스부에 저장한다. 

도 5는 본 발명에 따른 적재부(200)의 데이터 적재 개념도이고, 도 6은 해상교통 데이터를 위경도 좌표계를 기[0055]

준으로 1초마다 도시한 예시를 보여주는 도면이고, 도 7은 도 6의 위경도 좌표계에 도시된 데이터를 누적 도시

한 예시를 보여주는 도면이고, 도 8은 도 6의 위경도 좌표계에 도시된 데이터를 누적하지 않고 텐서 형태로 적

재한 예시를 보여주는 도면이다.

적재부(200)는, 데이터 격자화를 통해 데이터베이스부에 저장된 복수 개의 데이터를 적재한다. 적재부(200)는,[0056]

데이터의 적재 시, 도 5에 도시된 바와 같이, 위도, 경도 및 시간의 축을 기준으로 선박들의 침로(CoG, Course

of Ground) 정보, 속도(SoG, Speed of Ground) 정보 및 길이 정보를 텐서 형태로 데이터베이스부에 저장한다.

적재부(200)는 필요시 Heading, 선박의 폭, 흘수 등을 더 저장할 수 있다. 이때 위경도 축의 기본 단위는 데이

터를 격자화한 크기와 동일하다. 그리고 시간의 축은 기 설정된 시간동안 1초 단위로 이루어진다. 예를 들어 기

설정된 시간이 1시간일 경우, 적재부(200)는 1초 단위로 0초부터 3599초까지 총 1시간의 데이터를 텐서 형태로

적재한다.

적재부(200)는, 예를 들어, 각 1초의 데이터들이 위경도 좌표계를 기준으로 해상교통 데이터가 도 6과 같이 표[0057]

현된다면 이를 누적하여 도 7과 같이 항적도의 형태로 데이터를 표현할 수 있으며, 이를 누적하지 않고 텐서 형

태로 적재하면 도 8의 형태로 표현할 수 있다. 텐서 형태의 해상교통 데이터는 시간에 따른 선박들의 움직임,

즉 해상교통 상황을 정보의 소실을 최소화하여 표현할 수 있다.

적재부(200)는, 적재된 텐서 형태의 해상교통 데이터를 데이터베이스부에 저장 및/또는 적재된 텐서 형태의 해[0058]

상교통 데이터를 디스플레이장치에 표현할 수 있다.

도 9는 본 발명에 따른 적재부(200)의 데이터 예측의 개념도를 도시한 도면이고, 도 10 및 도 11은 본 발명에[0060]

따른 적재부(200)의 데이터 예측 시 예시를 각각 보여주는 도면이다.

적재부(200)는 기 설정된 시간(예를 들어, 1시간)동안 온전한 데이터를 적재하지 못하는 경우, 적재되지 못한[0061]

데이터를 대상으로 데이터의 예측을 수행한다. 적재부(200)는 데이터 예측 시 Kinematic 외삽법 또는 Extended

Kalman filter 법을 통해 데이터를 예측하며, 이때 적재부(200)는 도 9에 도시된 바와 같이 t 까지의 실제 데이
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터 이후, t+n 까지 데이터를 예측한다. 

예를 들어 적재부(200)는 Kinematic 외삽법을 통해 아래 수식 1과 같이 선박의 속도 정보 및 방위 정보를 추정[0062]

하여 선박의 선수방향 속도 및 정횡방향 속도를 예측할 수 있다.

[0064]

<수식 1>[0065]

적재부(200)는, Kinematic 외삽법을 통해 선박의 속도 정보를 예측할 때, 선박의 속도 정보를 포함하는 선박 운[0067]

항 정보가 기 설정된 시간간격보다 큰 간격으로 수신되는 경우, 아래 <수식 2>와 같이 기 수신한 선박의 속도

정보를 기반으로 예측에 제한을 둘 수 있다.

[0069]

<수식 2>[0070]

이때 적재부(200)는, 기 예측한 선박의 선수방향 속도 및 정횡방향 속도를 기준으로 기 예측된 선박의 위치 데[0072]

이터에 오차가 있는 경우, 그 오차까지 감안하여 아래 <수식 3>과 같이 상기 선박의 위치 정보를 예측한다.

[0074]

<수식 3>[0075]
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또한 적재부(200)는 Extended Kalman filter법을 통해 데이터를 예측할 수 있으며, 이때 간략한 선박 조종 모델[0077]

인 K-T 모델을 사용하여 다음과 같이 계산한다.

한편, <수식 4>는 K-T 모델을 나타내며 <수식 5>는 K, T 상수를 무차원화하여 나타낸 식에 대한 것이다.[0078]

[0080]

<수식 4>[0081]

[0083]

<수식 5>[0084]

<수식 5>에서 , 을 Extended Kalman Filter의 State로 사용하기 위한 State Equation은 <수식 6>과 같[0086]

다.

[0088]

<수식 6>[0089]

Extended Kalman Filter의 기본 State Space Format은 <수식 7>과 같다.[0091]

[0093]

<수식 7>[0094]
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<수식  7>의  X는  State  Vector,  Y는  Output  Vector,  F와  H는  System  Matrix,  wk는  Process  Noise,  vk는[0096]

Measurement Noise를 말하며, K-T 방정식을 State Space로 나타내면 <수식 8>과 같다.

[0098]

<수식 8>[0099]

Extended Kalman Filter 알고리즘은 다음과 같이 Prediction과 Update를 반복하는 구조이며, 알고리즘의 초기[0101]

값 P0는 Identity matrix를, X0는 경험식을 사용해 초기화한다.

- Initialize[0102]

[0103]

<수식 8-1>[0104]

Extended Kalman Filter를 이용해 u, v, r을 추정하여 WGS84 기준의 Geodetic 좌표계의 위·경도를 계산하는[0106]

식은 <수식 9>와 같다.

[0108]
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<수식 9>[0109]

적재부(200)는 도 10에 도시된 바와 같이 0초의 해상교통 데이터만 적재 가능한 상황에서는, 붉게 표시된 1초에[0111]

서 3599초의 해상교통 데이터를 예측한다. 또한 적재부(200)는 도 11에 도시된 바와 같이 1초까지의 해상교통

데이터를 적재 가능한 상황에서는 붉게 표시된 2초에서 3599초에 대한 예측을 수행한다. 이를 통해 적재부(20

0)는 온전한 데이터를 적재하지 못하는 경우에도 기 설정된 시간에 대한 텐서 형태의 해상교통 데이터를 확보할

수 있다.

본 발명에 따른 학습 및 예측부(300)는, 텐서 형태로 적재된 데이터에 기초하여 머신러닝 모델을 학습하고, 학[0113]

습된 머신러닝 모델을 통해 해상교통 혼잡도를 예측한다. 예를 들어, 학습 및 예측부(300)는, 적재부(200)가 생

성하여 데이터베이스부에 저장한 텐서 형태의 데이터를 학습데이터로 사용하여 머신러닝 방법 등을 통해 향후 1

시간에서 24시간 동안의 해상교통 혼잡도를 예측한다.

머신러닝 모델은, 표 3을 참조하면, 시계열 데이터를 처리하는 대표적인 모델인 순환 신경망(Recurrent Neural[0115]

Network, RNN), 장단기 메모리(Long short-Term Memory, LSTM), 게이트 순환신경망(Gate Recurrent Unit, GRU)

등이 있다. RNN은 은닉층에서 활성화 함수를 통해 나온 결과값을 출력층과 은닉층의 다음 입력으로 보내는 특징

이 있으며, 시퀀스가 길어질수록 앞의 정보가 뒤로 충분히 전달되지 못하는 현상인 장기의존성 문제가 있다.

LSTM은 RNN의 장기의존성 문제의 해결책으로 제시되었으며, 3개의 게이트에서 활성화 함수를 통해 과거와 현재

의 입력 정보 중에 중요한 정보를 판단하고, 이를 이용하여 은닉층에 있는 셀스테이트(Cell state)의 정보를 제

어한다. GRU는 업데이트 게이트와 리셋 게이트의 단순한 구조로 학습할 파라미터를 줄여 학습 속도를 향상하면

서 LSTM과 유사한 수준의 성능을 보이는 모델이다.

표 3

<RNN의 구조>[0116]

<LSTM의 구조>
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<GRU의 구조>

도 12는 본 발명에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 방법의 각 단계를 대략적으로 도시한 도면[0118]

이고, 도 13은 본 발명에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 방법의 각 단계를 상세하게 도시한

도면이다.

본  발명에  따른  다차원  텐서를  이용한  해상교통  혼잡도  예측  방법(이하,  ‘방법’이라  함)은,  도  12를[0119]

참조하면, 해상교통 데이터 전처리 단계(S100), 전처리된 데이터를 텐서 형태로 적재하는 적재 단계(S200) 및

적재된 데이터에 기초하여 머신러닝 모델 학습 및 해상교통 혼잡도를 예측하는 모델 학습 및 해상교통 혼잡도

예측 단계(S300)를 포함한다.

단계(S100)은, 전술한 바와 같이, 전처리부(100)가 해상교통 데이터의 전처리를 수행하는 단계이다. 단계(S10[0121]

0)에서 전처리부(100)는 데이터베이스부에서 교통 혼잡도를 예측하고자 하는 대상 해역의 해상교통 데이터를 추

출하고, 추출한 해상교통 데이터의 이상치 제거, 결측치 처리 및 데이터 보간 작업을 수행한다.

상세하게는 단계(S100)은, 도 13을 참조하면, 전처리부(100)가 추출한 해상교통 데이터의 이상치를 제거하는 이[0122]

상치 제거 단계(S101), 결측치가 존재하는 경우 결측치를 제거, 대치 또는 예측 모델을 통해 결측치를 처리하는

결측치 처리 단계(S103) 및 선박의 동적정보에 따라 달라지는 해상교통 데이터 주기를 모든 선박에 동일하게 맞

추는 데이터 보간 단계(S105)를 포함한다.

단계(S200)은, 전술한 바와 같이, 적재부(200)가 각 데이터를 텐서 형태로 적재하여 데이터베이스부에 저장하는[0124]

단계이다. 

상세하게는 단계(S200)은, 데이터 격자화 단계(S201), 데이터 적재 단계(S203), 데이터의 예측이 필요한지 판단[0125]

하는 단계(S205) 및 데이터의 예측이 필요할 경우 데이터를 예측하는 단계(S207)을 포함한다.

데이터 격자화 단계(S201)에서 적재부(200)는, 전술한 바와 같이, 전처리부(100)에 의해 전처리된 데이터를 복[0126]

수 개의 격자에 표현하고, 이를 데이터베이스부에 저장한다. 데이터 적재 단계(S203)에서 적재부(200)는, 전술

한 바와 같이, 데이터 격자화를 통해 적재된 복수 개의 데이터를 위도, 경도 및 시간의 축을 기준으로 선박들의

침로 정보, 속도 정보 및 길이 정보를 텐서 형태로 적재 및 표현하고, 이를 데이터베이스부에 저장한다. 데이터

의 예측이 필요한지 판단하는 단계(S205)에서 적재부(200)는, 전술한 바와 같이, 기 설정된 시간(예를 들어, 1

시간)동안 온전한 데이터가 적재되었는 지 여부를 판단하는 단계이다. 만일 기 설정된 시간동안 온전한 데이터

가 적재되지 않은 경우 적재부(200)는, 데이터의 예측이 필요할 경우 데이터를 예측하는 단계(S207)에서, 전술

한 바와 같이 적재되지 못한 데이터를 대상으로 데이터의 예측을 수행한다. 

단계(S300)은, 전술한 바와 같이, 학습 및 예측부(300)가 텐서 형태로 적재된 데이터에 기초하여 머신러닝 모델[0128]

을 학습하고, 학습된 머신러닝 모델을 통해 해상교통 혼잡도를 예측하는 단계이다. 

상세하게는 단계(S300)은, 적재부(200)에 의해 텐서 형태로 적재된 데이터를 모델을 학습하기 위한 학습 데이터[0129]
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또는 학습된 모델을 테스트하기 위한 테스트 데이터로 분할하여 출력하는 데이터 분할 단계(S301), 출력된 학습

데이터에 기초하여 모델을 학습하는 단계(S303), 출력된 테스트 데이터에 기초하여 학습된 모델을 이용한 혼잡

도를 예측하고, 예측한 혼잡도를 출력하는 단계(S305)를 포함한다.

한편, 본 발명에 따른 전처리부(100)는, 전술한 바와 같이, 교통 혼잡도를 예측하고자 하는 대상 해역의 해상교[0130]

통 데이터를 데이터베이스부로부터 추출할 수 있다. 이때의 해상교통 데이터는,  AIS 동적정보 및 AIS 정적정보

를  포함할  수  있으며,  이에  더하여  정보  수신  시간(Time),  선박식별번호(MMSI),  위도(Latitude),  경도

(Longitude), 침로(CoG), 속도(SoG), 선박종류(ShipType), 선박의 길이, Heading, 선박의 폭, 흘수(吃水) 등에

대한 정보를 포함할 수 있다.

이와 같은 해상교통 데이터는, 적재부(200)에 의한 데이터 격자화를 통해 위도, 경도 및 시간의 축을 기준으로[0131]

적재된다. 특히 해상교통 데이터는 기 설정된 시간동안 일정 시간의 단위로 정리되어 적재된다. 즉 해상교통 데

이터, 데이터 격자화된 해상교통 데이터 및/또는 다차원 텐서 형태로 적재된 해상교통 데이터는 시계열 데이터

라 할 수 있다.

본 명세서에서는 시계열 데이터의 예측을 위한 MLOps(Machine Learning Operations) 워크플로를 기술하고 관리[0133]

할 수 있는 언어와 플랫폼을 제안한다. 

시계열 데이터의 예측을 위해서는 개발된 모델을 빠르게 적용하고 변화하는 데이터의 특성에 따라 개선할 수 있[0134]

는  MLOps  플랫폼이  필요하다.  이에,  최근  데이터  분석에  많이  활용되고  있는  Python  기반의  AMML(AI/ML

Modeling Language)을 개발하여 손쉽게 MLOps 워크플로를 구성하고 실행할 수 있도록 제안한다. 

제안하는 AI MLOps 플랫폼은 AMML을 이용하여 다양한 데이터 소스(R-DB, NoSql DB, Log File 등)에서 시계열[0135]

데이터인 해상교통 데이터의 추출, 해상교통 데이터의 전처리 및 해상교통 혼잡도 예측을 수행할 수 있다. 

기계 학습은 컴퓨터의 시스템이 패턴과 추론에 의존하여 명시적인 지시 없인 업무를 수행하는 데 사용하는 알고[0136]

리즘과 통계 모델을 개발하는 것을 말한다. 

기계 학습은 학습 방법에 따라 지도 학습(supervised learning)과 비지도 학습(unsupervised learning)으로 구[0137]

분된다. 

지도학습은 입력 데이터와 정답 라벨이 있는 데이터에 대해 모델을 학습하는 것으로 목적 값의 형태에 따라 분[0138]

류(Classification)와  회귀(Regression)로  나누어진다.  대표적인  알고리즘으로는  SVM(support  vector

machine),  SGD(Stochastic  Gradient  Descent),  NN(Nearest  Neighbors),  GP(Gaussian  Processes),  NB(Naive

Bayes), DT(Decision Trees) 등이 있다.

반면  비지도  학습은  정답  라벨이  있는  데이터  없이  입력  데이터만  있는  경우에  학습하는  것이며,  군집화[0139]

(Clustering),  차원  축소(Dimension  reduction)로  나누어진다.  대표적인  군집화  알고리즘으로  k-평균(k-

means),  DBSCAN(density-based  spatial  clustering  of  applications  with  noise),  EM(Expectation-

maximization), OPTICS(Ordering points to identify the clustering structure) 등이 있다.

기계 학습 모델의 적절한 적용을 위해서는 개발뿐만 아니라, 예측하지 못한 환경의 변화로 데이터의 통계적 분[0140]

포가 변화하는 상황이 발생하여 모델의 정확도를 낮아지게 할 수 있기 때문에, 데이터 변화에 유연하게 적응할

수 있도록 학습을 위한 자동화된 데이터의 확보 방안과 학습된 모델을 운영 환경에 지속해서 유지/관리하는 것

이 중요하다. 따라서 변화하는 데이터를 운영 환경에서 지속적으로 수집하고 학습하여 모델을 최신화해야 할 필

요성이 있다.

특히, 시스템(1000)을 모니터링할 때 이상 상황이 발생하기 전에 징후의 변화를 미리 확인하고 향후 모델의 개[0141]

선을 위해 데이터를 저장하고 관리할 필요가 있다. 일반적으로 시스템(1000)에 오류가 발생하면 이상 상황 해결

에 집중하기 때문에, 이상 상황 분석에 필요한 비정상 데이터들은 자동으로 저장되어야 한다. 또한 이렇게 얻은

데이터를 이용하여 학습된 모델을 운영 환경에 빠르게 적용할 수 있어야 한다.

시계열 데이터는 일정 기간 동안 수집된 일련의 순차적인 데이터를 의미하며, 추세(Trend)와 주기성(cycle), 계[0142]

절성(seasonality) 등의 특징이 있다. 이러한 시계열 데이터를 예측하는 것은 시간 범위에 따라, 예측에 필요한

요소에 따라, 데이터의 형태에 따라 사용하는 기법이 달라지기 때문에 매우 어려운 작업이다.

시계열  분석  기법으로는  통계적  기법과  딥러닝을  활용한  기법들이  있다.  통계적  기법으로는  회귀  분석,[0143]
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ARIMA(autoregressive integrated moving average), ETS(Exponential Smoothing) 기법 등이 있으며 딥러닝 기

법으로는 RNN(Recurrent  Neural  Network),  LSTM(Long  Short-Term  Memory),  GRU(Gated  Recurrent  Unit)  등의

다양한 기법이 사용되고 있다. 

본 명세서에서는 시계열 데이터 예측을 위한 MLOps 플랫폼을 제안한다. 세부적으로는 자동화된 운영 데이터 저[0145]

장과 신속한 모델을 전개를 위한 Python 기반의 워크플로기술 언어 AMML(AI/ML modeling language)과 실행 엔

진, 모델 관리 방안에 대해 제안한다. 

이하에서는 순서를 붙여 제안하는 MLOps(machine learning operations) 플랫폼에 대한 세부 사항, LSTM 모델을[0146]

사용한 사례 및 MLOps 플랫폼에 대한 결론 등을 제시한다.

1. Related works[0148]

1.1 MLOps[0149]

MLOps는 기계 학습 시스템을 소프트웨어의 개발과 운영을 구분하지 않고 개발의 생산성과 운영의 안전성을 최적[0150]

하기 위한 DevOps의 개념을 기계학습 시스템에 적용한 것으로 지속적 통합(CI, continuous integration), 지속

적 배포(CD, continuous deploy), 지속적 자동화(CT, continuous training)의 원칙이 있다. <그림 1>은 MLOps

의 개념도이다.

[0152]

<그림  1>  MLOps의  개념도  (출처  :  Breuel,  Cristiano.  "ML  Ops:  Machine  Learning  as  an  Engineering[0153]

Discipline". Towards Data Science. Retrieved 6 July 2021.)

기계 학습 시스템은 기존 소프트웨어와 달리 코드와 데이터로 모델을 학습하기 때문에, 예측하지 못한 환경의[0155]

변화로 데이터의 통계적 분포가 변화하는 상황에 대응하기 위해 데이터 수집, 통합, 분석, 라벨링, 검증 등의

데이터 엔지니어링 기술이 필수적이다.

MLOps는 일반적인 단위, 통합 테스트 외에 데이터 검증, 학습된 모델 품질 평가, 모델 검증이 추가로 필요하며,[0157]

학습된 모델을 배포하는 것에 추가하여, 모델을 재학습하고 검증하는 과정의 자동화가 필요하다. 알고리즘의 최

적화를 통해 최고의 성능을 낼 수 있는 일반적인 소프트웨어 시스템과 달리 기계 학습 시스템은 데이터 환경의

변화만으로도 성능이 저하될 수 있다. 따라서 데이터 환경의 변화를 추적하고 지속적으로 데이터를 수집하여 모

델의 재학습을 통해 시스템의 성능을 최적화하는 작업이 필요하다.

MLOps의 CI는 코드뿐만 아니라 데이터, 데이터 스키마, 모델 등이 모두 테스트되고 검증되어야 하며, CD는 기계[0159]
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학습 파이프라인 전체를 배포해야 한다. CT는 DevOps와 구분되는 MLOps의 원칙으로 시스템의 지속 가능 여부와

직접적인 연관이 있다.

MLOps는 자동화 수준에 따라 성숙도 수준을 나타낼 수 있으며, 대표적으로 구글과 마이크로소프트에서 정의한[0161]

MLOps 성숙도 수준이 있다.

구글의 성숙도 모델은 <그림 2> 내지 <그림 4>와 같이 총 3단계로 구성되며, 각 수준은 다음과 같다.[0163]

수준 0: 수동 프로세스 (Manual process), [0164]

수준 1: ML 파이프라인 자동화(MLpipeline automation), [0165]

수준 2: CI/CD 파이프라인 자동화(CI/CD pipeline automation)[0166]

마이크로소프트의 성숙도 단계는 <그림 5>  내지 <그림 9>와 같이 총 5  단계로 구성되며, 각 수준은 다음과[0168]

같다.

수준 0: MLOps 없음(No MLOps), [0169]

수준 1: DevOps는 있지만 MLOps 없음(DevOps no MLOps), [0170]

수준 2: 자동화된 학습(Automated Training), [0171]

수준 3: 자동화된 모델 배포(Automated Model Deployment), [0172]

수준 4: 전체 MLOps 자동화된 작업(Full MLOps Automated Retraining)[0173]

[0175]

<그림 2> 구글의 성숙도 모델 수준 0: 수동 프로세스 (Manual process)[0176]
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[0178]

<그림 3> 구글의 성숙도 모델 수준 1: ML 파이프라인 자동화(MLpipeline automation) [0179]

[0181]

<그림 4> 구글의 성숙도 모델 수준 2: CI/CD 파이프라인 자동화(CI/CD pipeline automation)[0182]
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[0184]

<그림 5> 마이크로소프트의 성숙도 모델 수준 0: MLOps 없음(No MLOps)[0185]

[0187]

<그림 6> 마이크로소프트의 성숙도 모델 수준 1: DevOps는 있지만 MLOps 없음(DevOps no MLOps)[0188]

[0190]
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<그림 7> 마이크로소프트의 성숙도 모델 수준 2: 자동화된 학습(Automated Training)[0191]

[0193]

<그림 8> 마이크로소프트의 성숙도 모델 수준 3: 자동화된 모델 배포(Automated Model Deployment)[0194]

[0196]

<그림 9> 마이크로소프트의 성숙도 모델 수준 4: 전체 MLOps 자동화된 작업(Full MLOps Automated Retraining)[0197]

대부분의 MLOps 오픈소스는 하나 이상의 핵심 기능에 특화되어 있지만 통합 관리형 오픈소스도 존재한다. <그림[0199]

10>은 대표적인 MLOps 오픈소스이다.
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[0201]

<그림 10> MLOps 기술 기능, 프로세스 및 오픈소스 도구[0202]

Kubeflow는 기계 학습 모델 개발부터 배포 단계까지 쿠버네티스(Kubernetes) 위에서 모든 작업에 필요한 도구와[0204]

환경을  쿠브플로우  컴포넌트로  제공한다.  쿠버플로우  컴포넌트는  Central  Dashboard,  Notebooks,  Training

Operators, Experiments(AutoML), KServe, Kubeflow Pipelines(KFP)로 구성되어 있다.

Central Dashboard는 웹브라우저 기반의 대시보드 UI로 Notebooks, Experiments (AutoML), Experiments (KFP)[0205]

등의 컴포넌트를 이용할 수 있다. Notebooks은 파이썬 코드를 작성하고 실행할 수 있는 Jupyter Notebook 개발

도구를 제공하며, 데이터 전처리와 분석 등 기계 학습 모델 코드를 개발할 수 있다. Training  Operators는

TensorFlow, PyTorch, MXNet 등의 다양한 딥러닝 프레임워크에 대한 분산학습을 지원하며, 쿠버네티스에 배포된

분산 학습 명세서에 따라 워크로드를 수행한다. Experiments(AutoML)는 기계 학습 모델의 성능을 높이기 위해

반복 실험을 자동화하며, 모델의 하이퍼 파라미터를 최적화하는 하이퍼 파라미터 튜닝, 모델의 구조 및 노드 가

중치 등 뉴럴 네트워크 아키텍쳐를 최적화하는 뉴럴 아키텍쳐 탐색 기능이 있다. KServe는 쿠버네티스에 기계

학습 모델을 배포하고 추론하는 기능을 제공하며 Endpoint, Transformer, Predictor, Explainer로 구성되어 있

다. Endpoint는 Predictor에 데이터를 전달하고, Predictor는 데이터를 예측하거나 분류한다. Transformer나

Explainer는 필요에 따라 Predictor와 연결하여 사용하며, Explainer는 데이터를 예측하거나 분류한 결과에 대

해 판단 이유를 제시하는 설명 가능한 인공지능(eXplainable  Artificial  Intelligence,  XAI)  역할을 하고,

Transformer는 데이터 전처리, 후처리 기능을 제공한다. Kubeflow Pipelines(KFP)은 머신러닝 워크플로우를 구

축하고 배포하기 위한 ML Workflow Orchestration 도구이며, Pipelines과 Pipeline Components를 재사용하여

다양한 실험을 빠르고 쉽게 수행하는 것을 목표로 한다.

MLflow는 모든 ML 라이브러리, 알고리즘, 배포 도구 또는 언어와 함께 작동하도록 설계된 개방형 인터페이스를[0207]

장점으로 하는 기계 학습 플랫폼이며, Traking과 Projects, Models로 구성되어 있다.

Traking은 기계 학습 코드를 실행할 때 매개변수, 코드 버전, 메트릭 및 출력 파일을 기록하기 위한 API 및 UI[0208]

이며, 학습 환경과 이에 따른 결과를 로컬 파일 또는 서버에 기록하여 비교 분석할 수 있다. Projects는 데이터

코드 패키징을 위한 표준 형식을 제공하며, 단순히 코드 또는 Git 리포지토리가 있는 디렉터리이며 설명자 파일

을 사용하여 해당 종속성 및 코드 실행 방법을 지정한다. Conda 환경을 통해 종속성을 지정할 수 있으며, 프로

젝트에는 명명된 매개 변수와 함께 실행을 호출하기 위한 여러 진입점이 있을 수도 있다. Models는 기계 학습

모델을 ‘flavors’라는 여러 형식으로 패키징하기 위한 규칙이며, 다양한 모델을 배포하는 데 도움이 되는 여

러 도구를 제공한다. 각 모델은 임의의 파일과 Models이 사용할 수 있는 특징을 나열하는 설명자 파일이 포함된

디렉터리로 저장된다.

1.2 ML-Schema[0210]
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ML-Schema는 W3C(world  wide  web  consortium)  Machine  learning schema community group에서 제안한 것으로[0211]

기존 기계 학습 온톨로지를 정비하여 기계 학습 알고리즘, 학습 과정, 입출력 데이터 등을 나타내는 데 사용할

수 있는 상호운용성이 높은 온톨로지를 제공하는 것을 목적으로 한다.

DL2IA(deep learning description language for image analysis)는 ML-Schema와 PROV-ML기반으로 만들어진 딥[0212]

러닝 모델을 정의하고 학습할 수 있는 언어이며, XML로 만들어졌다. 하지만 XML은 워크플로와 모델 정보가 모두

포함되어 있어 이해하기 어려우며, 표현이 길어지는 단점이 있다.

이러한 단점을 개선하기 위해 개발된 AMML은 워크플로 구성언어와 딥러닝 모델을 정의하는 언어로 구성되어 있[0213]

으며 YAML을 기반으로 만들어진 언어이다. 이에 본 명세서에서는 간략화된 AMML을 제안한다. 

2. 시계열 분석을 위한 딥러닝 기법[0215]

2.1 RNN[0216]

순환 신경망(Recurrent Neural Network, RNN)은 입력과 출력을 시퀀스 단위로 처리하는 시퀀스 모델로 구조는[0217]

그림11과 같다. 일반 인공신경망 모델은 은닉층에서 활성화 함수를 지난 값은 오직 출력층으로 향하지만, RNN은

은닉층에서 활성화 함수를 통해 나온 결과값을 출력층과 은닉층의 다음 입력으로 보내는 특징이 있다. 하지만

단순 RNN 모델은 시퀀스가 길어질수록 앞의 정보가 뒤로 충분히 전달되지 못하는 현상이 발생하는 단점이 있으

며, 이를 장기의존성 문제라고 한다.

[0219]

<그림 11> RNN의 구조[0220]

은닉층의 메모리 셀은 은닉 상태 값(ht)을 계산하기 위해 총 두 개의 가중치를 가진다. <수식 10>의 식(1)과 같[0222]

이 입력층을 위한 가중치 Wx와 이전 시점의 은닉 상태 값(ht-1)을 위한 가중치 Wh이다. <수식 10>의 식(2)는 출력

층을 표현한 식으로 f는 비선형 활성화 함수 중 하나이다.

[0224]

<수식 10>[0225]

2.2 LSTM[0227]

장단기 메모리(Long short-Term Memory, LSTM)는 시계열 데이터를 처리하기 위한 인공지능 알고리즘으로써, RNN[0228]
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의 장기의존성 문제의 해결책으로 제시되었으며, 그림12와 같이 입력 게이트(Input Gate), 망각 게이트(Forget

Gate), 출력 게이트(Output Gate)의 3개의 게이트로 구성되어 있다. 각 게이트는 시그모이드와 쌍곡탄젠트 함수

를 통해 과거와 현재의 입력 정보 중에 중요한 정보를 판단하며, 이를 이용하여 은닉층에 있는 셀스테이트(Cell

state)의 정보를 제어한다. 

[0230]

<그림 12> LSTM의 구조[0231]

망각 게이트는 과거 입력 정보의 중요도를 결정하는 역할을 하며, <수식 11>과 같이 시그모이드 함수를 이용하[0233]

여 0과 1 사이의 값을 셀스테이트에 보내준다. 

[0235]

<수식 11>[0236]

입력 게이트는 현재 입력된 정보의 중요도를 결정하는 역할을 하며, <수식 12>의 식(1)~(2)와 같이 현재 시점에[0238]

입력된 정보(xt)와 이전 시점 은닉층에 저장된 정보(ht-1)를 시그모이드 함수와 쌍곡탄젠트 함수에 넣은 결과를

곱한다.

[0240]

<수식 12>[0241]

셀스테이트의 업데이트는 망각 게이트와 입력 게이트에서 결정한 과거와 현재의 입력 정보 중에 중요도에 따라[0243]

<수식 13>과 같이 수행하며, 이는 출력값에 반영된다.

[0245]
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<수식 13>[0246]

출력 게이트는 출력값(ht)을 결정하는 역할이며, <수식 14>의 식(1)~식(2)와 같이 시그모이드 함수를 이용한다.[0248]

[0250]

<수식 14>[0251]

LSTM은 <그림 13>과 같이 셀스테이트가 학습되는 과정에서 노드와 노드만을 이용하므로 기울기 소실로 발생하는[0253]

장기의존성 문제를 해결할 수 있다.

[0255]

<그림 13>[0256]

3. 데이터 직렬화 양식[0258]

3.1 XML(eXtensible Markup Language)[0259]

XML은 사람이 읽을 수 있고 기계가 읽을 수 있는 형식으로 문서를 인코딩하기 위한 일련의 규칙을 정의하여 임[0260]

의의 데이터를 저장, 전송 및 재구성하기 위한 마크업 언어 및 파일 형식이다.

XML의 디자인은 목표는 단순성, 일반성 및 인터넷 전반의 유용성을 강조하며, 주요 목적은 임의의 데이터를 저[0261]

장, 전송 및 재구성하는 것이다.

XML은 정보에 레이블을 지정하고 분류하고 구조적으로 구성하고 있으며, XML 태그는 데이터 구조를 나타낸다.[0262]

XML 태그는 메타데이터를 포함하며, XML 표준이 지정하는 방식으로 인코딩된 데이터가 있다. 추가 XML 스키마

(XSD)는 XML 해석 및 유효성 검사에 필요한 메타데이터를 정의한다.

한편, XML은 장황함, 복잡성, 중복성에 대한 단점이 있다. XML의 기본 트리 모델을 프로그래밍 언어 또는 데이[0263]

터베이스의 유형 시스템에 매핑하는 것은 어려울 수 있으며, 특히 XML이 기본 설계 목표가 아닌 응용 프로그램

간에 고도로 구조화된 데이터를 교환하는 데 사용되는 경우에는 매우 복잡하다. 따라서 JSON 및 YAML은 고도로

구조화된 데이터를 나타내는 데 중점을 둔 간단한 대안으로 자주 제안된다.

3.2 JSON(JavaScript Object Notation)[0265]

JSON은 속성-값 쌍 및 배열로 구성된 데이터 개체를 사람이 읽을 수 있는 텍스트를 사용하여 저장하고 전송하는[0266]

개방형 표준 파일 형식 및 데이터 교환 형식이며, 서버와 웹 애플리케이션을 포함하여 전자 데이터 교환에서 다

양한 용도로 사용되는 공통 데이터 형식이다.

JSON은 언어 독립적인 데이터 형식이며, JavaScript에서 파생되었지만 많은 최신 프로그래밍 언어에는 JSON 형[0267]
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식 데이터를 생성하고 구문 분석하는 코드가 포함되어 있다.

XML 속성은 단일 값만 가질 수 있으며 각 속성은 각 요소에 최대 한 번 나타날 수 있는 반면, JSON은 태그 쌍을[0268]

사용하는 형태에서 간결하게 표현될 수 있다. JSON은 일반적인 상황에서 생성, 읽기 및 디코딩을 광범위하게 지

원하므로 XML에 대한 대안으로 알려져있다.

3.3 YAML(YAML ain’t markup language)[0270]

YAML은 사람이 쉽게 읽을 수 있는 데이터 직렬화 양식으로, 2001년에 클라크 에반스가 고안했고, Ingy dot Net[0271]

및 Oren Ben-Kiki와 함께 디자인했다.

YAML은 모든 데이터를 리스트, 해쉬, 스칼라 데이터의 조합으로 적절히 표현할 수 있도록 개발되었으며, 문법은[0272]

상대적으로 이해하기 쉽고, 가독성이 좋도록 디자인되어 고급 컴퓨터 언어에 적합하다.

자바스크립트, 오브젝티브-C, 펄, PHP, 파이썬 등에서 YAML을 이용할 수 있으며, 주석 스타일을 제외하고 JSON[0273]

과 매우 비슷하다. YAML 1.2 버전부터는 JSON의 완벽한 상위 호환 버전이다.

YAML은 가독성을 가장 중시하고 있으며, <그림 14>는 XML, JSON, YAML을 가독성을 비교한 것이다.[0274]

[0276]

<그림 14> XML, JSON, YAML의 가독성 비교[0277]

4. AMML for workflow[0279]

AMML은 워크플로 구성언어와 딥러닝 모델을 정의하는 언어로 이루어져 있어 MLOps의 워크플로를 유연하게 구성[0280]

한다.  컴포넌트는  AbstractComponent를  최상위  추상클래스로  하여  AbstractIngress,  AbstractProgress,

AbstractEgress로 구성되어 있다.

AbstractIngress는 데이터 소스로부터 데이터를 가져와서 다음 컴포넌트로 전달하며, AbstractIngress를 상속받[0281]

아 새로운 형태의 데이터 소스를 만들 수 있다.

AbstractProgress는 이전 컴포넌트로부터 데이터를 받아 join, split, filter, minmax scaler, zscore, LSTM[0282]

등 데이터 필터링 및 변환 작업들과 예측 및 학습을 수행하며 처리된 데이터를 다음 컴포넌트로 전달한다.

AbstractEgresss는 print, alert 등 음 컴포넌트로 전달할 데이터가 없는 경우, 이전 컴포넌트에서 입력받은 데[0283]

이터를 처리하고 종료하는 컴포넌트이다. 아래 <그림 15>는 컴포넌트 클래스 다이어그램을 나타낸다.
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[0285]

<그림 15> 컴포넌트 클래스 다이어그램[0286]

각  컴포넌트는  데이터  소스로부터  python에서  기본적으로  지원하는  key-value  형식으로  구성된  사전[0288]

(dictionary) 형태의 데이터를 queue을 통해 수발신하며, 각 컴포넌트는 멀티프로세스의 형태로 독립적으로 구

동된다. 데이터 소스는 RDB, NoSql 및 로그 파일 등 사전 형태로 표현할 수 있는 다양한 데이터 소스를 구현하

여 사용할 수 있다.

워크플로 구성언어는 기계 학습 시스템의 필수 기능 중 하나인 모델의 이상을 탐지하고 이상 데이터를 자동적으[0289]

로 수집할 수 있도록 하는 스냅샷 생성 컴포넌트를 제공한다.

스냅샷 생성 컴포넌트는 내부의 버퍼에 입력된 데이터를 저장하고 있으며, 모델의 이상을 탐지하는 경우, 데이[0290]

터베이스에 버퍼의 데이터를 저장하여, 모델 재학습에 활용할 수 있도록 한다. 아래 <그림 16>은 스냅샷 프로세

스를 나타낸다.

[0292]

<그림 16> 스냅샷 프로세스[0293]

5. AMML for model[0295]

기계 학습 모델의 정의 구조는 모델 구조와 학습 구조로 구분하며, YAML을 이용하여 정의한다. <그림 17>은 3장[0296]
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의 LSTM Layer로 구성된 모델의 정의를 나타내며, 11차원의 입력 데이터를 받아 256차원의 은닉층을 생성하는

구조이다. 

[0298]

<그림 17> LSTM Example of AMML for model[0299]

모델 구조는 기계 학습 모델의 레이어의 파라미터 및 활성화 함수를 설정하여 정의한다. [0301]

학습 구조는 기계 학습을 훈련하기 위해 필요한 loss 함수 및 optimizer 등의 파라미터를 설정하여 정의한다.[0302]

이렇게 정의된 기계 학습 모델의 정의 구조는 데이터베이스부에 저장되며 AbstractProgress의 LSTM 컴포넌트는[0303]

데이터베이스부에서 정의 구조를 로드하고, AbstractIngress로부터 입력데이터를 전달받아 학습을 수행한다.

6. Dataset[0305]

시계열 모델 데이터 분석 테스트 및 검증을 위해 해상교통조사로 취득한 AIS Data를 활용하였다. AIS Data는 선[0306]

박 운항 모니터링 및 안전 항행 상황 파악 등 선박 운항에 필요한 중요한 데이터이며, 고유식별번호(Maritime

Mobile Service Identity, MMSI), 선명, 선종, 제원 등을 담은 정적 정보와 시간(UTC), 선박의 위치, 침로, 속

력 등의 동적 정보를 포함한다.

<그림 18> 및 <그림 19>는 AIS Data의 동적정보 정적정보 컬럼구조와 샘플데이터를 나타낸다.[0307]
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[0309]

<그림 18> AIS Data의 동적정보 컬럼구조 및 샘플데이터[0310]

[0312]

<그림 19> AIS Data의 정적정보 컬럼구조 및 샘플데이터[0313]

7. 해상교통 혼잡도 예측을 위한 AMML model[0315]

해상교통 혼잡도 예측을 위한 AMML 워크플로는 학습 워크플로 및 예측 워크플로로 구성하였다. <그림 20>은 학[0316]

습 워크플로의 구조를 나타낸다. 

학습 워크플로는 ‘AIS_con’의 데이터를 로드하여 filter  및 interpolate를 통해 전처리를 작업을 수행하고[0317]

split을 통해 데이터를 나눠서 feature를 계산한다. feature의 계산은 feature_engineering을 통해서 하며,

feature_engineering에는  get_congestion,  get_variance_width,  get_variance_rate,  get_variance_prob,

get_n_max, get_n_avg, get_Num_ship, get_Num_Vol이 있으며, 각각 혼잡도, 변동폭, 변동율, 변동범위에서 움

직일 확률, n일에 대한 최대값 및 평균값, 선박 척수, 선박 교통량을 구하는 컴포넌트이다. 

공개특허 10-2024-0105977

- 28 -



[0319]

<그림 20> 해상교통 혼잡도 예측을 위한 학습 워크플로[0320]

각 feature의 계산이 완료되면 join을 통해서 feature를 취합하고 grid를 통해 데이터의 격자화를 수행한다. 이[0322]

후 data_load를 통해 텐서 형태로 적재하고 적재되지 못한 데이터를 대상으로 data_predict를 통해 예측한다.

scenario_set은 설정된 feature의 조합에 따른 시나리오에 따라 data_predict를 통해 온전한 텐서 형태의 데이

터를 LSTM 컴포넌트에 입력하여 모델을 학습한다. scenario_check은 시나리오 종료 여부를 판단하여 설정된 시

나리오에 따라 학습을 반복할지 print로 결과를 저장할지 결정한다. 학습된 모델 및 모델 메타 정보는 데이터베

이스에 저장하여 추후 해상교통 혼잡도 예측에 사용할 수 있도록 한다.

예측 워크플로는 <그림 21>과 같이 구성하였다.[0324]

예측 워크플로에서도 학습 워크플로와 마찬가지로 데이터 전처리, 데이터 격자화, 데이터 적재 및 필요시 예측[0325]

을 수행한다. 이후 Train_Best_Model은 학습 워크플로에서 시나리오에 따라 학습한 모델 중 가장 성능이 좋은

모델을 요청하여 print를 통해 결과를 출력한다.
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[0327]

<그림 21> 해상교통 혼잡도 예측을 위한 예측 워크플로[0328]

8. LSTM model training and results[0330]

해상교통 혼잡도 예측을 위하여 AMML로 만들어진 학습 및 예측 워크플로를 수행하였다. 시나리오는 Feature의[0331]

조합에 따라 <표 4>와 같이 구성하였으며, <표 5> 및 <표 6>은 시나리오에 따른 학습 결과이다. 시나리오 구성

에 따른 모델 Train / Validate 결과, Congestion만을 이용한 (a)시나리오에서 Valid loss가 0.2717 나왔으나,

변동폭, 변동율, 변동범위 내에서 움직일 확률을 추가한 (b)시나리오의 경우, 0.2182로 모델의 성능이 개선되었

다.

혼잡도와 혼잡도의 3, 6, 12, 24일 평균값을 사용한 (c)시나리오와 3, 6, 12, 24일 최대값을 사용한 (d)시나리[0332]

오에서는 각각 0.1490과 0.1164의 Valid loss로 앞의 두 시나리오보다 모델의 성능이 좋았으며, 특히 (d)시나리

오의 경우, 상대적으로 높은 혼잡도를 잘 예측하는 경향을 보였다. 

혼잡도와 선박의 척수 및 교통량을 이용한 (e)시나리오도 Valid loss가 0.2047로 (b)시나리오와 마찬가지로 모[0333]

델의 성능이 개선되는 모습을 보였으며, (f)시나리오에서 다른 Gate Line의 혼잡도를 제외한 모든 feature를 이

용할 때 Valid loss 0.0842로 높은 모델의 성능을 보였다. 

다른 Gate Line의 혼잡도를 이용한 (g)시나리오에서는 Valid loss 0.1520으로, (b)시나리오와 (e)시나리오 보다[0334]

모델의 성능이 더욱 개선되는 것을 보였으며, 모든 feature를 이용한 (h)시나리오에서 Valid loss 0.0835로 모

델의 성능이 가장 높은 것으로 나타났다. 
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표 4

[0335]

<표 4> 학습 및 실험 시나리오 구성 [0336]

표 5

No.[0337] 시나리오별 학습 결과

(a)

(b)
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(c)

(d)

(e)

(f)

(g)
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(h)

<표 5> 시나리오별 학습 결과[0338]

표 6

No.[0339] Train loss Valid loss

(a) 0.2094 0.2717 

(b) 0.1574 0.2182 

(c) 0.1205 0.1490 

(d) 0.0943 0.1164 

(e) 0.1491 0.2047 

(f) 0.0647 0.0842 

(g) 0.1116 0.1520 

(h) 0.0677 0.0835 

<표 6> 시나리오별 Train loss 및 Valid loss[0340]

최대한 간결하게 워크플로 파이프라인을 구성하고 설정을 최소화하여 사용성을 높인 AMML을 이용하여 다차원 텐[0342]

서를 이용한 해상교통 혼잡도 예측 모델을 개발하고 적용하였다. 제안하는 시스템(1000)은 데이터 전처리 및 수

집, AI 모델 학습, AMML을 이용한 운영 환경 배포 등을 지원한다. 

9. Conclusions[0344]

기계 학습 시스템은 모델을 개발하고 적용하여, 변화하는 데이터 환경에 따라 지속적으로 모델을 학습 및 개선[0345]

하는 것을 말한다. MLOps는 이러한 과정들을 자동화하여 업무 효율성을 높이고 신뢰도 높은 기계 학습 모델을

개발 및 적용할 수 있다.

본 명세서에서는 AMML을 사용한 MLOps를 제시하여 전술한 전처리부(100)의 해상교통 데이터의 이상치 제거 및[0346]

결측치 처리, 적재부(200)의 데이터 예측 및 적재, 학습 및 예측부(300)를 통해 텐서 형태로 적재된 해상교통

데이터를 기반으로 해상교통 혼잡도를 예측하였다.

본 발명에 따른 데이터베이스부는 데이터베이스 관리 시스템(이하, DBMS)을 포함할 수 있다. DBMS는 다수의 사[0348]

용자들이 데이터베이스부 내의 데이터에 접근할 수 있도록 해주는 소프트웨어 도구의 집합이다. DBMS는 IMS,

CODASYL DB, DB2, ORACLE, INFORMIX, SYBASE, INGRES, MS-SQL, Objectivity, O2, Versanat, Ontos, Gemstone,

Unisql, Object Store, Starburst, Postgres, Tibero, MySQL 또는 MS-access등을 포함할 수 있다. DBMS는 특정

명령어의 입력에 따라 해당하는 특정 데이터에 접근하는 것이 가능하다. 

본 명세서에서 전처리부(100), 적재부(200), 그리고 학습 및 예측부(300)는 메모리에 저장된 연속된 수행과정들[0349]

을 실행하는 프로세서들일 수 있다. 또는, 프로세서에 의해 구동되고 제어되는 소프트웨어 모듈들로서 동작할

수 있다. 나아가, 프로세서는 하드웨어 장치일 수 있다.

참고로, 본 발명의 일 실시예에 따른 다차원 텐서를 이용한 해상교통 혼잡도 예측 방법은 다양한 컴퓨터 수단을[0350]
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통하여 수행될 수 있는 프로그램 명령 형태로 구현되어 컴퓨터 판독가능매체에 기록될 수 있다. 상기 컴퓨터 판

독가능매체는 프로그램 명령, 데이터 파일, 데이터 구조 등을 단독으로 또는 조합하여 포함할 수 있다. 상기 매

체에 기록되는 프로그램 명령은 본 발명을 위하여 특별히 설계되고 구성된 것들이거나 컴퓨터 소프트웨어 당업

자에게 공지되어 사용가능한 것일 수도 있다. 컴퓨터 판독가능매체의 예에는 하드 디스크, 플로피 디스크 및 자

기 테이프와 같은 자기 매체, CD-ROM, DVD와 같은 광기록 매체, 플롭티컬 디스크(floptical disk)와 같은 자기-

광매체, 및 ROM, RAM, 플래시 메모리 등과 같은 프로그램 명령을 저장하고 수행하도록 특별히 구성된 하드웨어

장치가 포함될 수 있다. 프로그램 명령의 예에는 컴파일러에 의해 만들어지는 것과 같은 기계어코드뿐만 아니라

인터프리터 등을 사용해서 컴퓨터에 의해서 실행될 수 있는 고급언어코드를 포함한다. 상술한 하드웨어 장치는

본 발명의 동작을 수행하기 위해 하나 이상의 소프트웨어 모듈로서 작동하도록 구성될 수 있으며, 그 역도 마찬

가지이다. 

본 명세서에 있어서 '부(部)'란, 하드웨어에 의해 실현되는 유닛(unit), 소프트웨어에 의해 실현되는 유닛, 양[0351]

방을 이용하여 실현되는 유닛을 포함한다. 또한, 1개의 유닛이 2개 이상의 하드웨어를 이용하여 실현되어도 되

고, 2개 이상의 유닛이 1개의 하드웨어에 의해 실현되어도 된다. 

본 발명의 보호범위가 이상에서 명시적으로 설명한 실시예의 기재와 표현에 제한되는 것은 아니다. 또한, 본 발[0352]

명이 속하는 기술분야에서 자명한 변경이나 치환으로 말미암아 본 발명이 보호범위가 제한될 수도 없음을 다시

한 번 첨언한다.

부호의 설명

100 : 전처리부[0353]

200 : 적재부

300 : 학습 및 예측부

1000 : 다차원 텐서를 이용한 해상교통 혼잡도 예측 시스템

도면

도면1
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도면2
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도면4
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