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본 발명은 약물-표적 상호작용 예측 방법에 관한 것이다.  본 발명은 방대한 데이터로 사전 학습된 자연어 처리

모델을 이용하여 약물과 단백질 간의 상호작용에 대한 복합적인 패턴을 학습할 수 있고, 실험이나 시뮬레이션으

로 파악하기 전에 약물과 단백질이 상호작용을 하는지 여부를 예측할 수 있다.  이에 어떤 약물-단백질 쌍부터

실험이나 시뮬레이션을 진행할지 우선순위를 정할 수 있다.  또한, 본 발명은 약물 및 단백질의 물리화학적 구조

에 대한 구체적인 정보가 없더라도, 통합 데이터로 학습되는 인공 신경망에 서열 정보만을 입력하여 약물-단백질

상호작용 여부를 예측할 수 있다.  이에 기존의 시뮬레이션 방식보다 훨씬 빠르고 정확하게 선도물질을 찾아낼

수 있고, 효율적으로 신약 개발을 가속화할 수 있다.
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명 세 서

청구범위

청구항 1 

(1) 약물 및 타겟 단백질의 각각의 서열을 사전 학습된 자연어 처리 모델에 입력하고, 출력 임베딩을 출력하는

단계;

(2) 상기 자연어 처리 모델의 출력 임베딩 중 일부 토큰을 연결하여 벡터를 생성하는 단계; 및

(3) 상기 벡터를 인공 신경망 모델에 입력하고, 약물-표적 상호작용 확률을 출력하는 단계를 포함하고,

상기 인공 신경망 모델은,

서로 다른 데이터셋을 통합하여 생성하는 통합 데이터셋의 통합 학습 데이터 및 통합 검증 데이터로 학습하며,

상기 통합 데이터셋은,

서로 다른 데이터셋의 학습 데이터를 각각 병합(Merge) 및 혼합(Shuffle)하여 생성하는 통합 학습 데이터;

서로 다른 데이터셋의 검증 데이터를 각각 병합(Merge)하여 생성하는 통합 검증 데이터; 및

서로 다른 데이터셋의 시험 데이터를 모두 포함하는 통합 시험 데이터를 포함하고,

상기 (1) 단계는,

(1-1) 약물의 화합물 서열 및 타겟 단백질의 아미노산 서열을 입력 받는 단계; 및

(1-2) 상기 화합물 서열 및 상기 아미노산 서열을 토큰화하여 상기 화합물 서열의 토큰을 화합물 자연어 처리

모델에, 상기 아미노산 서열의 토큰을 단백질 자연어 처리 모델에 입력하고, 각각 하나 이상의 토큰을 포함하는

출력 임베딩을 출력하는 단계를 포함하며,

상기 (2) 단계는,

상기 각각의 출력 임베딩 중 서열에 대한 요약 정보를 가지는 각각의 첫 번째 토큰만을 연결하여 특징 벡터를

생성하는 것을 특징으로 하는, 자연어 처리 모델을 이용한 약물-표적 상호작용 예측 방법.

청구항 2 

삭제

청구항 3 

청구항 1에 있어서,

상기 화합물 자연어 처리 모델 및 상기 단백질 자연어 처리 모델은 BERT 계열 모델인 것을 특징으로 하는, 자연

어 처리 모델을 이용한 약물-표적 상호작용 예측 방법.

청구항 4 

삭제

청구항 5 

삭제

청구항 6 

삭제

청구항 7 
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삭제

청구항 8 

청구항 1에 있어서,

상기 (3) 단계는,

(3-1) 벡터를 서로 다른 활성화 함수를 가지는 복수의 층을 포함하는 인공 신경망 모델에 입력하고, 출력 벡터

를 출력하는 단계; 및

(3-2) 상기 출력 벡터에 활성화 함수를 적용하여 0 내지 1 사이의 실수값을 출력하는 단계를 포함하는 것을 특

징으로 하는, 자연어 처리 모델을 이용한 약물-표적 상호작용 예측 방법.

청구항 9 

청구항 8에 있어서,

상기 (3-1) 단계의 인공 신경망 모델은,

다음의 수학식 1 내지 수학식 3이 연산되는 은닉층을 포함하는 것을 특징으로 하는, 자연어 처리 모델을 이용한

약물-표적 상호작용 예측 방법.

[수학식 1]

v1 = ReLU(FCL1(v))

[수학식 2]

v2 = tanh(FCL2(v1))

[수학식 3]

vout = FCL3(v2)

여기서, v, v1, v2, 및 vout은 벡터, FCL은 Fully Connected Layer(FCL) 연산, 그리고 ReLU 및 tanh는 활성화 함

수임.

청구항 10 

청구항 8에 있어서,

상기 (3-1) 단계는,

상기 인공 신경망의 임의의 노드를 미리 정해진 확률로 드롭하는 것을 특징으로 하는, 자연어 처리 모델을 이용

한 약물-표적 상호작용 예측 방법.

청구항 11 

명령어를 로드하는 메모리; 및

상기 명령어를 실행하는 프로세서를 포함하고,

상기 명령어는,

상기 프로세서가 청구항 1, 청구항 3, 청구항 8 내지 청구항 10 중 어느 한 청구항의 단계를 수행하도록 하는

것을 특징으로 하는, 자연어 처리 모델을 이용한 약물-표적 상호작용 예측 장치.

발명의 설명

기 술 분 야

본 발명은 약물-표적 상호작용 예측 방법에 관한 것이다.[0001]
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배 경 기 술

일반적으로 신약을 시판하기까지 약 10년 이상의 기간과 약 2조원 이상의 개발 비용이 투입된다고 알려져 있다.[0002]

신약 개발의 첫 단계는 발견 단계(Discovery)로서, 약 5천 내지 1만개의 후보 물질을 탐색하여 대상 질환의 치

료에 효과를 보일 수 있는 유효 물질을 선별하는 단계이다.

 발견 단계에서는 다종의 약물과 특정한 단백질들 간의 상호작용 여부를 실험으로 판정한다.  이 과정에서 단백[0004]

질과 상호작용을 하는 약물들이 치료 약물의 후보로서 선도물질(Lead compound)이 된다.  이러한 발견 단계에만

약 5년 정도의 기간이 소요되고 있다.  따라서 선도물질을 빠르고 정확하게 찾아내는 것이 신약 개발의 첫 단계

라고 할 수 있다.

선도물질을  찾아내기  위해  약물과  단백질  간의  상호작용을  물리화학적으로  시뮬레이션하는  기술이[0006]

도입되었으나, 시뮬레이션 연산에 굉장히 긴 소요되는 단점이 있었다.  더군다나, 이러한 시뮬레이션을 위해서

는 약물과 단백질의 물리화학적 구조를 모델링하는 과정이 필수적이기 때문에, 구조에 대한 정보가 없는 경우

활용하기에는 한계점이 있었다.

선행기술문헌

특허문헌

(특허문헌 0001) 대한민국 등록특허공보 제10-2284532호 '분자 활성도 예측 방법 및 이를 위한 장치' [0007]

발명의 내용

해결하려는 과제

물리화학적 구조에 대한 시뮬레이션 없이도, 약물-표적 간의 상호작용을 예측하여 선도물질을 빠르고 정확하게[0008]

찾을 수 있는 방법을 제안한다.

과제의 해결 수단

본 발명에 따른 자연어 처리 모델을 이용한 약물-표적 상호작용 예측 방법 은 (1) 약물 및 타겟 단백질의 각각[0009]

의 서열을 사전 학습된 자연어 처리 모델에 입력하고, 출력 임베딩을 출력하는 단계; (2) 자연어 처리 모델의

출력 임베딩 중에서 일부 토큰 임베딩을 연결하여 벡터를 생성하는 단계; 및 (3) 벡터를 인공 신경망 모델에 입

력하고, 약물-표적 상호작용 확률을 출력하는 단계를 포함한다.

발명의 효과

본 발명은 방대한 데이터로 사전 학습된 자연어 처리 모델을 이용하여 약물과 단백질 간의 상호작용에 대한 복[0010]

합적인 패턴을 학습할 수 있고, 실험이나 시뮬레이션으로 파악하기 전에 약물과 단백질이 상호작용을 하는지 여

부를 예측할 수 있다.  이에 어떤 약물-단백질 쌍부터 실험이나 시뮬레이션을 진행할지 우선순위를 정할 수 있

다.

또한, 본 발명은 약물 및 단백질의 물리화학적 구조에 대한 구체적인 정보가 없더라도, 통합 데이터로 학습되는[0012]

인공 신경망에 서열 정보만을 입력하여 약물-단백질 상호작용 여부를 예측할 수 있다.  이에 기존의 시뮬레이션

방식보다 훨씬 빠르고 정확하게 선도물질을 찾아낼 수 있고, 효율적으로 신약 개발을 가속화할 수 있다.

여기에 직접적으로 기재되지 않은 효과라도, 발명의 설명에 의해 예상되거나 기대되는 효과는 발명의 효과에 기[0014]

재된 것으로 이해되어야 한다.

도면의 간단한 설명

도 1은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 전체적인 아이디어를 나타내는 도면이다.[0015]

도 2는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 구성을 나타내는 도면이다.

도 3은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 (1) 단계의 구성을 나타내는 도면이다.
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도 4는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법에서 화합물 자연어 처리 모델의 학습 방법을 나

타낸 도면이다.

도 5는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법에서 단백질 자연어 처리 모델의 학습 방법을 나

타낸 도면이다.

도 6은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 학습 데이터를 나타내는 도면이다.

도 7은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 통합 학습 데이터를 나타내는 도면이다.

도 8은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 (2) 단계 및 (3) 단계에서 연산되는 수학식을

나타내는 도면이다.

도 9는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 비교를 위한 구성을 나타내는 도면이다.

도 10은 데이터셋에 따른 모델의 성능 비교 결과를 나타내는 도면이다.

도 11 및 도 12는 모델의 평가 지표 중 ROC-AUC에 대한 그래프를 나타내는 도면이다.

도 13은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 FP 모델과 MolTrans 모델의 성능을 비교하는

도면이다.

도 14는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 FP 모델과 MolTrans 모델의 성능을 비교하는

도면이다.

발명을 실시하기 위한 구체적인 내용

본 발명은 발명의 설명에서 기재하는 실시예로 한정되지 않고 다양하게 구현될 수 있다.  발명의 설명에서 사용[0016]

하는 용어는 실시예를 설명하기 위한 것으로, 본 발명을 한정하려는 의도로 사용하는 것이 아니다.  발명의 설

명에서 '포함하다'의 용어는 기재된 특징이 조합된 구성이 존재함을 지정하려는 것이다.  그러므로 하나 또는

그 이상의 다른 특징이나 이들을 조합한 구성의 존재 또는 부가 가능성을 배제하지 않는 것으로 이해되어야 한

다.  이하에서는 본 발명이 속한 분야의 기술자에게 명백한 내용으로서 공개된 구성이나 기능에 대한 상세한 설

명은 생략한다.

본 발명의 실시예에 따른 자연어 처리 모델을 이용한 약물-표적 상호작용 예측 방법(이하에서는'약물-표적 상호[0018]

작용 예측 방법'이라 함)은 기존의 물리화학적 시뮬레이션으로 상호작용을 예측했던 방법과 달리, 사전 학습된

자연어 처리 모델을 이용하여 서열 정보만으로 약물-표적 상호작용을 예측하는 방법에 관한 것이다.

도 1은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 전체적인 아이디어를 나타내는 도면이다.  도[0020]

1을 참조하면, 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법은 약물에 대한 자연어 처리 모델 및 단

백질에 대한 자연어 처리 모델을 각각 구성한다.  그리고 각각의 자연어 처리 모델에서 출력하는 약물 및 단백

질의 특성 정보를 결합하여 벡터를 생성한다.  인공 신경망 모델에 이 벡터를 입력하고, 약물 및 단백질 간의

상호작용 확률을 출력한다.  본 발명에 따르면, 여러 가지 약물과 단백질 쌍을 입력하여 확률값이 높게 나오는

쌍들을 판별할 수 있고, 이러한 쌍들을 DTI(Drug Target Interaction) 실험의 후보로 결정하여 신약 개발을 가

속화할 수 있다.

도  2는  본  발명의  실시예에  따른  약물-표적  상호작용  예측  방법의  구성을  나타내는  도면이다.   도  2를[0022]

참조하면, 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법은 (1) 약물 및 타겟 단백질의 각각의 서열을

사전 학습된 자연어 처리 모델에 입력하고, 출력 임베딩을 출력하는 단계(S100), (2) 자연어 처리 모델의 출력

임베딩 중 일부 토큰을 연결하여 벡터를 생성하는 단계(S200), 및 (3) 벡터를 인공 신경망 모델에 입력하고, 약

물-표적 상호작용 확률을 출력하는 단계(S300)를 포함한다.  각각의 단계는 컴퓨팅 디바이스에 의해 수행될 수

있으며, 각각의 단계에 대한 설명에서 주어가 생략될 수 있다.  여기서, 컴퓨팅 디바이스는 데이터의 연산 및

저장을 수행하여 데이터 처리가 가능한 디바이스이다.

(1) 단계(S100)에서는 약물 및 타겟 단백질의 각각의 서열을 사전 학습된 자연어 처리 모델에 입력하고, 출력[0024]

임베딩을 출력한다.  본 발명에서는 약물 및 타겟 단백질의 각각의 서열을 임베딩하는 과정에서 사전 학습된 자

연어 처리 모델을 이용한다.  여기서, 임베딩(Embedding)은 텍스트를 벡터화하는 것으로서, 컴퓨팅 디바이스가

텍스트를 효율적으로 처리할 수 있도록 하는 전처리 과정이다.  이러한 임베딩 과정을 통해 텍스트 데이터를 활

용하는 인공지능 모델의 성능을 더욱 향상시킬 수 있다.  특히, 데이터가 충분히 많은 경우, 임베딩이 인공지능
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모델의 성능에 큰 영향을 미치므로, 데이터의 특성을 고려한 임베딩 과정이 매우 중요하다.

이하에서는 자연어 처리 모델로서 BERT(Bidirectional Encoder Representations from Transformers) 계열 모델[0026]

을 사용하는 실시예를 기준으로 설명한다.  그러나 본 발명에서 자연어 처리 모델이 BERT로 한정되는 것은 아니

며, 다양한 자연어 처리 모델을 이용할 수 있다.  실시예에 따라서, 본 발명에서는 사전 학습된 자연어 처리 모

델을 이용하여 약물-표적 상호작용 확률을 출력하는 모델로 파인 튜닝(Fine tuning)할 수 있다.

도 3은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 (1) 단계의 구성을 나타내는 도면이다.  본[0028]

발명의 실시예에 따른 약물-표적 상호작용 예측 방법에서 (1) 단계(S100)는 세부 단계를 포함할 수 있다.  도 1

및 도 3을 참조하면, (1-1) 단계(S110)에서는 약물의 화합물 서열 및 타겟 단백질의 아미노산 서열(Amino Acid

Sequence)을 입력 받는다.  이때, 화합물 서열은 SMILES 포맷의 서열이고, 아미노산 서열은 FASTA 포맷의 서열

이다.  SMILES(Simplified Molecular-Input Line-Entry System)는 화합물의 구조를, FASTA는 단백질의 구조를

표현하는 텍스트 포맷이다.   따라서 약물 및 타겟 단백질을 각각 SMILES 포맷 및 FASTA 포맷으로 인코딩하면,

그 구조를 문자열로 표현할 수 있다.

(1-2) 단계(S120)에서는 화합물 서열 및 아미노산 서열을 토큰화(Tokenization)한다.  임베딩을 위해 먼저 텍스[0030]

트 데이터를 전처리해야 하는데, 데이터를 토큰(Token) 단위로 나누는 작업을 토큰화라고 한다.  본 발명에서는

SMILES 또는 FASTA 포맷으로 변환된 문자열 서열을 토큰화하므로, 단어 토큰화(Word Tokenization)를 수행한다.

이때, 토큰화를 수행하는 토크나이저는 하나의 단어를 더 작은 단위의 여러 서브 워드들로 분리하는 서브워드

토크나이저일 수 있다.

(1-2) 단계(S120)에서는 각각의 토큰을 자연어 처리 모델에 입력하고, 하나 이상의 토큰을 포함하는 출력 임베[0032]

딩을 출력한다.  (1-2) 단계(S120)는 문자열을 토큰화한 후, 사전 학습된 자연어 처리 모델을 이용하여 임베딩

하는 단계이다.  다만, 본 발명에서는 보다 정확한 확률 예측을 위해 약물과 타겟 단백질별로 서로 다른 자연어

처리 모델을 사용한다.  즉, 본 발명에서는 화합물 서열을 처리하는 화합물 자연어 처리 모델과 아미노산 서열

을 처리하는 단백질 자연어 처리 모델을 모두 이용한다.

화합물 자연어 처리 모델과 단백질 자연어 처리 모델은 BERT 계열 모델일 수 있다.  BERT 계열 모델은 전체 문[0034]

장의 문맥을 반영하여 단어를 임베딩할 수 있다.  BERT 계열 모델의 입력 임베딩은 임베딩 레이어(Embedding

Layer)를 지난 임베딩 벡터들이고, BERT의 연산을 거친 후의 출력 임베딩은 전체 문장의 문맥을 반영한 임베딩

벡터들이 된다.  이때, 출력 임베딩이 포함하는 각각의 벡터를 토큰이라 할 수 있다.

도 4는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법에서 화합물 자연어 처리 모델의 학습 방법을 나[0036]

타낸 도면이다.  그리고 도 5는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법에서 단백질 자연어 처

리 모델의 학습 방법을 나타낸 도면이다.  BERT 계열 모델은 사전 훈련을 위해서 인공 신경망의 입력으로 들어

가는 입력 텍스트의 일부 단어를 랜덤으로 마스킹(Masking)한다.  그리고 인공 신경망에게 이 가려진 단어들

(Masked  words)을  예측하도록  한다.   도  4를  참조하면,  화합물 자연어 처리 모델은 합성 가능한 화합물을

SMILES 포맷의 서열로 입력 받고, 일부분을 삭제한 변형된 화합물 SMILES 포맷을 화합물 자연어 처리 모델에 입

력한다.  화합물 자연어 처리 모델은 삭제된 부분에 가장 확률이 높은 원자나 원자간 결합을 SMILES 포맷으로

출력한다.  이를 정확하게 복구할 때까지 화합물 자연어 처리 모델의 가중치를 변경하며 학습한다.  도 5를 참

조하면, 단백질 자연어 처리 모델 또한 자연계에 존재하는 아미노산을 FASTA 포맷의 서열로 입력 받고, 일부분

을 삭제한 변형된 단백질 아미노산 FASTA 포맷을 단백질 자연어 처리 모델이 입력한다.  단백질 자연어 처리 모

델은 삭제된 부분에 가장 확률이 높은 아미노산을 예측하여 변형된 단백질 아미노산 서열을 복구한다.  이를 정

확하게 복구할 때까지 단백질 자연어 처리 모델의 가중치를 변경하며 학습한다.

실시예에 따라서, (1-2) 단계(S120)에서는 화합물 자연어 처리 모델에 ChemBERTa를 사용하고, 단백질 자연어 처[0038]

리 모델이 ProtBERT를 사용할 수 있다.  ChemBERTa 모델은 PubChem 데이터셋을 이용하여 사전 학습된 BERT 모델

이다.  그리고 ProtBERT는 거대한 아미노산 데이터를 포함하는 UniREF 및 BFD 데이터셋을 이용하여 사전 학습된

BERT 모델이다.  이때, 각각의 자연어 처리 모델에 입력되는 화합물 서열의 최대 길이는 510이고, 아미노산 서

열의 최대 길이는 545개일 수 있다.  이는 전체 데이터셋의 95%를 차지한다.  서열의 최대 길이를 미리 정해진

값으로 제한함으로써 컴퓨팅 리소스를 보다 효율적으로 사용할 수 있다.

다시 도 1을 참조하면, (2) 단계(S200)에서는 자연어 처리 모델의 출력 임베딩 중 일부 토큰을 연결하여 벡터를[0040]

생성한다.  이때, (2) 단계(S200)에서는 각각의 출력 임베딩 중 각각의 첫 번째 토큰을 연결하여 벡터를 생성한

다.  도 1에서는 CLS 토큰이 별도의 색으로 표시되어 있고, 이 CLS 토큰을 연결하여 벡터 v를 생성한다.  CLS
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토큰은 BERT 모델의 출력 임베딩 중 첫 번째 토큰 임베딩에 해당한다.  본 발명에서는 출력 임베딩 중 특정 단

어와 대응하는 토큰이 아닌, 문장의 첫 번째 토큰으로 삽입/출력되는 CLS 토큰을 벡터를 생성하는데 사용한다.

각각의 CLS 토큰은 토큰화된 화합물 및 단백질의 서열 전체를 참고하여 생성되는 벡터이므로, 서열에 대한 요약

정보를 가진다.  따라서 이러한 CLS 토큰을 이용하여 약물과 타겟 단백질의 구조적 정보를 상호작용 확률을 예

측하는데 활용할 수 있다.  즉, 모델의 성능을 대폭 향상시킬 수 있다.

(3) 단계(S300)에서는 벡터를 인공 신경망 모델에 입력하고, 약물-표적 상호작용 확률을 출력한다.  여기서, 인[0042]

공 신경망은 심층학습(Deep Learning) 모델일 수 있고, 완전 연결 신경망(Fully Connected Network; FCN)이거

나 적어도 완전 연결 레이어(Fully Connected Layer; FCL)를 가진 신경망일 수 있다.  인공 신경망의 활성화 함

수는  ReLU  함수  및  tanh  함수  중  하나  이상을  사용할  수  있다.   그리고,  인공  신경망의  손실  함수(Loss

Function)는 평균 제곱 오차(Mean Square Error; MSE) 또는 이상값(Outlier)에 덜 민감한 Smooth L1 함수를 사

용할 수 있다.

도 6은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 학습 데이터를 나타내는 도면이다.  그리고[0044]

도 7은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 통합 학습 데이터를 나타내는 도면이다.  도

6를  참조하면, 실시예에 따라서, 본 발명은 BIOSNAP,  DAVIS,  및 BindingDB  데이터셋을 인공 신경망 모델의

학습, 검증, 및 시험 데이터로 사용될 수 있다.  이때, (3) 단계(S300)에서 인공 신경망 모델은 서로 다른 데이

터셋을 통합하여 생성하는 통합 데이터셋을 학습 데이터로 이용할 수 있다.  이때, 통합 데이터셋은 서로 다른

데이터셋의 학습 데이터를 병합 및 혼합하여 생성하는 통합 학습 데이터 및 서로 다른 데이터셋의 검증 데이터

를 병합하여 생성하는 통합 검증 데이터를 포함한다.  도 7을 참조하면, 서로 다른 데이터셋인 BIOSNAP의 학습

데이터, DAVIS의 학습 데이터, 및 BindingDB의 학습 데이터를 병합 및 혼합하는 통학 학습 데이터를 인공 신경

망의 학습 데이터로 사용한다.  그리고 BIOSNAP의 검증 데이터, DAVIS의 검증 데이터, 및 BindingDB의 검증 데

이터를 병합하는 통합 검증 데이터를 인공 신경망의 검증 데이터로 사용한다.  따라서 본 발명에서는 하나의 데

이터셋에 의한 과적합(Overfitting)을 해소하고, 보다 높은 범용성과 예측 성능을 가지는 모델을 학습할 수 있

다.  한편, 시험 데이터는 병합하지 않고 BIOSNAP의 시험 데이터, DAVIS의 시험 데이터, 및 BindingDB의 시험

데이터를 각각 사용하는데, 이는 보다 객관적으로 성능을 평가하고 다른 모델들과 비교하기 위함이다.

본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법에서 (3) 단계(S300)는 세부 단계를 포함할 수 있다.[0046]

(3-1) 단계(S310)에서는 벡터를 서로 다른 활성화 함수를 가지는 복수의 층을 포함하는 인공 신경망 모델에 입

력하고, 출력 벡터를 출력한다.  (3-2) 단계(S320)에서는 출력 벡터에 활성화 함수를 적용하여 0 내지 1 사이의

실수값을 출력한다.  여기서, (3-2) 단계(S320)의 활성화 함수는 Sigmoid 함수일 수 있다.  (3) 단계(S300)에서

는 세부 단계를 통해, 인공 신경망이 다차원의 벡터를 입력 받아 0 내지 1 사이의 값을 출력한다.  그리고 이

값이 자연어 처리 모델에 입력된 약물 및 타겟 단백질 쌍의 상호작용 확률에 해당한다.

(3-1) 단계(S310)의 인공 신경망 모델은 다음의 수학식 1 내지 수학식 3이 연산되는 은닉층을 포함한다.[0048]

수학식 1

[0050]

수학식 2

[0051]

수학식 3

[0052]

여기서, v, v1, v2, 및 vout은 벡터, FCL은 Fully Connected Layer(FCL) 연산, 그리고 ReLU 및 tanh는 활성화 함[0053]
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수임.

FCL은 한 레이어의 모든 노드가 다음 레이어의 모든 노드와 연결된 상태를 가진다.  본 발명의 인공 신경망은[0055]

여러 FCL을 적층한 모델일 수 있다.  첫 번째 레이어에서는 벡터 v를 입력 받고, ReLU 함수로 노드를 활성화하

여 벡터 v1을 출력한다.   두 번째 레이어에서는 벡터 v1을 입력 받고, tanh 함수로 노드를 활성화하여 v2를 출

력한다.  마지막으로, 세 번째 레이어에서는 벡터 v2를 입력 받고, 차원이 감소된 벡터 vout을 출력한다.  즉,

입력 벡터가 여러 FCL을 통과하면서 서로 다른 활성화 함수로 활성화되고, 최종적으로 차원이 감소된 벡터로 출

력된다.

도 8은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 (2) 단계 및 (3) 단계에서 연산되는 수학식을[0057]

나타내는 도면이다.  (2) 단계(S200) 및 (3) 단계(S300)에서 이루어지는 연산은 도 8과 같다.  화합물 특성 벡

터(Compound Feature Vector)는 화합물 자연어 처리 모델에서 출력하는 화합물 특성 토큰이며, 단백질 특성 벡

터(Protein Feature Vector)는 단백질 자연어 처리 모델에서 출력하는 단백질 특성 토큰이다.  이러한 2개의 토

큰을 결합 특성 벡터(Binding Feature Vector)로 연결한 후, 수학식 1 내지 수학식 3을 연산한다.  이때, 여러

FCL로 이루어진 레이어 전체를 인터랙션 레이어(Interaction Layer)라 한다.  그리고 마지막 인터랙션 레이어를

통과한 출력값에 Sigmoid 함수를 연산하면 최종적으로 약물-표적 상호작용 확률이 연산된다.

실시예에 따라서, (3-1) 단계(S310)는 인공 신경망의 임의의 노드를 미리 정해진 확률로 드롭할 수 있다.  이는[0059]

드롭아웃(Dropout)을 구현한 것으로, 학습 데이터에 대한 과적합을 완화시킬 수 있다.  이러한 드롭아웃은 활성

화 함수를 가지는 은닉층에서 이루어질 수 있다.

도 9는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 비교를 위한 구성을 나타내는 도면이다.  도[0061]

10은 데이터셋에 따른 모델의 성능 비교 결과를 나타내는 도면이다.  그리고 도 11 및 도 12는 모델의 평가 지

표 중 ROC-AUC에 대한 그래프를 나타내는 도면이다.  도 9를 참조하면, NP 모델은 사전 학습된 자연어 처리 모

델을 사용하지 않고, CP는 ChemBERTa 모델만을 사용하며, PP는 ProtBERT 모델만을 사용하고, FP는 ChemBERTa

및 ProtBERT 모델을 모두 사용한 모델이다.  데이터셋에서 Integration은 통합 학습 데이터셋으로 학습된 모델

을 말한다.  도 10을 참조하면, 데이터셋별로 모델과 그에 따른 평가 지표를 확인할 수 있다.  평가 지표는

ROC-AUC(Receiver  Operating  Characteristic  Under  the  Curve),  PR-AUC(Precision-Recall-Area  under  the

Curve), 민감도(Sensitivity), 특이도(Specificity), CI(Concordance Index), 및 r
2

m 계수이다.

ROC-AUC 및 PR-AUC는 다양한 임계값에서 모델의 성능을 측정한 지표이며, 값이 높을수록 상호작용이 있는 약물-[0063]

타겟 단백질 쌍(DTI가 있는 쌍)을 배제하지 않을 가능성이 높아진다.  PR-AUC는 값이 높을수록 DTI가 없는 쌍일

가능성이  적다.   민감도(Sensitivity)는  DTI가  있는  쌍을  상호작용이  있다고  판단하는  정도이고,  특이도

(Specificity)는 DTI가 없는 쌍을 상호작용이 없다고 판단하는 정도이다.  DTI 실험은 약물 및 타겟 단백질 쌍

을 스크리닝하기 위한 것이므로, 민감도가 중요한 지표에 해당한다.  CI 및 r
2

m 계수는 연속형 변수의 출력값을

평가하기 위한 것으로, CI는 1에 가까울수록 정확도가 높고, 0.5에 가까울수록 무작위로 예측한다고 평가한다.

r
2

m 계수는 회귀 기반 QSAR(Quantitative Structure-Activity Relationship) 모델의 검증에 사용하는 지표이다.

도  10에서  ROC-AUC,  PR-AUC,  민감도,  및  특이도는  5번의  무작위  실행에  걸쳐  측정되었다.   비교  대상  중[0065]

MolTrans(Molecular Interaction Transformer) 모델은 레이블이 지정되지 않은 대량의 생물 의학 데이터를 학

습하여 DTI를 예측하는 모델 중 하나이다.  도 10을 참조하면, ChemBERTa 및 ProtBERT 모델을 모두 사용한 모델

인 FP 모델과 통합 데이터셋을 사용하여 학습한 INT 모델의 조합(FP-Model-INT)의 평가 지표가 전체적으로 높은

것을 확인할 수 있다.  특히, FP-Model-INT 모델이 다른 모델보다 ROC-AUC, PR-AUC, 및 특이도(Specificity)가

높게 나타난다.

도 11을 참조하면, ChemBERTa 및 ProtBERT 모델을 모두 사용한 모델인 FP 모델이 다른 모델들에 비해 가장 빠른[0067]

학습 시간에서 가장 높은 ROC-AUC를 나타내고 있다.  또한, 도 12를 참조하면, FP 모델이 모든 학습 데이터 비

율에서 가장 높은 ROC-AUC를 나타내고 있다.

도 13은 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 FP 모델과 MolTrans 모델의 성능을 비교하는[0069]

도면이다.  도 13은 DAVIS 및 BindingDB를 각각 학습 데이터로 이용한 FP 모델과 MolTrans 모델의 성능을 비교

한 결과이다.  (A) 및 (B)는 FP 모델의 결과이고, (C) 및 (D)는 MolTrans 모델의 결과이다.  Measurement는 pKd
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이며, 아래의 수학식 4에 의해 계산된다.

수학식 4

[0071]

[0072]

[0073]

여기서, D는 약물, T는 타겟 단백질, DT는 약물-타겟 복합체, [x]는 x의 평형에서의 몰농도, 그리고 Kd는 해리[0074]

상수임.

pKd는 수용액 속에서 화합물의 이온화 상태를 정량적으로 나타내는 값으로, 값이 높을수록 약물-표적 단백질 간[0076]

의 친화도가 높다.  도 12를 참조하면, FP 모델에서는 선형성이 분명하게 나타나나, MolTrans 모델에서는 그 분

포가 2가지로 나뉘고 있다.  따라서 FP 모델이 더 나은 예측 분포를 가진다.

도 14는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 FP 모델과 MolTrans 모델의 성능을 비교하는[0078]

도면이다.  도 14는 잘 알려진 13개의 약물 및 단백질 쌍의 상호작용을 통해 FP 모델과 MolTrans 모델을 비교한

다.  도 14에서는 상호작용이 있는 약물 및 단백질 쌍에 대한 비교이므로, 평균적인 값(BP)이 높을수록 모델의

성능이 우수하다.  도 14를 참조하면, 학습 데이터는 BindingDB 단독(BDB)보다 통합 데이터셋(INT)을 사용하는

경우가 평균적인 값(BP)이 높다.  또한, 사전 학습된 자연어 처리 모델을 사용하지 않는 모델(NP)보다 FP 모델

의 평균적인 값(BP)이 높다. 

이와 같이, 본 발명의 실시예에 따라 서로 다른 사전 학습된 자연어 처리 모델을 파인 튜닝(Fine tuning)하고,[0080]

서로 다른 데이터셋을 조합한 통합 데이터셋으로 학습하는 모델이 다른 모델들보다 약물-표적 상호작용 예측 성

능이 높은 것을 알 수 있다.  서로 다른 사전 학습된 자연어 처리 모델을 이용하여 서열을 임베딩하고, 이를 파

인 튜닝(Fine tuning)하여 약물-표적 상호작용 확률을 출력하는 구성은 발명자가 반복적인 시뮬레이션을 통해

도출한 구성으로서, 방대한 자연어 데이터를 기반으로 약물-표적 상호작용 확률을 예측할 수 있도록 하는 구성

에 해당한다.

실시예에 따라서, 자연어 처리 모델을 이용한 약물-표적 상호작용 예측 장치(이하에서는 '약물-표적 상호작용[0082]

예측 장치'라 함)는 명령어를 저장하는 메모리 및 명령어를 실행하는 프로세서를 포함한다.  여기서, 명령어는

본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 각각의 단계를 포함한다.  또는, 실시예에 따라서,

본 발명의 실시예에 따른 약물-표적 상호작용 예측 방법의 각각의 단계에서 수행하는 기능은 각각의 구성으로

변환되고, 이러한 구성을 포함하는 본 발명의 실시예에 따른 약물-표적 상호작용 예측 장치로 구현될 수 있다.

각각의 구성은 전술한 진단 방법의 단계에 대한 설명과 중복되므로, 그 자세한 설명은 생략한다.

발명의 설명에 기재된 내용은 예시에 불과하며, 본 발명은 이 분야의 기술자에 의하여 다양하게 변형되어 실시[0084]

될 수 있다.  따라서 본 발명의 보호범위는 설명된 실시예의 기재와 표현으로 제한되지 않는다.
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