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(57)摘要

本发明公开了基于多重融合卷积GRU的车辆

位置预测方法，包括以下步骤：构建车辆位置的

预测模型；利用训练集数据，对所述车辆位置的

预测模型进行训练；将测试集数据输入训练完毕

的车辆位置的预测模型中，计算获得车辆位置的

预测值；所述预测模型包括第一融合层、第二融

合层和输出层，各层之间依次顺序连接，前一层

的输出为后一层的输入。本发明方法通过三个卷

积层将两个双向GRU层串行融合在一起，通过同

时对序列特征和上下文特征的共同识别，采用融

合卷积的形式解决了GRU在时间序列分析中长期

依赖丢失问题，模型具备较好的收敛性和准确

度，使得车辆位置的预测有更高的精度和更好的

性能。
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1.基于多重融合卷积GRU的车辆位置预测方法，包括以下步骤：

步骤1，构建车辆位置的预测模型；

步骤2，利用训练集数据，对所述车辆位置的预测模型进行训练；

步骤3，将测试集数据输入训练完毕的车辆位置的预测模型中，计算获得车辆位置的预

测值；

其特征在于，所述预测模型包括第一融合层、第二融合层和输出层，所述第一融合层包

括第一卷积层和第一双向GRU层，所述第二融合层包括第二卷积层和第二双向GRU层，所述

输出层包括第三卷积层和全连接输出层，所述全连接输出层包括输出层为10的第一全连接

层和输出层为1的第二全连接层，各层之间依次顺序连接，所述的双向GRU层均由一个正向

GRU模型和一个反向GRU模型并联形成一个双向结构，所述的双向结构的GRU模型输出两个

合并的GRU信号；

所述训练集数据包括影响因素数据和已知的车辆位置观测数据；

所述的测试集数据为待预测的车辆位置的影响因素数据。

2.根据权利要求1所述的车辆位置预测方法，其特征在于，所述影响因素数据包括

predictionHours前历史车辆位置数据、行驶速度、引擎转速、绝对负荷值、发动机冷却液温

度、发动机供油率、MIL状态、发动机机油温度和时间；其中，predictionHours是一个预设参

数，代表预测未来predictionHours小时的车辆位置。

3.根据权利要求2所述的车辆位置预测方法，其特征在于，对所述训练集数据根据不同

时间进行分类，使用不同类别的训练集分别训练不同类型下的车辆位置的预测模型；预测

模型训练完成以后，针对当前测试集数据，利用测试集数据对应类型的预测模型，计算获得

车辆位置的预测值。

4.根据权利要求1所述的车辆位置预测方法，其特征在于，第一卷积层接受序列数据的

输入，其输出为 xt表示序列数据，η1( )表示第一卷积层的卷积函数， 同时作

为第一双向GRU层和第二双向GRU层的输入， 为第一双向GRU层的输出， 表

示将第一双向GRU层中正向GRU的输出 与第一双向GRU层中反向GRU输出 进行合并，第

一融合层的输出为 是对第一双向GRU层的输出乘以权重向量 并加上偏移向量

的结果， 将 与η1(xt)的输出 进行合并成 作为第

二层卷积层的输入； 是第二卷积层的输出， 卷积函数η2

中包含了一个全连接操作Dense( )，将Pt1进行全连接转换成卷积函数可以接受的输入，连

接到第二双向GRU层，第二融合层的输出为 是对第二双向GRU

层的输出乘以权重向量 并加上偏移向量 的结果，

表示将第二双向GRU层中正向GRU的输出 与第一双向GRU层中反向GRU输出

进行合并；将 与P t
1进行合并，作为第三卷积层的输入，第三卷积层的输出为

权　利　要　求　书 1/2 页

2

CN 111263326 A

2



卷积函数η3中还包含了一个全连接操作Dense( )；第

三卷积层通过全连接输出层得到输出O t， O t为一个具体值，代表

predictionHours后的车辆位置，其中， 和 为各部分的权重向量，

和 为各部分的偏移向量。

5.根据权利要求4所述的车辆位置预测方法，其特征在于，所述第一双向GRU层中正向

GRU模型的输出 反向GRU模型的输出

对正向GRU模型和反向GRU模型的输出的聚合操作，得到输出 表示将

与 进行合并连接，作为所述的第一双向GRU层的输出；所述第二双向GRU层中正向GRU模

型的输出 反向GRU模型的输出 对正

向GRU模型和反向GRU模型的输出的聚合操作，得到输出 表示将 与

进行合并连接，作为所述的第二双向GRU层的输出，其中z1t、 为第一双向GRU层中正向

GRU模型的中间值，z2t、 为第一双向GRU层中反向GRU模型的中间值，z3t、 为第二双向

GRU层中正向GRU模型的中间值，z4t、 为第二双向GRU层中反向GRU模型的中间值。

6.根据权利要求1所述的车辆位置预测方法，其特征在于，所述预测模型中的损失函数

采用标准归一化MSE，激活函数采用Relu函数，步骤2的训练过程中，通过Adam函数进行学

习，得到参数神经网络参数模型。
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基于多重融合卷积GRU的车辆位置预测方法

技术领域

[0001] 本发明属于位置数据处理与预测技术领域，具体涉及基于多重融合卷积GRU

(Gated  Recurrent  Unit，门控循环单元)的车辆位置预测方法。

背景技术

[0002] 物联网及车联网的发展使得汽车在运行过程中的实时状态数据采集成为了可能，

对这些数据的分析和运用具有重大意义。当前对汽车运行过程中采集手段主要通过OBD(On 

Board  Diagnostics)故障系统，该系统能够实时监测汽车状态、发动机运行数据、车辆催化

转化器、内置颗粒捕集器、内置氧传感器、汽车尾气排放控制系统、燃油消耗系统等，实时将

各项指标数据连接到汽车总线上，便于4G网络实时上传到网络中，供分析和使用。

[0003] 目前对于OBD数据的使用和对位置状态预测精度仍然不够，难以满足人们的需求。

主要采用的方法有基于回归的预测、基于随机森林的预测、基于SVM的预测以及基于神经网

络的预测。近年来，随着人工智能技术的发展，越来越多的人发现基于神经网络的预测方法

优势较为突出，能够取得较好效果。大量学者采用了LSTM、Con-LSTM方法对车辆的位置状态

进行了预测，然而精度不够理想。并且实验证明，单纯的增加LSTM或者Con-LSTM单元的个数

并不能对预测精度进行提高。

发明内容

[0004] 有鉴于此，本发明的目的在于提供基于多重融合卷积GRU(门控循环单元)的车辆

位置预测方法，通过三重卷积的方式将两个双向循环GRU模型进行连接，使得对移动车辆位

置的预测取得了较好的效果。

[0005] 本发明的目的是这样实现的，包括以下步骤：

[0006] 步骤1，构建车辆位置的预测模型；

[0007] 步骤2，利用训练集数据，对所述车辆位置的预测模型进行训练；

[0008] 步骤3，将测试集数据输入训练完毕的车辆位置的预测模型中，计算获得车辆位置

的预测值；

[0009] 所述预测模型包括第一融合层、第二融合层和输出层，所述第一融合层包括第一

卷积层和第一双向GRU层，所述第二融合层包括第二卷积层和第二双向GRU层，所述输出层

包括第三卷积层和全连接输出层，所述全连接输出层包括输出层为10的第一全连接层和输

出层为1的第二全连接层，各层之间依次顺序连接，所述的双向GRU层均由一个正向GRU模型

和一个反向GRU模型并联形成一个双向结构，所述的双向结构的GRU模型输出两个合并的

GRU信号；

[0010] 所述训练集数据包括影响因素数据和已知的车辆位置观测数据；

[0011] 所述的测试集数据为待预测的车辆位置的影响因素数据。

[0012] 具体地，所述影响因素数据包括predictionHours前历史车辆位置数据、行驶速

度、引擎转速、绝对负荷值、发动机冷却液温度、发动机供油率、MIL(故障指示灯)状态、发动

说　明　书 1/7 页

4

CN 111263326 A

4



机机油温度和时间；其中，pred i c t i o n H o u r s是一个预设参数，代表预测未来

predictionHours小时的车辆位置。

[0013] 优选地，对所述训练集数据根据不同时间进行分类，使用不同类别的训练集分别

训练不同类型下的车辆位置的预测模型；预测模型训练完成以后，针对当前测试集数据，利

用测试集数据对应类型的预测模型，计算获得车辆位置的预测值。

[0014] 具体地，第一卷积层接受序列数据的输入，其输出为 xt表示序列数据，

η1( )表示第一卷积层的卷积函数， 同时作为第一双向GRU层和第二双向GRU层的输入，

为第一双向GRU层的输出， 表示将第一双向GRU层中正向GRU的输出 与

第一双向GRU层中反向GRU输出 进行合并，第一融合层的输出为 是对第一双向GRU

层的输出乘以权重向量 并加上偏移向量 的结果， 将 与η1

(xt)的输出 进行合并成 作为第二层卷积层的输入； 是第二卷积层的输

出， 卷积函数η2中包含了一个全连接操作Dense( )，将Pt1进

行全连接转换成卷积函数可以接受的输入，连接到第二双向GRU层，第二融合层的输出为

是对第二双向GRU层的输出乘以权重向量 并加上偏移向量

的结果， 表示将第二双向GRU层中正向GRU的输出

与第一双向GRU层中反向GRU输出 进行合并；将 与Pt1进行合并，作为第三卷积层的输

入，第三卷积层的输出为 卷积函数η3中还包含了一

个全连接操作Dense( )；第三卷积层通过全连接输出层得到输出Ot， Ot

为一个具体值，代表predictionHours后的车辆位置，其中， 为

各部分的权重向量， 和 为各部分的偏移向量。

[0015] 所述第一双向GRU层中正向GRU模型的输出 反向GRU模

型的输出 对正向GRU模型和反向GRU模型的输出的聚合操作，得

到输出 表示将 与 进行合并连接，作为所述的第一双向GRU层的输

出；所述第二双向GRU层中正向GRU模型的输出 反向GRU模型的

输出 对正向GRU模型和反向GRU模型的输出的聚合操作，得到输

出 表示将 与 进行合并连接，作为所述的第二双向GRU层的输出，

其中z1t、 为第一双向GRU层中正向GRU模型的中间值，z2t、 为第一双向GRU层中反向GRU

说　明　书 2/7 页

5

CN 111263326 A

5



模型的中间值，z3t、 为第二双向GRU层中正向GRU模型的中间值，z4t、 为第二双向GRU层

中反向GRU模型的中间值。

[0016] 优选地，所述预测模型中的损失函数采用标准归一化MSE，激活函数采用Relu函

数，步骤2的训练过程中，通过Adam函数进行学习，得到参数神经网络参数模型。

[0017] 本发明方法中的多重融合卷积GRU模型是改进的GRU模型，通过三个卷积网络将两

个双向GRU卷积串行融合在一起，通过同时对序列特征和上下文特征的共同识别，采用融合

卷积的形式解决了GRU在时间序列分析中长期依赖丢失问题，模型具备较好的收敛性和准

确度，使得对移动车辆位置的预测有更高的精度和更好的性能。

附图说明

[0018] 图1为本发明方法的流程示意图；

[0019] 图2为本发明方法的预测模型结构图；

[0020] 图3为本发明实施例中GRU的结构图；

[0021] 图4为本发明实施例中双向GRU层的结构图。

具体实施方式

[0022] 下面将结合本发明实施例中的附图，对本发明实施例中的技术方案进行清楚、完

整地描述，显然，所描述的实施例仅仅是本发明一部分实施例，而不是全部的实施例。基于

本发明中的实施例，本领域普通技术人员在没有做出创造性劳动前提下所获得的所有其他

实施例，都属于本发明保护的范围。

[0023] 定义时间和空间序列状态，由此建立移动车辆的时空模型。

[0024] 定义1：时间状态序列。本发明中的时间状态序列用T＝{t0,t1,t2,...,tn}表示，其

中ti＞tj,if  i＞j。时间序列对应实际数据集中收集轨迹点的每一个时刻。

[0025] 定义2：网格空间状态序列。用S＝{s1,s2,...,sm}来表示。网格状态空间序列对应

物理世界中的地理位置，状态空间序列以网格的形式划分，网格状态空间之间不存在交集，

每一个网格状态空间有自己的矩形区域。

[0026] 随着时间序列的推移，车辆在网格状态空间之间互相转换，任意一个时刻的车辆

对象都有一个状态空间与之相对应。

[0027] 然后，定义车辆对象以及在时空模型中的移动轨迹模型。

[0028] 定义3：车辆对象集合，车辆对象集合用C＝{c1,c2,...,cp}来表示。在本发明中，每

一个车辆对象对应一个对象，在时间序列的约束下，车辆对象在网格状态空间中不停的转

换。

[0029] 定义4：车辆对象轨迹。车辆对象轨迹Tca为一系列带有时间顺序的GPS点集组合而

成的序列值，每一个点都包括位置信息和时间信息，形式化定义如下，对于具有n个点的车

辆对象轨迹Tca:P(0)→P(1)…→P(n)，其中Pi代表车辆对象的某一个位置点，Pi＝(px,py,

t)， 每一个轨迹点同时还对应一个空间状态序

列值。Δt表示取车辆对象位置值的间隔时间。

[0030] 定义5：车辆对象目标预测。已知具有n个点的车辆对象轨迹Tca:P(0)→P( )1…→P
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(n)，预测在tn+1个时刻的位置p(n+1)，一般来讲，目标预测问题就是根据车辆对象的历史轨

迹信息Tca，预测在未来k个时间间隔tn+k以后车辆对象所在的位置P(n+k)。

[0031] 本发明主要解决的问题就是通过采集的OBD数据集，包括经度、维度、车辆当前行

驶速度、引擎转速、绝对负荷值、发动机冷却液温度、发动机供油率、MIL(故障指示灯)状态、

发动机机油温度以及当前状态数据，预测若干个状态以后的车辆位置。

[0032] 如图1所示，基于多重融合卷积GRU的车辆位置预测方法，包括以下步骤：

[0033] 步骤1，构建车辆位置的预测模型；

[0034] 步骤2，利用训练集数据，对所述车辆位置的预测模型进行训练；

[0035] 步骤3，将测试集数据输入训练完毕的车辆位置的预测模型中，计算获得车辆位置

的预测值；

[0036] 如图2所示，所述预测模型包括第一融合层、第二融合层和输出层，所述第一融合

层包括第一卷积层和第一双向GRU层，所述第二融合层包括第二卷积层和第二双向GRU层，

所述输出层包括第三卷积层和全连接输出层，所述全连接输出层包括输出层为10的第一全

连接层和输出层为1的第二全连接层，各层之间依次顺序连接，所述的双向GRU层均由一个

正向GRU模型和一个反向GRU模型并联形成一个双向结构，所述的双向结构的GRU模型输出

两个合并的GRU信号；

[0037] 所述训练集数据包括影响因素数据和已知的车辆位置观测数据；

[0038] 所述的测试集数据为待预测的车辆位置的影响因素数据。

[0039] 具体地，所述影响因素数据包括predictionHours前历史车辆位置数据、行驶速

度、引擎转速、绝对负荷值、发动机冷却液温度、发动机供油率、MIL(故障指示灯)状态、发动

机机油温度和时间；其中，predictionHours是一个预设参数，代表预测未来若干小时的车

辆位置。

[0040] 优选地，对所述训练集数据根据不同时间进行分类，比如是将时间分为白天和黑

夜两类，使用不同类别的训练集分别训练不同类型下的车辆位置的预测模型；预测模型训

练完成以后，针对当前测试集数据，利用测试集数据对应类型的预测模型，计算获得车辆位

置的预测值。

[0041] GRU模型是传统的在LSTM模型上的一个改进版，其基本结构如图3所示，其中包含

了遗忘门和更新门两个主要处理单元，该结构能够对时间序列的长时间依赖进行有效记忆

和遗忘，从而保证时序数据的预测精度。其数学表达式如下：

[0042] 遗忘门的输出：ft＝σ(Wf[Ht-1,xt]+Bf) ,其中σ(x)＝1/(1+e-x)；在更新门中，zt＝σ

(Wz[Ht-1,xt]+Bz) , 输出层：yt＝Wo·

Ht+Bo，模型中需要训练的参数包括[Wf,Bf],[WZ,BZ],[Wh,Bh]，[Wo,Bo]。

[0043] 双向GRU层是一种改进的GRU模型，通过连接两个GRU模型(正向GRU和反向GRU)形

成的一个双向结构，在GRU的基础上能够更加充分的获取序列数据的上下文信息。其网络结

构如图4所示。与GRU不同之处在于，每一个双向GRU层输出两个合并的GRU信号，正向GRU信

号Ht和反向GRU信号H't，计算方式不变。

[0044] 具体地，所述的双向GRU层中正向GRU模型的中间输出
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反向GRU模型的中间输出 对正向GRU模型和反向GRU模型的中间

输出的聚合操作，得到输出 表示将正向GRU模型的输出 与反向GRU模

型输出 进行合并连接，作为所述的双向GRU层的输出；其中z1t、 为正向GRU模型的中间

值，z2t、 为反向GRU模型的中间值。

[0045] 正向GRU模型中第一层遗忘门输出为：f 1
t＝σ(W 1

f[H 1
t - 1 ,x t]+B 1

f)，f 1
t为

NumberofGRUCells×20的2维中间矩阵，NumberofGRUCells代表正向GRU模型的内部神经单

元数量，xt为2维矩阵数据，维度为Windowsize×20，Windowsize为输入数据的长度；在正向

GRU更新门中，第一输出为：z1t＝σ(W1z[H1t-1 ,xt]+B1z)，z1t的数据格式同f1t一样，第二输出

为： 反向GRU模型相应的第二输出：

为NumberofGRUCells×20的2维中间矩阵。

[0046] 具体地，第一卷积层接受序列数据的输入，其输出为 xt表示序列数据，

η1( )表示第一卷积层的卷积函数， 同时作为第一双向GRU层和第二双向GRU层的输入，

为第一双向GRU层的输出， 表示将第一双向GRU层中正向GRU的输出 与

第一双向GRU层中反向GRU输出 进行合并，第一融合层的输出为 是对第一双向GRU

层的输出乘以权重向量 并加上偏移向量 的结果， 将 与η1

(xt)的输出 进行合并成 作为第二层卷积层的输入； 是第二卷积层的输

出， 卷积函数η2中包含了一个全连接操作Dense( )，将Pt1

进行全连接转换成卷积函数可以接受的输入，连接到第二双向GRU层，第二融合层的输出为

是对第二双向GRU层的输出乘以权重向量 并加上偏移向量

的结果， 表示将第二双向GRU层中正向GRU的输出

与第一双向GRU层中反向GRU输出 进行合并；将 与Pt1进行合并，作为第三卷积层的输

入，第三卷积层的输出为 卷积函数η3中还包含了一

个全连接操作Dense( )；第三卷积层通过全连接输出层得到输出Ot， Ot

为一个具体值，代表predictionHours后的车辆位置，其中， 为

各部分的权重向量， 和 为各部分的偏移向量。

[0047] 所述第一双向GRU层中正向GRU模型的输出 反向GRU模

型的输出 对正向GRU模型和反向GRU模型的输出的聚合操作，得
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到输出 表示将 与 进行合并连接，作为所述的第一双向GRU层的输

出；所述第二双向GRU层中正向GRU模型的输出 反向GRU模型的

输出 对正向GRU模型和反向GRU模型的输出的聚合操作，得到输

出 表示将 与 进行合并连接，作为所述的第二双向GRU层的输出，

其中z1t、 为第一双向GRU层中正向GRU模型的中间值，z2t、 为第一双向GRU层中反向GRU

模型的中间值，z3t、 为第二双向GRU层中正向GRU模型的中间值，z4t、 为第二双向GRU层

中反向GRU模型的中间值。

[0048] 优选地，所述预测模型中的损失函数采用标准归一化MSE，激活函数采用Relu函

数，步骤2的训练过程中，通过Adam函数进行学习，得到参数神经网络参数模型。

[0049] 优选地，所述的卷积层为1维卷积网络。典型的1维卷积网络包含一维卷积核向量，

过滤尺寸(filter  size)k＝4，卷积间隔(dilation  factors)d＝1。

[0050] 对所述预测模型的训练，包括对各类权重向量和偏移向量的训练。

[0051] 本实验采用一年内采集的OBD数据集，每个一共包括经度、纬度、行驶速度、引擎转

速、绝对负荷值、发动机冷却液温度、发动机供油率、MIL(故障指示灯)状态、发动机机油温

度和时间数据。数据样本每1小时采集一次。

[0052] 对已有的数据集主要做如下处理：1、样本数据中删除年份数据，对小时数据进行

分类，对应白天和黑夜，分为两类进行替换。2、对其中的缺失数据进行插值和删除处理，因

为OBD都包含了多个传感器检测点，由于网络原因，有时候车辆开入隧道或者信号中断，有

些传感器的数据是丢失的，因此采用横向插值法，将同一时刻距离较近的采集数据按照距

离进行平均，插入到该数据项中。

[0053] 实验参数如表1所示：

[0054] 表1：变量参数取值

[0055]

[0056]

[0057] 本实验所采用的硬件为：电脑主要配置为：Pentium(R)Dual-core  3 .06CPU，8G 

RAM内存。

[0058] 效果评估：本实验的性能评估采用的参数包括RMSE、MAE、MAPE以及CC：

[0059] RMSE(Root  Mean  Square  Error，均方根误差)，其计算方式为：

[0060]

[0061] MAE(Mean  Absolutely  Error，平均绝对误差)，其计算方式为：
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[0062]

[0063] MAPE(Mean  Absolutely  Percentage  Error平均绝对百分误差)，其计算方式为：

[0064]

[0065] CCV(correlation  coefficient  value)，相关系数，其计算方式为：

[0066]

[0067] 需要说明的是，RMSE、MAE以及MAPE都是对预测误差的衡量，其值越小代表越准确，

而CCV参数代表两个序列数量的相关系数，其值越大，代表两个序列数据越为相关，预测效

果越好。

[0068] 首先针对将网格空间划分为400个状态，取前300天的车辆对象运动作为训练数

据，以60天数据作为验证集合，预测1小时后、3小时后的运动状态：

[0069] 针对未来预测未来1个小时的车辆位置状态，计算精度如下：

[0070] 模型名称 RMSE MAE MAPE CCV

LSTM 7.28 4.37 0.18 0.92

GRU 6.77 4.12 0.16 0.92

本发明方法 5.52 2.14 0.11 0.95

[0071] 针对预测未来3小时的车辆位置状态，计算精度如下：

[0072] 模型名称 RMSE MAE MAPE CCV

LSTM 11.30 9.43 0.26 0.84

GRU 11.71 9.25 0.27 0.84

本发明方法 8.69 7.94 0.17 0.92

[0073] 由发明内容和实施例可知，本发明基于多重融合卷积GRU的车辆位置预测方法，多

重融合卷积GRU模型是改进的GRU模型，通过三个一维卷积网络将两个双向GRU卷积串行融

合在一起，通过同时对序列特征和上下文特征的共同识别，采用融合卷积的形式解决了GRU

在时间序列分析中长期依赖丢失问题，模型具备较好的收敛性和准确度，使得对车辆位置

的预测有更高的精度和更好的性能。
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图1
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图2

图3
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图4
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